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基于DWＧICAＧSVM 的工业过程故障检测算法
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摘　要:为了有效提高支持向量机(SVM)算法的故障检测和监视性能,提出一种新的基于 DWＧ
ICAＧSVM 的工业过程故障检测算法.首先,对训练数据进行标准化,运用独立元分析(ICA)获取

数据的独立元矩阵,提取隐藏的非高斯信息.其次,运用杜宾Ｇ瓦特森(DurbinＧWatson,DW)准则

计算独立元(ICs)的 DW 值,通过 DW 方法有效提取重要噪声信息,选取重要的ICs.再次,将包含

重要信息的ICs作为SVM 模型的输入,获得判别分类函数,将测试数据的ICs输入该模型,对其进

行故障检测和监视.最后,将新算法运用于非线性数值例子和田纳西Ｇ伊 斯 曼 工 业 过 程,并 与

PCA,LPP,ICA,SVM 和ICAＧSVM 方法进行比较.结果表明,所提方法降低了样本间的自相关

性,有效提高了故障检测率.因此,新算法在一定程度上加强了对隐藏非高斯信息的提取与识别,
为提高SVM 算法在工业过程故障检测中的应用性能提供了参考.
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GUOJinyu,LITao,LIYuan

(CollegeofInformationEngineering,ShenyangUniversityofChemicalTechnology,Shenyang,Liaoning１１０１４２,China)

Abstract:Inordertoeffectivelyimprovethefaultdetectionandmonitoringperformanceofsupportvectormachine(SVM)

algorithm,anewfaultdetectionalgorithmofindustrialprocessbasedonDWＧICAＧSVM wasproposed．Firstly,thetraining
datawasnormalized．Theindependentcomponentanalysis(ICA)wasusedtoobtaintheindependentcomponentmatrixofthe

dataandextractthehiddennonＧGaussianinformation．ThentheDurbinＧWatson(DW)criterionwasusedtocalculatetheDW

valuesoftheindependentcomponents(ICs)．TheDW methodwasusedtoeffectivelyextractimportantnoiseinformationand

selecttheimportantICs．TheICscontainingimportantinformationwereusedastheinputoftheSVM modeltoobtainthedisＧ

criminantclassificationfunction．TheICsoftestdatawereinputtothemodelforfaultdetectionandmonitoring．Finally,the

methodwasappliedtothenonlinearnumericalexampleandtheTennesseeＧEastmanindustrialprocess,andcomparedwith
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PCA,LPP,ICA,SVM andICAＧSVM methods．Theresultsshowthattheproposed methodreducestheautocorrelation

amongsamplesandeffectivelyimprovesthefaultdetectionrate．TheproposedmethodstrengthenstheextractionandrecogniＧ

tionofhiddennonＧGaussianinformationtoacertainextent,andprovidesareferenceforimprovingtheperformanceofSVM

algorithminfaultdetectionofindustrialprocess．

Keywords:otherdisciplinesofautomaticcontroltechnology;faultdetection;DurbinＧWatsoncriterion;independentcompoＧ

nentanalysis;supportvectormachine

　　在大数据时代背景下,工业自动化技术得到快速发展,工业系统的规模和控制系统的复杂程度都在不断

提高,但同时也造成故障发生概率的不断增大,因此对控制系统精度和安全可靠性提出了更高要求.现代工

业系统中需要建立具备高性能的监控系统来监视系统的运行状态,以便快速有效地检测出系统故障[１Ｇ５].近

年来,基于数据驱动的故障检测技术在工业过程中得到广泛应用,该研究方向也成为国内外众多学者的研究

重点.
主元分析(principalcomponentanalysis,PCA)[６Ｇ７]方法广泛应用于工业生产过程故障检测和监视,由

于PCA是一种线性算法,因此具有一定的局限性.为了解决PCA在非线性过程中的监控问题,基于核理论

的主元分析(kernelprincipalcomponentanalysis,KPCA)方法被提出,用以解决非线性过程的实时监控与

检测[８Ｇ１０].PCA和 KPCA 等算法提取的是数据的全局特征,会丢失数据的局部结构信息,导致故障检测性

能降低.为了改善PCA和KPCA等全局算法在故障检测中的不足,HU等[１１]将局部保持投影算法(locality
preservingprojections,LPP)应用于工业过程故障检测,它可以很好地保持数据中近邻点之间的结构信息,
保留数据的局部特征,提高故障检测性能.PCA和LPP应用T２和SPE两个统计量进行过程状态监控.T２

和SPE能够较好地完成过程监控的前提条件是变量服从多元高斯分布且样本间相互独立.事实上,众多工

业生产过程变量间存在较强的非线性、非高斯特征[１２].为了提高非高斯过程的故障检测效果,KANO等[１３]

将独立主元分析(independentcomponentanalysis,ICA)应用于故障检测领域.ICA 区别于其他方法的特

点在于运用ICA方法能够使每个分量最大化独立.ICA方法不仅充分利用了高阶统计量,而且能够从数据

中有效提取出相互独立的隐藏变量,这些隐藏变量能够更好地反映出数据的变化特征,最大程度地捕获有效

信息.但是传统ICA在提取非高斯隐藏信息时,容易丢失数据的高斯信息以及部分样本特征,同时数据间

的自相关性也会导致ICA对部分过程数据的检测效果不理想.
支持向量机(supportvectormachine,SVM)方法[１４Ｇ１６]作为机器学习的经典算法,在解决小样本和非线

性的故障检测问题时具有很多优势,因此被广泛应用于故障检测与诊断领域.SVM 方法通过寻找空间最大

分离超平面,实现将不同类别的数据有效分离.值得注意的是,SVM 方法在进行模型训练时,需要加入正常

数据和故障数据.经过训练,SVM 模型能有效学习到故障数据的特征变化特点,因此在模型测试时能够保

持较高的精确度.为了提高SVM 算法对故障的快速精准识别,ONEL等[１７]从对偶C参数SVM (CＧparamＧ
eterizedSVM,CＧSVM)目标函数灵敏度分析中推导出特征选择算法,用于故障特征的提取和快速诊断,同
时能够减少有效信息损失,提高了故障检测和诊断性能.由于故障检测与诊断存在非线性问题,XUE等[１８]

引入高斯核支持向量机递归特征消除(supportvectormachinerecursivefeatureelimination,SVMＧRFE)算
法提取非线性特征进行故障检测与诊断,该方法关键在于核参数的选择,通过对比选择出最优参数,建立一

种先进的故障检测与诊断框架.此外,为了提高SVM 算法的故障监视性能,JI等[１９]运用独立元分析提取隐

藏独立分量并与SVM 方法结合,对故障作出有效检测和诊断.为了进一步改进ICAＧSVM 方法的故障检测

性能,HSU等[２０]将ICA与SVM 结合,利用ICA获取隐藏噪声信息,计算 T２统计量并引入时滞和时差输入

特性作为SVM 输入,有效提高了SVM 的故障检测性能以及对隐藏噪声信息的提取.
对高维数据,SVM 的运行时间较长.为了降低SVM 的运行时间,需要对数据进行特征提取和降维,而

SVM 算法性能的高低依赖于数据特征提取的好坏.传统ICA 算法运用累计方差贡献率选取独立元,但是

无法消除过程变量间自相关性对故障检测性能的影响.针对此问题,本文提出一种基于 DWＧICAＧSVM 的

工业过程故障检测方法.
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１　基于DWＧICAＧSVM 的工业过程故障检测

１．１　支持向量机(SVM)算法

SVM 算法作为机器学习中的经典分类算法,在解决数据集规模相对较小或样本非线性问题方面具有许

多优点.对线性数据,SVM 能够建立最大分离超平面对数据进行分类;对非线性问题,需要将数据投影到高

维空间,去除数据非线性,建立最大分离超平面,使数据能够进行有效分类.
假设样本训练数据集为 H＝ x１,y１( ) ,x２,y２( ) ,􀆺,xm,ym( ){ },yi∈ －１,＋１{ },在该样本训练集空间

中找到一个最大分离超平面,把不同类别的样本有效分类,这是分类学习最基本的思想.SVM 对指定数据

分类的超平面如下:

wΤx＋b＝０, (１)
式中:w＝ w１,w２,􀆺,wd( ) 是权重向量;b是位移项.为了找到最大间隔的超平面,实现最大程度分类,需
要找到合适的参数w 和b,使得间隔γ 最大.考虑到一些无法分类的样本以及支持向量机在一些样本上分

类出错的情况,为了提高支持向量机的容错率,引入惩罚变量C 和松弛变量ξ.松弛变量的引入使SVM 分

类具有一定的容错性,能够忽略落在隔离带中的样本点对超平面划分的影响,使超平面不用朝这些样本点方

向移动.惩罚变量通常设置为一个常数,惩罚变量越大,要求松弛变量的值尽量小,即对噪声的容忍度越小,
其主要起到权衡的作用.SVM 的基本型可表示为

min
w,b,ξi

１
２ ‖w‖２＋C∑

m

i＝１
ξi

æ

è
ç
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ø
÷ ,

s．t．　　yi wΤxi＋b( ) ≥１－ξi,　　i＝１,２,􀆺,m, (２)
式中:ξi ≥０;C ＞０,是一个常数.

为了求解式(２),需要将其转化为“对偶问题”,运用拉格朗日乘法求解,则该问题的拉格朗日函数可写为

L w,b,α,ξ,μ( ) ＝
１
２‖w‖２＋C∑

m

i＝１
ξi＋∑

m

i＝１
αi １－ξi －yi wΤxi＋b( )( ) － ∑

m

i＝１
μiξi . (３)

其中αi ≥０,μi ≥０是拉格朗日乘子.通过对上式求解,可以得到该模型为

fx( ) ＝wΤx＋b＝ ∑
m

i＝１
αiyixΤ

ix＋b . (４)

在实际工业过程中,数据并不只是服从线性分布,更多情况是非线性数据.为了对数据更好地分类,需
要通过非线性映射φx( ) 将其投影到高维特征空间.为了避免高维运算,引入核函数,通过核函数计算后该

模型为

fx( ) ＝sign ∑
m

i,j＝１
αiyiK xi,xj( ) ＋b( ) . (５)

因此,SVM 在对数据进行分类时,若数据是线性分布,则SVM 对其进行线性分类;若数据是非线性分

布,则SVM 将其映射到高维空间,并引入核函数解决高维计算问题,进而高效准确地对数据实现分类.因

此,本文使用SVM 作为故障分类器,实现对数据的有效检测.

１．２　DWＧICAＧSVM 算法

假设x－∈Rm×n为观测样本,其中包含n 个变量.首先需要对原始数据进行标准化处理,将其处理为均

值为０、方差为１的数据,消除数据间的量纲影响.标准化后的数据矩阵为x,ICA对其分解为

x＝As＋E, (６)
式中:A∈Rr×n是未知的混合矩阵;s∈Rl×r是独立元向量;E∈Rl×n是误差向量,且r≤n .ICA方法通过观

测样本估计出A 和s,进一步计算出分离矩阵W 和重构后的独立元向量s
∧
,使其满足:

s∧＝xW . (７)

ICA算法需要对数据进行中心化和白化处理,使观测变量的协方差矩阵为单位阵.白化预处理即对中

心化后x 的协方差矩阵进行奇异值分解,

E xΤx{ }＝UΛUΤ, (８)
式中:U 为特征值对应的特征向量组成的矩阵;Λ 为x 协方差矩阵的特征值组成的对角阵.

１７３



河 北 科 技 大 学 学 报 ２０２１年

计算

z＝Qx , (９)

Q＝Λ－１
２UΤ, (１０)

其中z为白化向量.可以得到

z＝Qx＝QAs＝Bs, (１１)
其中B＝QA 为分离矩阵.于是,独立元s的估计值为

s∧＝Wx＝BΤz＝BΤQx＝BΤΛ－１
２UΤx. (１２)

那么W 和B 的关系可表示为

W＝BΤQ . (１３)
本文通过FastICA 算法获取独立元矩阵,然后运用 DW 准则检验IC是否包含重要信息.相较于传统

选择独立元个数的累计方差贡献率方法,DW 准则[２１]能够客观地测量出变量的结构或非随机行为,因此能

有效挖掘出重要的隐藏变量,优化模型的稳定性.根据式(１４)能够计算各个变量的DW 值,

DW＝∑
n

i＝２ δxi－δxi－１( ) ２

∑
n

i＝１ δxiδxi( )
. (１４)

式中:δxi 和δxi－１ 是向量中连续点的残差;n 是变量数.最初DW 准则被提出用于测量信噪比,在没有

任何噪声的情况下,DW 的值会趋向于０,如果信号只有噪声,DW 的值会趋向于２.因此,本文采用 DW 值

的色谱图方法来确定独立元个数.如果IC由噪声组成,即错误信息,则 DW 值较高,在色谱图中颜色较浅;
否则,DW 值较低,在色谱图中颜色较深,那么这种IC被认为是重要的.提取出包含重要信息的独立元矩阵

后,运用SVM 模型对数据进行分类操作.

图１　DWＧICAＧSVM 方法故障检测流程图

Fig􀆰１　Flowchartoffaultdetectionbasedon
DWＧICAＧSVM

１．３　基于DWＧICAＧSVM 的工业过程故障检测步骤

基于DWＧICAＧSVM 算法的工业过程故障检测分为离线

建模过程和在线检测２个步骤,流程图如图１所示.具体的

操作步骤如下.

１．３．１　建模过程

１)获取正常操作条件的历史数据集X１和故障操作条件

下的历史数据集X２;

２)对数据进行标准化,运用ICA方法获取独立元矩阵;

３)根据式(１４)计算每个独立元的 DW 值,进行升序排

列.运用色谱图确定独立元个数,选取较小的 DW 值对应的

独立元矩阵;

４)将独立元矩阵作为SVM 模型输入,训练SVM 得到权

重向量和位移.

１．３．２　在线检测

１)对新来的测试数据运用离线建模数据的均值和方差进

行标准化;

２)将标准化后的数据投影到ICA模型获得独立元矩阵;

３)利用DW 准则计算测试数据的DW 值并排序;

４)将较小DW 值对应的独立元矩阵输入SVM 模型进行

故障分类.分类结果将正常数据定义为标签０,故障数据定

义为标签１.

２　仿真结果与分析

２．１　非线性数值例子

按照以下模型构造非线性数值例子[２２],该数据集包含３个变量:

２７３
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x１＝t＋e１,

x２＝t２－２t＋e２,

x３＝－t３＋３t２＋e３,

ì

î

í

ï
ï

ïï

(１５)

式中:t服从[０．０１,３]的均匀分布;e１,e２和e３为服从均值为０、标准差为０．０１的正态分布的均匀噪声序列.
在模型运行过程中,对变量１施加幅值为０．０１×(i－２００)的扰动,其中i代表样本数量.对变量２和变量３
分别施加幅值为０．７５和－０．５５的阶跃扰动组成该模型故障数据集.

本例中,选取２００组正常样本和２００组故障样本共同组成训练数据集,用于 DWＧICAＧSVM 模型训练,
再选取１００组故障样本用于模型测试,验证模型有效性.将本文方法与PCA,LPP,ICA,SVM 和ICAＧSVM
方法作比较,需要注意的是,ICAＧSVM 方法需要计算出ICA的３个统计量I２

d,I２
e和SPE,并将三者组合成矩

阵作为SVM 模型的输入,用于故障分类和检测.图２是样本散点图,“黑色星号”是正常样本,“红色圆圈”
是故障样本,图中清晰地呈现出数据服从非线性分布.图３是变量x１的分布图,从图中可以看出,该数据分

布服从非高斯分布.因此,本文运用DWＧICA方法进行特征提取.

图２　样本散点图

Fig􀆰２　Scatterplotofsamples

　
图３　变量x１的分布图

Fig􀆰３　Distributionplotofvariablex１

图４　不同变量的 DW 值

Fig􀆰４　DWvaluesofdifferentvariables

通过DW 色谱图确定独立元的个数.图４是训练数据

和故障数据不同变量的DW 值.从图４可以清晰地看到,变
量１和变量３的DW 值相较于变量２较小,颜色较深,这２个

变量包含了较多的隐藏信息,具有检测价值,是所需要的重

要ICs;而变量２的颜色较浅,DW 值较大,包含较多噪声信

息.因此,在本例中,独立元个数选取２个.
图５是各种方法的故障检测结果图,其中“黑色圆圈”代

表故障数据.PCA,LPP和ICA 方法运用９９％控制限进行

故障检测,控制限是由核密度估计方法[２３]确定的.在PCA,

LPP,ICA和ICAＧSVM 方法中独立元个数的选取采用８５％
的累计方差贡献率[２４]来确定.对于SVM,采用高斯核函数

提高对非线性数据的处理能力.SVM 中需要调整惩罚因子

C,高斯核函数中需要调整窗宽g,从而使分类器适应特定的

分类任务.对参数的选取,本文通过网格搜索方法得到参数的最优设置,将惩罚因子C 设置为０．８,窗宽g
设置为０．４５.SVM,ICAＧSVM 和DWＧICAＧSVM 方法的检测结果将正常数据定义为标签０,故障数据定义

为标签１.从图５可以看出,传统算法PCA,LPP和ICA的检测效果并不理想,主要因为PCA是线性算法,
对非线性过程检测效果不理想.LPP算法的统计指标需要服从高斯分布的前提假设,当这种假设不满足

时,会降低其检测性能.ICA算法在提取隐藏非高斯信息时,容易丢失数据的高斯信息以及部分样本特征,
同时数据间自相关性强弱也会导致ICA对部分过程数据的检测效果不理想.PCA和LPP提取的是二阶统

计信息,而ICA提取的是高阶统计信息,ICA的检测效果好于PCA和LPP.ICAＧSVM 方法相较于ICA,检
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测效果具有一定的提升,这得益于SVM 算法优秀的分类能力,能够将非线性数据映射到高维特征空间进行

处理.SVM 和DWＧICAＧSVM 方法检测效果都很好,但是DWＧICAＧSVM 的检测结果要优于SVM.
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图５　６种方法对非线性数值的检测结果

Fig􀆰５　DetectionresultsofsixmethodsfornonＧlineardata

表１是各种算法对非线性数值例子的故障检测率对比.从表１可以看出,DWＧICAＧSVM 的故障检测率

高达１００％,相较于其他方法都有不同程度的提高.PCA,LPP和ICA 的检测结果并不理想,主要原因是这

些算法的使用需要前提假设以及各自的使用范围不一样,并且数据的分布情况也会对检测结果有一定的影

响.但是SVM 具有较高的检测结果,这得益于SVM 算法在训练数据时能够学习到２类样本的特征变化,
因此在模型测试时能够对故障样本进行有效识别.

表１　各种算法对非线性数值例子故障检测率对比

Tab．１　Comparisonsoffaultdetectionrateofvariousalgorithmson

nonlinearnumericalexample
单位:％

PCA LPP ICA
T２ SPE T２ SPE I２

d I２
e SPE

SVM ICAＧSVM DWＧICAＧSVM

８ ２２ ４ ５ ２８ １２．５ ７ ９２ ５５ １００

文献[２５]指出,数据间的自相关性是影响故障检测性能的重要因素.本文 DW 方法能够选取样本间具

有弱相关性的样本,剔除存在较强相关性的样本,减少相关性对数据故障检测性能的影响.图６是ICAＧ
SVM 和DWＧICAＧSVM 方法的样本相关性对比图.相较于ICA,ICAＧSVM 方法的检测效果有一定的提高,
但并没有SVM 的检测效果好.从图６可以看出,ICAＧSVM 方法在选取独立元时,传统的选取方法并没有

考虑到样本相关性的影响,因此会对结果有一定的影响.本例中,DWＧICAＧSVM 的故障检测率最高,该结

果进一步验证了DWＧICAＧSVM 方法的故障检测性能,以及该算法的优越性和有效性.

图６　非线性数据样本间的自相关性对比图

Fig􀆰６　ComparisonplotofautocorrelationamongsamplesfornonＧlineardata
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２．２　TE工业过程

TE,即 TennesseeEsatman(田纳西Ｇ伊斯曼过程)工业过程已成为国际上通用的工业过程仿真平

台[２６Ｇ２８],被国内外学者广泛用于故障检测和诊断领域.TE过程包括５个主要操作单元、４种气体进料、２个

气液放热反应生成的２种主产品和２个衍生放热反应生成的２种副产品等,过程工艺复杂,具有较多变量.
将 TE过程产生的数据集用于仿真测试,该数据集是在 TE仿真器中持续运行４８h获得的[２９],期间每隔３
min进行采样记录.

在 TE工业过程正常操作条件下选取２００组正常样本和２００组故障样本作为训练数据集,测试数据集

中包括１６０组故障数据.本例中选取 TE过程故障３,７,９,１１,１７,１９,２０和２１验证本文算法的有效性.以

故障７为例,对比各种方法的检测性能.本文通过网格搜索方法将惩罚因子C 设置为０．８,窗宽g 设置为

０．４５.ICA和ICAＧSVM 方法的独立元个数由８５％累计方差贡献率确定.DWＧICAＧSVM 方法利用 DW 准

图７　不同变量的 DW 值

Fig􀆰７　DWvaluesofdifferentvariables

则,选择包含重要隐藏信息的独立元矩阵训练SVM 模型.
根据DW 值选择的独立元数量会对监控结果产生影响,因此,
这里讨论独立元数量的选取方法.通过DW 准则在信号中查

找信噪比,并绘制DW 色谱图.图７是不同变量的DW 值,选
择DW 值较小的独立元,即在色谱图中颜色较深的独立元,这
类独立元被认为比其他独立元更重要.从图７可以看出,２２
个独立元的颜色较深,这表明它们比其他独立元更重要.对

故障７的数据集进行不同数量独立元的监控,检测结果如表２
所示.从表２中可以看出,随着选取独立元数量的不同,故障

检测率会产生不同幅度的变化.结合色谱图,选择２２个重要

的独立元能够得到最佳的故障检测效果.综上所述,证明了

DW 准则选取重要独立元数量的有效性.

表２　不同独立元数量的故障检测率

Tab．２　Faultdetectionratesofdifferentnumbersofindependentcomponents

独立元数量 １８ １９ ２０ ２１ ２２ ２３ ２４

故障检测率/％ ９６．８８ ９８．１２ ９８．１２ ９８．１２ ９８．７５ ９７．５ ９６．８８

图８是各种算法对故障７的检测结果对比图,图中“黑色圆圈”代表故障数据.从图８可以清晰地看出

DWＧICAＧSVM 的故障检测效果最好,PCA,LPP,ICA,SVM 和ICAＧSVM 的检测效果均低于 DWＧICAＧ
SVM.故障７属于阶跃故障类型,ICA方法能够提取到过程变量中隐藏的非高斯信息,实现对故障特征的

有效提取.SVM 方法在训练模型时需要加入正常数据和故障数据一起训练,模型能够学习到故障特征的变

化趋势,在测试时快速有效识别正常数据和故障数据并将其分类.本文方法在运用ICA获取到隐藏非高斯

信息后,又运用DW 准则进一步处理包含非高斯信息的IC,筛选出包含更重要信息的IC,提取到重要的数

据特征,并在一定程度上降低了样本间的自相关性,减小了对故障检测的影响.因此,DWＧICAＧSVM 方法

的故障检测效果最好.
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图８　６种方法对 TE工业过程数据的检测结果

Fig􀆰８　DetectionresultsofsixmethodsforTEdata
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图９为原始数据和本文方法处理后数据的自相关性对比图.从图９可以看出,原始数据样本间存在较

强的自相关性,这会在很大程度上影响故障检测结果,而经过本文方法处理后的样本相关性明显减弱,验证

了本文方法的有效性.

图９　TE工业过程数据样本间的自相关性对比图

Fig􀆰９　ComparisonplotofautocorrelationamongsamplesforTEdata

本文运用故障检测率来衡量算法的优越性,表３是各种算法对TE过程故障检测率的对比情况.从表３
可知,对 TE过程的故障３,７,９,１１,１７,１９,２０和２１进行检测时,与其他检测方法相比较,本文方法的故障检

测率都有不同程度的提高,验证了该方法的有效性.

表３　各种算法对 TE过程故障检测率对比

Tab．３　ComparisonsoffaultdetectionrateofvariousalgorithmsonTEprocess
单位:％

错误类型
PCA LPP ICA

T２ SPE T２ SPE I２
d I２

e SPE
SVM ICAＧSVM DWＧICAＧSVM

３ ０ ３８．１３ ３５．６３ ３．７５ ６．２５ ５．００ ４．３８ ６６．２５ ４５．００ ９８．１２
７ １．２５ ６８．７５ ３．１３ ０．６３ ７６．２５ ５３．１３ ４７．５０ ５３．７５ ９０．００ ９８．７５
９ ０．６３ ４３．１３ ４１．２５ １０．６３ １２．５０ ７．５０ ６．２５ ７６．２５ ２４．３７ ９６．８８
１１ １９．３８ ８２．５０ ２０．６２ ２．５０ ３０．６３ ２８．７５ ２５．００ ６３．７５ ７３．１２ ８５．００

１７ ２５．００ ９５．００ １８．１２ ５．００ ８０．００ ７１．８８ ６８．１３ ８１．２５ ２６．８７ ９５．６３
１９ ３．１３ ７５．６３ １０．００ ０．６３ １５．６３ １３．１３ １２．５０ ８９．３８ ８０．００ ９５．００
２０ ８５．００ ８３．１３ ７．５０ ０ ７４．３８ ８４．３８ ６５．００ ８０．００ ５１．２５ ９６．８８
２１ ７５．００ ８６．２５ ３５．６３ ７．５０ ５８．１３ ３５．００ １０．６３ ０ ５６．２５ ９８．１２

３　结　语

本文提出的基于DWＧICAＧSVM 的工业过程故障检测方法,运用 DW 准则计算独立元的 DW 值,并将

DW 值升序排列,提取DW 值中较小的重要独立元.该方法能够有效提取和识别过程变量中重要的隐藏非

高斯信息,降低过程变量间自相关性对故障检测的影响,减小非随机行为,将包含重要IC信息的独立元作为

SVM 模型的输入,通过样本特征建模获得判别分类函数,实现对故障数据的有效检测,仿真结果验证了该方

法的有效性和优越性.
本文主要研究DWＧICAＧSVM 算法在工业过程故障检测中的实现与仿真实验,但是实际工业过程数据

往往具有多模态特性或者动态性,这对检测算法提出了更高的要求,因此,未来需要深入探索这方面的研究,
提升算法在多场景中的适应性.
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