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信息网络表示学习方法综述
鲁军豪,许云峰

(河北科技大学信息科学与工程学院,河北石家庄 050018)

摘 要:网络表示学习方法将信息网络表示为低维稠密携带网络节点特征信息的实数向量,应用于

下游机器学习任务的输入,随着机器学习与深度学习的发展,网络表示学习拥有强大的建模能力且

应用广泛。对网络表示学习方法、应用进行了归纳总结。首先,对当前国内外网络表示学习方法进

行梳理归类,分为传统方法、基于网络结构的嵌入、融入属性信息的嵌入,以及基于谱域的图卷积、
基于空间的图卷积和图attention网络,按类别对各类模型详细阐述,对比模型之间的适用性和方

法特点;其次,介绍了网络表示学习的相关应用,包括推荐系统领域、生物医药领域等,整理常用的

数据集、开源实现的表示学习模型和强大的图深度学习库供研究者参考调用;最后,对网络表示学

习的发展趋势进行了总结与展望。未来可在深层的图神经网络学习、动态和异构网络的表示、网络

模型的泛化能力等方面继续开展研究。
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Asurveyofinformationnetworkrepresentationlearning
LUJunhao,XUYunfeng

(SchoolofInformationScienceandEngineering,HebeiUniversityofScienceandTechnology,Shijiazhuang,Hebei050018,

China)

Abstract:Thenetworkrepresentationlearningalgorithmrepresentstheinformationnetworkasalow-dimensionaldensereal
vectorcarryingthecharacteristicinformationofnetworknodes,andisappliedtotheinputofdownstream machinelearning
tasks.Withthedevelopmentofmachinelearninganddeeplearning,networkrepresentationlearninghasbeenwidelyuseddue
toitspowerfulmodelingcapabilitiesandextensiveapplications.Thenetworkrepresentationlearningmethodsandtheirapplica-

tionweresummarized.Firstly,thecurrentnetworkrepresentationlearningmethodsathomeandabroadwerecategorizedinto
differentgroups,includingtraditionalmethods,networkstructure-basedembedding,embeddingwithattributeinformation,

andspectral-basedGraphConvolutionalNetworks,spatial-basedGraphConvolutionalNetworksandGraphAttentionNet-
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works.Thenvariousmodelswereexpounded,andtheapplicabilityandcharacteristicsofthemodelswerecompared.Secondly,

therelatedapplicationsofnetworkrepresentationlearning,includingrecommendersystemandbiomedicalfield,wereintro-
duced.Commonlyuseddatasetsarealsogiven,andopensourceimplementationsofrepresentationlearningmodelsandpower-
fulgraphdeeplearninglibrariesforreferencewereorganized.Finally,thedevelopingtrendofnetworkrepresentationlearning
wassummarizedandforecasted.Deepgraphneuralnetwork,dynamicandheterogeneousnetworkrepresentation,andgenerali-
zationabilityofnetworkmodelwillneedtobefurtherstudied.

Keywords:computerneuralnetwork;network;representationlearning;graph neuralnetwork;Graph Convolutional
Networks;graphdeeplearninglibrary
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图1 网络表示学习流程图

Fig.1 Flowchartofnetworkrepresentationlearning

  网络是表达实体与实体之间联系的一种数据

形式,广泛存在于人们的生活中,例如:人们与周边

人形成的社交网络;论文作者之间形成的引文网

络;生物医药中的蛋白质网络和药物网络;甚至人

脸扫描的点云网络等。网络表示学习是衔接网络

与原始数据与网络应用任务的桥梁[1],如图1所示,
网络表示学习方法从复杂的信息网络中学习每个

实体的特征信息,将其表示为低维稠密的实数向

量,以应用于下游的机器学习任务。
网络中蕴含丰富信息,对社会生产中的信息网

络进行分析与研究具有非常高的学术与应用价值。
例如,在电子商务中,一个基于信息网络的学习系

统能够利用用户和产品[2-5]之间的交互做出准确推荐;在化学研究中,分子被建模为图网络,它们的生物活性

需要被识别,以发现药物[6-7];在社交网络中,对网络进行社区划分与链路预测,可对客户人群进行分组与推

荐[8-9]。神经网络与深度学习在欧几里德数据上取得了很大成功,但信息网络属于不规则的非欧几里德数

据,如何进行有效地信息提取成为一个值得研究的课题。最初的网络表示学习方法受到经典降维技术的影

响[10-11],主要集中在矩阵分解方法上[12],随后受到 Word2vec技术[13-14]和DeepWalk[15]的启发,涌现出许多

利用随机游走产生节点序列并输入给skip-gram模型生成节点嵌入的表示方法。随着深度学习的兴起,许
多研究者将卷积与self-attention机制[16]引入网络表示中,在网络的谱域与空间域进行端到端的网络计算,
取得了优异的任务效果。

目前对包括图神经网络的网络表示学习综述数量有限,BRONSTEIN等[17]给出了非欧几里德领域的深

度学习方法的概述,包括图和流形,但忽略了几个重要的基于空间的方法。WU等[18]给出图神经网络领域

的模型介绍,但缺少了对传统方法以及基于随机游走方法的介绍。涂存超等[1]的综述中仅简单提到谱域的
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图神经网络方法

融入属性信息的嵌入

基于网络结构的嵌入

传统方法

网络节点嵌入方法

网络表示学习

图2 网络表示学习方法类别

Fig.2 Classificationofnetworkrepresentation
learningmethods

图卷积模型,缺少对基于空间的图卷积以及图atten-
tion网络的介绍。本文系统并详细地介绍了网络表

示学习相关方法模型,将其分为2大类,分别为网络

节点嵌入方法和图神经网络方法,细分为6个类别,
分别是传统方法、基于网络结构的嵌入、融入属性信

息的嵌入,以及基于谱域的图卷积、基于空间的图卷

积和图attention网络,并对比各模型的适用性和优

缺点,为网络表示学习领域的学者提供全面的综述参

考。同时,本文整理了开源实现的表示学习模型和图

深度学习库,以及常用的数据集供研究者参考使用。
网络表示学习方法类别如图2所示。

本文给定了表示学习方法公式中常见的符号定

义,对网络表示学习方法进行详细的阐述,整理对比

了各模型的适用性与优缺点,给出了基础数据集和开
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源实现的表示学习模型和图深度学习库,对网络表示学习的应用进行了介绍,并对网络表示学习的未来进行

了展望。

1 网络表示学习的基本定义

网络表示学习公式中常见的符号及其含义如表1所示。
表1 常用符号及其含义

Tab.1 Commonlyusednotationsandtheirmeaning

符号 含义

G 网络或图

V 网络中节点的集合

E 网络中边的集合

vi 节点i

eij 节点i与节点j连接的边

A∈R|V|×|V| 邻接矩阵

D∈R |V|×|V| 度矩阵

符号 含义

N,M 节点和边的总数

Nk(i),N(i) 节点i的k阶或1阶邻居

X1☉X2 Element-wiseproduct

H(l) lth层的特征表示矩阵

σ(·) sigmoid激活函数

σh(·) Tanh激活函数

定义1 无向图[18]:无向网络或图定义为G=(V,E)。其中V 表示网络中所有节点的集合,任一节点

表示为vi,∀vi∈V;E 表示网络中所有边的集合,任一条边表示为eij,eij=(vi,vj)∈E,即节点vi 与vj 之

间存在一条连接的边。网络的邻接矩阵定义为A∈R|V|×|V|,如果eij∈E,则Aij=1,否则Aij=0,有向图的

邻接矩 阵 是 一 个 对 称 矩 阵。另 外,网 络 的 度 矩 阵 D 是 一 个 对 角 矩 阵,Dii 表 示 第i 个 节 点 的 度 且

Dii=∑jAij,即与第i个节点相连的节点的数量。

定义2 有向图[18]:节点之间连接的边有指向性的网络或图被称为有向图,定义为G=(V,E)。由于节

点边的指向性,有向图的邻接矩阵Aij不一定等于Aji。

2 网络表示学习方法

网络表示学习方法将非欧几里德结构的网络节点表示为低维稠密的特征向量,供下游机器学习任务使

用,是一项特征工程任务。随着近年来深度学习的兴起,图神经网络成为网络表示学习领域研究的热点。与

网络节点的嵌入表示不同,图神经网络多为端到端的训练框架。

2.1 网络节点嵌入方法

2.1.1 传统方法

早期的网络表示学习方法被作为降维技术的一部分,将网络节点嵌入到低维空间的思想是让互相连接

的节点在嵌入后的低维向量空间中彼此保持更近的距离。LLE(locallylinearembedding[19])算法认为每一

个数据点都可以由其近邻点的线性加权组合得到。该方法先寻找每个样本点的k 个近邻点,由每个样本点

的近邻点计算出该样本点的局部重构权重矩阵,然后用局部权重矩阵和其近邻点计算出该样本点的输出值,

LLE算法的目标函数表示为

ϕ(Y)=
1
2∑i Yi-∑

j
Wi,jYj

2。 (1)

  LE(Laplacianeigenmaps)[11]用边权重Wij衡量节点的相似性,在原始空间越相似的节点,嵌入到低维

空间以后也越相似,LE方法的目标函数如下:

ϕ(Y)=
1
2∑i,j |Yi-Yj|2Wi,j =trace(YTLY), (2)

通过最小化该目标函数,可以得到节点的低维嵌入向量表示,其中L 是构建图的拉普拉斯矩阵。

GF(graphfactorization)[20]是第1个时间复杂度为O(|E|)的网络嵌入算法[21]。GF算法对图的邻接

矩阵进行因式分解来得到节点的嵌入表示,其目标函数如下:
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ϕ(Y,λ)=
1
2 ∑(i,j)∈E

(Wi,j -<Yi,Yj>)2+
λ
2∑i |Yi|2, (3)

式中λ是一个正则化系数。

2.1.2 基于网络结构的嵌入方法

W（t+2）

W（t+1）

W（t-1）

W（t-2）

outputprojection

W（t）

input

图3 窗口大小为2的skip-gram
模型[13]

Fig.3 Skip-grammodelwith

windowsize2[13]

Google在 2013 年 推 出 一 个 用 于 获 取 词 向 量 的 工 具 包

Word2vec[13-14],它的简单高效引起了很多人的关注,同时也给网络

表示学习提供了很好的思路。Word2vec是根据大量语料库中词

语的共现关系来得出每个单词的向量嵌入,有 CBOW 和skip-
gram两种模型。前者根据上下文预测中心词,后者是根据中心词

预测上下文,这里只介绍skip-gram模型,如图3所示。
用核心词 w 与其上下文context(W)组成训练样本,skip-

gram模型用核心词w 预测上下文context(W),通过大量语料库

的词语共现关系来不断更新词语的向量表示,用负采样来加快训

练速度,最终得到每个词语的向量表示。在 Word2vec被提出之

后,研究者在其基础上提出了大量基于随机游走的网络表示学习

方法,如DeepWalk[15],Node2vec[22]等,这些方法利用随机游走产

生的节点序列作为skip-gram的输入,从而生成节点的低维向量

表示。

PEROZZI等[15]观测到节点在短随机游走中的分布和词语在

自然语言中的分布都满足幂律分布,并在游走的过程中获取了节

点的局部结构信息,从而将 Word2vec模型引入网络表示学习,提出 DeepWalk算法,利用节点截断随机游

走产生的类似语料中句子的序列,借助词向量模型生成节点的嵌入向量,使得效果有了较大的提升。Deep-
Walk对Karate数据集的嵌入效果如图4所示。
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-1.8
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a） 输入为 Karate 网络 b） DeepWalk 对 Karate 网络嵌入输出效果
x

y

图4 DeepWalk对Karate数据集的嵌入效果

Fig.4 EmbeddingeffectofKaratedatasetbyusingtheDeepWalk

GROVER等[22]将BFS与DFS融入节点的随机游走,提出了Node2vec算法。相比于DeepWalk算法

中节点的随机游走,加入BFS和DFS策略的Node2vec可以更好地挖掘网络中的拓扑信息,如图5所示。

DFS

BFS

v8

v9

v7

v5

v6

v4

v3

v1

v2

v*

a）根据参数 p 和 q 进行有偏的游走 b） k=3 时从节点 v 开始的 BFS 和 DFS 搜索策略

v3vs 琢=1/p
琢=1/q
琢=1/q

v2
琢=1

v*

v1

图5 Node2vec算法

Fig.5 Node2vecalgorithm
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图5a)是Node2vec算法控制二阶随机游走的示意图,该算法设置了2个超参数p 和q 来平衡游走方

式,α是关于当前节点vs 搜索下一个节点vx 的函数,表达式如下:

α(vs,vx)=

1
p
, if dvsvx =0,

1, if dvsvx =1,

1
q
, if dvsvx =2。

ì

î

í

ï
ï
ï

ï
ï
ï

(4)

  从当前节点v 游走到下一个节点vx 的概率就是其归一化形式:

p(vx|v)=
α(vs,vx)

∑(y,v)∈Eα(vs,y)
, (5)

从式(5)可以看出,参数p 可以调节游走回到上一个节点的概率,参数q可调节游走偏向于BFS还是DFS,当q
较小时,游走倾向于DFS,当q较大时,游走倾向于BFS。特别地,当p,q参数都为1时,等价于随机游走。

需要注意的是在嵌入向量的更新计算中,DeepWalk采用分层Softmax来计算归一化因子,使用二叉树

结构加速计算,而Node2vec算法则采用负采样方法,每个训练样本只更新部分模型权重,从而提高嵌入的

训练速度。

DeepWalk[15]和Node2vec[22]利用随机或有偏随机游走来获得节点的邻域信息,从而生成嵌入向量,使
在网络结构中相连和距离较近的节点在对应的低维空间中也具有相近的距离。但是在网络中存在结构一致

性(structuralidentify)节点,如图6所示,顶点u 与顶点v 的度数分别是5和4,分别连接3个和2个三角形

网络结构,并通过2个顶点(d,e;x,w)与外界相连,这样的节点虽然没有直接相连也没有共同邻域,但具有

空间结构一致性。RIBERIO等[23]观察到DeepWalk和Node2vec等算法构造的节点序列不能识别相隔较

远的具有结构一致性的节点,为了解决此问题,提出Struc2vec算法。

z

t

v

y

w

x
network

e

d

u

a

c

b

图6 网络中节点u 与v 存在结构一致性[23]

Fig.6 Twonodes(uandv)thathavestructuralconsistency[23]

Struc2vec算法的设计思想:如果2个节点度相同,则它们的结构相似;若它们的邻居也拥有相同的度,
则相似性更高。考虑节点u,令Rk(u)表示与节点u 距离为k 的节点集合,即以u 为根的BFS树上第k 层

的节点集合,s(S)表示集合S∈V 的有序度(degree)序列,定义fk(u,v)为

fk(u,v)=fk-1(u,v)+g(s(Rk(u)),s(Rk(v))),

k≥0and|Rk(u)|,|Rk(v)|>0, (6)
其中g(D1,D2)≥0是衡量有序度序列 D1 和 D2 的距离函数,一般为动态时间规整算法(dynamictime

warping),并且f-1=0。利用fk(u,v)构造分层图,同层之间节点的权值为wk(u,v)=e-fk(u,v),相邻层对

应的权值公式为

w(uk,uk+1)=log(Γk(u)+e), 

Γk(u)=∑
v∈V
1(wk(u,v)>􀭿wk),

w(uk,uk-1)=1,

ì

î

í

ï
ïï

ï
ï

(7)

之后通过随机游走构建序列,利用skip-gram模型得到节点的向量嵌入。如图7所示,在对Karate数据[24]

进行镜像处理后的向量可视化对比中可以发现,镜像节点在空间中聚集在一起,相比于 DeepWalk与

Node2vec算法,Struc2vec算法能准确捕捉拥有结构一致性的节点。

Struc2vec应用于无权无向图(带权图的权重不会被用到,有向图会当作无向图处理),主要关注的是图

中顶点的空间结构相似性,蚂蚁金服的风控模型在应用了Struc2vec后与Node2vec相比有质的提升。
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a) Karate 镜像网络 b) 镜像处理后的嵌入向量可视化

注：为了更好地说明结构相似性，笔者将 Karate 原网络复制一份，使得每一个节点都有一个与之结

构相同的镜像节点，并在两网络之间添加了一条连接的边。

x

y

图7 Struc2vec算法对镜像网络嵌入向量的可视化

Fig.7 VisualizationofembeddingsofmirrornetworkbyStruc2vecalgorithm
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图8 信息网络图[25]

Fig.8 Atoyexampleofinformationnetwork[25]

TANG等[25]提出了LINE算法,使得在小时范围内单

机学习百万级顶点网络表示成为了可能。LINE算法提出了

一阶相似度与二阶相似度,一阶相似度描述了直接相连的节

点之间的相似度,如图8中节点6和节点7直接相连,两节点

相似度为边的权重;二阶相似度描述为一对节点之间的接近

程度和邻居网络结构之间的相似性,如图8中节点5与节点

6之间没有直接的边关系,但有共同的网络邻居。
一个网络中的边关系往往是非常稀疏的,所以有必要进一

步刻画二阶相似度关系来考虑虽然并不直接相连但是共同邻

居较多的节点对,从而对第一阶相似度的信息予以补充[1]。

LINE算法适用于大规模网络,并且网络的边不限制是否有向

和是否带权,在节点分类等任务中表现出不错的效果。

GraRep算法[26]在LINE定义的一阶和二阶相似性的启发下,将这种相似性推广到更高阶,定义了k 阶

相似性。GraRep中也使用了像LINE中一样将高阶的图中的相似关系在低维向量空间中用条件概率表示,
并且使用了负采样优化的策略。

2.1.3 融入属性信息的嵌入方法

上述方法模型只利用了网络中拓扑结构的相似性来生成节点嵌入向量,真实世界的网络通常在节点和

边上附属有标签文本等丰富的属性信息,若能充分利用网络中的属性信息,会得到更好的嵌入效果。

YANG等[27]证明了DeepWalk算法其实质上是分解矩阵M 和计算出M 的闭式解,并提出了一种融入

文本信息的网络表示方法TADW。TADW方法的思想是在矩阵分解过程中,加入对文本特征信息的考虑,
如图9所示。其中W∈Rk×|V|,H∈Rk×ft为参数矩阵,T∈Rft×|V|为文本特征矩阵,加入文本信息矩阵后算

法的损失函数如式(8)所示,TADW算法使用共轭梯度下降法迭代更新W 矩阵和H 矩阵求解参数。

T

|V|

H

ft

WT

k

M

|V|

|V
| ××

图9 TADW模型框架示意图[27]

Fig.9 FrameworkofTADW[27]
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min
W,H
‖M-WTHT‖2F+

λ
2
(‖W‖2F+‖H‖2F)。 (8)

  TU等[28]提出的CANE算法在兼顾网络结构相似性的同时,利用attention机制自适应计算节点文本

内容的相似性。图10为CANE方法的框架示意图,该方法利用卷积神经网络对一条边上2个节点的文本

信息进行编码。在文本表示生成的过程中,利用相互注意力机制,选取2个节点彼此最相关的卷积结果构成

最后的文本表示向量。

vuEdge

Text
Description

Text
Description

Convolutional
Unit

A
Convolutional

Unit

QP

tanh（PTAQ）

Row鄄pooling+
softmax

Column鄄pooling+
softmax

aq

vt（u）=Qaq

Fap

ut
（v）=Pap

Text
Embedding

图10 CANE算法框架示意图[28]

Fig.10 AnillustrationofCANEframework[28]

文献[29]中将文本也转化为特殊的节点,
形成两种连接的边,即节点-节点和节点-文档,
对两种边一起建模嵌入得到节点表示。针对属

性 网 络 的 表 示 学 习 方 法 有 ANRL[30],

SIGNet[31],TransNet[32]和SANE[33],它们结合

网络结构和节点的属性信息使学习到的嵌入表

示具有更多的信息性。BiasedWalk[34]则考虑兼

顾有偏随机游走的优势以及网络节点的属性信

息,以学习到信息更加丰富的网络嵌入表示。
当信息网络中的节点或边类型数量n≥2

时,这种网络被称为异构网络。针对异构网络的

表示学习方法也有大量研究者做出很多探索,典
型 的 方 法 有 metapath2vec[35],HIN2Vec[36],

Tri-DNR[37],HNE[38],HEBE[39],EOE[40],以及基

于Attention[41]机制的HAN[42]等。

2.2 图神经网络方法

2.2.1 基于谱域的图卷积

BRUNA等[43]首先提出了在图网络中基于

谱域的卷积方法,函数卷积的傅里叶变换等于

函数傅里叶变换的乘积,表达式如下:

F(f*h)=̂f(w)·̂h(w), (9)
式中*表示卷积,这样在傅里叶域做乘积,然后做傅里叶逆变换,即等于在原函数空间直接做卷积。

BRUNA等[43]的谱卷积方法具体定义如下:

xk+1,j =hV∑
fk-1

i=1
Fk,i,jVTxk,i( ) , j=1,2,…,fk, (10)

式中:xk 为输入图信号;F 为包含可学习参数的对角矩阵;h 为非线性的激活函数。
该方法存在3个明显的缺点:1)每次卷积都要进行矩阵相乘使得计算复杂度为O(N3),并且需要特征

分解,计算量非常大,不适合用于大型图;2)每次卷积都要考虑所有的节点,没有空间局部性;3)参数个数为

O(N)。
针对上述方法的不足,BRUNA等[43]在DEFFERRARD等[7]提出ChebNet方法的基础上进一步完善,

概括为y=σ(Ugθ(Λ)UTx),其中Λ 是特征值组成的对角矩阵,在ChebNet方法中,gθ(Λ)被定义为

gθ(Λ)=∑
K-1

k=0
θkΛk, (11)

代入式(11)中并将Lk 使用切比雪夫展开得到:

y=σ ∑
K-1

k=0
θkLkx( ) ==σ ∑

K-1

k=0
θkTk(􀭾L)( ) , (12)

式中,􀭾L=2
L

λmax
-IN,这里用到拉普拉斯矩阵的特征分解的性质:L=UΛUT。ChebNet方法将计算的复杂度

降低为O(K|E|),并且只考虑K 阶邻域,有一定的空间局部性。

KIPF等[44]在ChebNet方法的基础上,令K=1,每层卷积只考虑直接邻域,并使深度加深,提出分层传

播机制的多层图卷积网络GCN,获得了非常显著的效果。GCN模型整理的计算过程可以概括为
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H(l+1)=σ(􀭾D-
1
2􀭾A􀭾D-

1
2H(l)W(l)), (13)

式中:􀭾A=A+I,A 为图的邻接矩阵,I为单位阵;􀭾D 为图的度矩阵。

GCN算法的计算架构如图11所示。

output

ReLU

…

ReLU

…

Input

Hidden layerHidden layer

图11 GCN算法的计算架构

Fig.11 Frameworkofcomputingarchitectures
ofGCNalgorithm

2.2.2 基于空间的图卷积

GNNs[45]是最早研究图神经网络的著作之

一,采用AlmeidaPineda算法训练其模型,算法

将节点的表示定义为

xn =fw(ln,lco[n],xne[n],lne[n]),

on =gw(xn,ln),{ (14)

其核心思想是运行传播过程以达到固定点,然
后在给定收敛解的情况下执行反向过程。算法

主要 分 为 2 个 步 骤:Forward 和 Backward。

Forward具体计算如图12所示,fw 根据当前

父节点、相邻子节点、相连边的特征及状态对当

前父节点的状态进行更新,然后迭代t次达到

稳定状态之后,gw 根据当前节点的状态,输出节点的output。Backward过程的目的在于求解
∂ew

∂w
,这里ew

是损失函数。跟Forward过程类似,找到t时刻使得梯度处于一个稳定状态,然后求解t时刻的梯度
∂ew

∂w
。

fw

gw

O4（t）

l4gw

l4，l（1,4），…fw
x4（t）

x4（t）
x3（t）

x3（t）

x1（t）
x2（t）

x2（t）
x1（t）

l3，l（4，3），…

l2，l（2，3），…

l1，l（1,2），…

O（t） O3（t）

fwfw

gw

l3
fw

gw

gw

l（4，3）

l（2，3）

l（1，4）

l（1，2）

l4

l3

l2

l1

l1
l2

O2（t）

图12 GNNs算法Forward计算过程[45]

Fig.12 ForwardprocessofGNNsalgorithm[45]

GNN统一了一些早期处理图数据的方法,但也存在缺点:为了保证公式有唯一解,fw(·)必须是压缩

映射,严重限制了模型的能力;其次,由于梯度下降步骤之间需要多次迭代,因此GNN的计算开销较大。

GGNNs[46]解决了GNN模型存在的缺点,即f 不再是一个压缩映射,同时,GGNNs采用BPTT(back-
propagationthroughtime)去学习参数使迭代不需要到收敛才能输出,可以迭代固定步长。GGNNs主要是

解决过深层的图神经网络导致过度平滑的问题,使用GRU更新节点状态,其状态更新函数定义如下:

ht
v =GRUht-1

v , ∑
u∈N(v)

Wht
u( ) , (15)

式中W 是可学习参数,每一种边对应一个 Wedge,使得 GGNNs可以处理异构图。该模型的缺点为采用

BPTT训练牺牲了时间和记忆的效率,由于GGNNs需要在所有节点上多次运行递归函数,需要将所有节点

的中间状态存储在内存中,因此处理大型图尤其困难。DAI等[47]为了提高学习效率提出了SSE算法,其采

用了异步方式随机更新节点的潜在表示,用采样的批处理数据更新参数,但算法的稳定性还存在问题。
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GraphSAGE[48]引入聚合函数概念定义图卷积,聚合函数本质上是聚集节点的邻域信息。GraphSAGE
是归纳式学习的一个代表,即可以利用节点邻域信息直接学习出新增节点的嵌入表示,该算法对图的卷积定

义为

ht
v =σ(Wt·aggregatet(ht-1

v ,{ht-1
u ,∀u∈N(v)}))。 (16)

  GraphSAGE不直接学习每个节点的表示,而是学习聚合函数,对于新增的节点利用聚合函数生成它的

嵌入表示,邻居采样和信息聚合过程如图13所示。

lable

k=2

k=1

aggregator2

aggregator1

图13 GraphSAGE邻居采样和聚合信息方法[48]

Fig.13 VisualillustrationoftheGraphSAGEsampleandaggregateapproach[48]

该算法分为两步:首先是邻居节点采样,由于每个节点的度都不一样,为了计算高效,给每个节点分层并

采样固定节点的邻居;其次是邻居特征聚合,通过聚集采样到的邻居特征,更新当前节点的特征。聚合函数

可以采用平均聚合、归纳式聚合或者Pooling聚合,也可以自行设计,常用聚合函数如下。
平均聚合:

hk
N(v)=mean({hk-1

u ,u∈N(v)}), (17)

hk
v =σ(Wk·CONCAT(hk-1

v ,hk-1
N(u)))。 (18)

  归纳式聚合:

hk
v =σ(Wk·mean({hk-1

v }∪ {hk-1
u ,∀u∈N(v)}))。 (19)

  Pooling聚合:

hk
N(v)=max({σ(Wpoolh

k
ui+b)},∀ui ∈N(v)), (20)

hk
v =σ(Wk·CONCAT(hk-1

v ,hk-1
N(u)))。 (21)

  PATCHY-SAN[49]采用图标记为每个图选择了固定数量的节点,将图的结构转换为网格结构,进而使

用标准的卷积神经网络(CNN)来解决图的分类任务。不同于PATCHY-SAN,LGCN[50]使用标准的CNN
生成节点级的输出。该方法对网络中每个节点的邻域进行排序,并取前K 个组成该节点的一维网格,进而

采用标准的CNN进行卷积计算。为了能让模型在大规模的图上训练,LGCN提出了一个子图训练方法来

减少过多的内存和计算资源的开销。

2.2.3 图attention网络

图attention网络本质上同样属于基于空间域的图神经网络,但是由于其较好的模型效果和较高的研究

热度,这里单独对其概述。

GAT(graphattentionnetwork)[41]算法的基本思想是,根据每个节点在其邻节点上的attention来对节

点表示进行更新。具体的,该算法用h={􀭸h1,􀭸h2,…,􀭸hN}表示图中的 N 个节点,其中􀭸hi∈RRF,F 是每个节

点的特征数,目的是输出一个新的节点特征向量集h'={􀭸h'1,􀭸h'2,…,􀭸h'N},其中􀭸h'i∈RRF',公式如下:
􀭸h'i=σ(∑

j∈Ni

αijW􀭸hj), (22)

αij =
exp(LeakyReLU(􀭸aT[W􀭸hi‖W􀭸hj]))

∑k∈Ni
exp(LeakyReLU(􀭸aT[W􀭸hi‖W􀭸hk]))

。 (23)
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  上述过程可以用图14表示。另外,GAT使用 multi-headattention来稳定self-attention的学习过程,
不同的箭头表示一个独立的attention计算,每个邻居节点做K 次attention计算。每次attention计算为一

个普通的self-attention,输出结果为􀭸h'i。multi-headattention为每个节点i输出K 个不同的􀭸h'i,然后将向

量合并,得到最终的􀭸h'i,两种合并规则如下:
􀭸h'i=‖K

k=1σ(∑
j∈Ni

αk
ijWk􀭸hj), (24)

􀭸h'i=σ(1K∑
K

k=1
∑

j∈Ni

αk
ijWk􀭸hj)。 (25)

concat/avg

so
ftm

ax
j

a

Whj
→

Whj
→

图14 GAT的attention机制与multi-headattention(K=3)机制[41]

Fig.14 IllustrationofGATattentionmechanismandmulti-headattention
(withK=3heads)[41]

  相比于其他图模型,GAT无需使用特征值分解等复杂的矩阵运算,相比于GCN,每个节点的重要性可

以是不同的,因此,GAT具有更强的表示能力。GAT具有以下几个特点:1)计算速度快,可以在不同的节点

上进行并行计算;2)可以同时对拥有不同度的节点进行处理;3)可以被直接用于解决归纳学习问题,即可以

对从未见过的图结构进行处理。

ZHANG等[51]提出的门控注意力网络GAAN同样采用了多头注意力机制来更新节点的隐藏状态,不同于

GAT的是该算法赋予了每个head不同的权重,使得重要的部分能得到更大的计算权重,具体定义如下:

ht
i =Øo(xi 􀱇 ‖K

k=1g
k
i∑
j∈Ni

αk(ht-1
i ,ht-1

j )Øv(ht-1
j )), (26)

式中:gk
i 是第K 个注意力head的注意力权重;Øo(·)和Øv(·)是反馈神经网络。

另外,图attention模型GAM[52]用一个循环神经网络模型加attention机制来解决图分类问题;Atten-
tionWalk[53]用随机游走的方式学习节点嵌入表示,不同于DeepWalk,AttentionWalk用可微的attention
权重来对共现矩阵进行因式分解。

3 应 用

网络表示学习在社会生产中有非常广泛的应用。本文给出了网络表示学习模型适用性与特点的比较,
以及研究中可能会用到的数据集及其分类统计信息,整理了部分模型的实现链接和已开源的图深度学习库,
方便研究者快速复现验证并掌握模型,讨论了网络表示学习的应用方向和实例。

3.1 模型对比与数据集及开源实现

表2对比了网络表示学习模型的适用性和方法特点,包括模型是否支持带权图、有向图以及属性图,
并给出了模型的时间复杂度和模型特点,可供研究者参考使用。表3给出了众多测试算法性能的数据

集,数据集包括3类,分别是引文网络、社交网络和化学生物网络。对应于每个数据集,表中给出了数据

集来源,分别统计了该数据集的子图数、节点数、边数、特征数和标签类别数量,方便研究者选择适合模型

的数据集。
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表2 模型适用性与特点比较

Tab.2 Comparisonofmodelapplicabilityandcharacteristics

方法
支持

带权图

支持

有向图

支持属

性信息

算法

复杂度
算法特点

DeepWalk 0 0 0 O(|V|d) 将skip-gram应用到图中,为网络结构的嵌入提供了思路

Node2vec 1 0 0 O(|V|d) 加入超参数p 和q,有偏随机游走

Struc2vec 1 0 0 O(|V|3) 侧重节点的结构信息嵌入

LINE 1 1 0 O(|E|d) 计算节点间二阶相似度,可应用到大规模网络

GraRep 1 1 0 O(|V|3) 学习网络的全局特征,优化部分使用SVD

TADW 1 1 1 O(|V||E|) 融入节点文本特征但复杂度高

CANE 1 0 1 - 融入节点属性信息与attention机制

GCN 1 0 0 O(|E|d2)
只考虑一阶降低复杂度,通过堆叠多层获更大感受野,

表示能力强,但需要加载整个静态图

GraphSAGE 0 0 0 — 归纳式学习

GAT 0 1 1 O(|V|FF'+|E|F')归纳式学习,利用attention具有更强表示能力

  注:1表示支持;0表示不支持。

表3 常用数据集整理(修改自文献[18])
Tab.3 Summaryofcommonlyuseddatasets(modifiedfromreference[18])

Category Dataset Source #Graphs #Nodes #Edges #Features #Labels

Citation

Networks

Cora 文献[54] 1 2708 5429 1433 7

Citeseet 文献[54] 1 3327 4732 3703 6

Pubmed 文献[54] 1 19717 44338 500 3

DBLP
dblp.uni-trier.de[111]

(aminer.org/citation)
1 — — — —

Social

Networks

BlogCatalog 文献[55] 1 10312 333983 — 39

Reddit 文献[48] 1 232965 11606919 602 41

Epinions www.epinions.cpm 1 — — — —

Chemical/

Biological

Graphs

PPI 文献[56] 24 56944 818716 50 121

NCI-1 文献[57] 4110 — — 37 2

NCI-109 文献[57] 4127 — — 38 2

MUTAG 文献[58] 188 — — 7 2

D&D 文献[59] 1178 — — — 2

QM9 文献[60] 133885 — — — 13

tox21 tripod.nih.gov/tox21/challenge/ 12707 — — — 12

Unstructured

Graphs

MNIST yann.lecun.com/exdb/mnist/ 70000 10

Wikipe-dia www.mattmahoney.net/dc/textdata 1 4777 184812 40

开源实现的模型总结如表4所示,图深度学习开源库总结如表5所示。在表4与表5中整理出了一

些具有代表性模型的开源实现,以及强大的图深度学习库,可供研究者快速学习或复现验证模型效果。
其中在表5中列出的Euler,PGL,Plato图深度学习库支持分布式计算,使得更大规模的网络计算成为

可能。
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表4 开源实现的模型总结

Tab.4 Summaryofopen-sourceimplementations

模型    框架     链接      

DeepWalk Python https://github.com/phanein/deepwalk

Node2vec TensorFlow https://github.com/aditya-grover/node2vec

Graphsage TensorFlow https://github.com/williamleif/GraphSAGE

LINE C++ https://github.com/tangjianpku/LINE

TADW Matlab https://github.com/thunlp/tadw

CANE TensorFlow https://github.com/thunlp/cane

GCN TensorFlow https://github.com/tkipf/gcn

GAT TensorFlow https://github.com/PetarV-/GAT

LGCN TensorFlow https://github.com/divelab/lgcn/

SDNE Python https://github.com/suanrong/SDNE

表5 图深度学习开源库总结

Tab.5 Summaryofgraphdeeplearninglibrary

图深度学习库 模型包含但不限于 链接

DGL GCN,GAT,RGCN,LGNN,SSE,Tree-LSTM,DGMG,JTNN https://github.com/dmlc/dgl

StellarGraph
GraphSage,HinSage,GAT,Attri2vec,GCN,SGC,APPNP,Node2vec,

Metapath2Vec

https://github.com/stellargraph/stellar-

graph

OpenNE
DeepWalk,LINE,Node2vec,GraRep,TADW,GCN,HOPE,GF,

SDNE,LE.
https://github.com/thunlp/OpenNE

Euler
DeepWalk,LINE,Node2vec,GCN,GraphSage,Scalable-GCN,GAT,

LsHNE,LasGNN
https://github.com/alibaba/euler

PGL
GCN,GAT,GraphSAGE,unSup-GraphSage,LINE,DeepWalk,Meta-

Path2Vec,Node2vec,SGC,Struc2vec,GES,DGI,GATNE.
https://github.com/PaddlePaddle/PGL

Plato
Node2vec-Randomwalk,LPA,HANP,KCore,Pagerank,Metapath-Ran-

domwalk
https://github.com/tencent/plato

GraphVite
DeepWalk,LINE,Node2vec,TransE,RotatE,LargeVis,DisMult,

ComplEx

https://github.com/DeepGraphLearning/

graphvite

PyTorch

Geometric

SplineCNN,GCN,NNConv,ECConv,GAT,GraphSAGE,AGNN,

Node2vec

https://github.com/rusty1s/pytorch_geo-

metric

3.2 实际应用

网络表示学习可以应用到许多实际任务中。可以宽泛地将应用分为4类,即节点分类、社区发现、链接

预测和网络可视化。

1)节点分类 节点分类是网络节点表示为向量后最常见的任务,一般属于半监督的学习任务,即初始数

据中数据标签只占一部分,学习已有标签的数据信息来标记其余数据的标签。常见的半监督学习任务有视

频文档网页的类别标记、蛋白质生物功能的学习标记或者社交网络中预测部分用户的标签信息。通常先抽

取节点的属性或结构特征来为节点生成嵌入信息,然后应用逻辑回归等分类器为对应节点预测标签。最近

的研究评估[15,22,25,44,48]表明这些模型对节点标签的预测或分类有很高的精度。其中GCN[44]为代表的图卷

积神经网络对节点的分类精度要高于传统方法,但它们都是对静态图进行嵌入分类。HAMILTON等[48]提

出归纳式学习模型 GraphSage,利用邻域信息学习聚合函数,以便对动态网络中的新增节点进行嵌入和

分类。
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2)社区发现 社区发现是在给定网络中,将物理对象或抽象对象的集合分组为类似对象组成的多个社

区。社区发现是无监督的聚类,即对大量未知标注的数据集按数据的内在相似性将数据划分成多个类别,使
得类别内数据相似度较大而类别间的数据相似度较小。与节点分类不同的是社区发现不需要任何标记信

息,可应用范围更广,节省数据标记成本。在实际应用中,社区发现可以为药物网络划分社区,帮助推测相似

药物,依据蛋白质网络中节点的联系将蛋白质自动分类。

3)链接预测 网络由实体间的交互信息构成,但在实体之间这种交互信息往往会缺失或者会在未来出

现,在生物网络分析中验证节点之间是否存在链接需要复杂的实验测试和高昂的代价,因此网络的链接预测

显得尤为重要。链接预测在推荐系统中应用广泛,例如 WANG等[61]和OU等[62]预测了来自公共协作和社

交网络上的节点链接。另外,链接预测在生物网络分析[22]中也非常普遍,利用链接预测方法给出一个可能

存在链接的序列是非常经济有效的。

4)网络可视化 网络表示学习为节点生成嵌入向量和网络降维可视化提供了新方法。每一个节点都被

表示为一个低维稠密的向量,可以方便地利用已有的降维可视化算法如t-SNE[63],LargeVis[64]等生成网络

的二维或三维图形,这对于发现网络社区和其他隐藏结构有很大帮助。例如,DeepWalk[15]的作者利用降维

可视化嵌入的空手道俱乐部网络来展现DeepWalk方法的优越之处。Line[25]的作者利用LargeVis[64]可视

化DBLP作者网络,表明LINE能够将合作作者聚集在同一个领域。

4 总结与展望

本文介绍了现有的网络表示学习方法,将其分为两类并细分为6个类别,分别是传统方法、基于网络结

构的嵌入、融入属性信息的嵌入,以及最近非常流行的基于谱域的图卷积、基于空间的图卷积和图attention
网络。本文还对比了模型的适用性与算法特点,给出网络表示学习中的经典数据集,整理了常用模型的开源

实现项目以及8个开源的图深度学习库。最后还介绍了网络表示学习的应用。网络表示学习发展迅速,不
断取得成果,但在以下方面仍面临挑战。

1)深层的图神经网络学习 不同于图像分类任务,实验表明,随着网络层数增加,相邻节点的嵌入表示

将会逐渐靠近直至收敛到一个点,图神经网络模型性能会急剧下降[44]。

2)动态和异构网络的表示 真实世界中存在大量的异构网络并且随时间动态变化,大多方法模型将网

络简化为同构的静止不变的网络去处理。现有的解决动态异构网络表示的模型仍有很大的提升空间。

3)网络模型的泛化能力 实际场景中的网络往往复杂且差异较大,现有的网络模型设计都是针对某一

种简化的网络,设计一个能泛化到大量网络的模型是一个值得深入研究的问题。
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