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基于分层多智能体的轨道车辆装配协同
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摘 要:针对轨道车辆装配过程中装配线任务分配复杂、车体需频繁跨工位转运且依赖拖车搬运的

调度问题,提出了一种端到端的多智能体分层深度强化学习调度优化方法。首先,将装配任务在多

条装配线之间的分配过程建模为序列决策问题,上层智能体引入Transformer对装配任务与装配

线特征进行上下文编码,并结合Pointer
 

Network生成装配线分配策略;其次,下层智能体协同完

成工步选择、工位分配及拖车调度决策,采用图注意力网络刻画异构资源节点间的关联关系;最后,
通过多组对比实验验证所提方法的有效性。结果表明,该方法在不同规模算例上均能够实现最优

调度,下层智能体策略协同实现 最 大 完 工 时 间 平 均 GAP为11.36%,优 于 图 同 构 网 络 方 法 的

15.00%,在保证高质量调度的前提下,其计算效率显著优于延迟接受爬山算法。提出的分层协同

调度计算框架实现了装配任务分配与多资源调度的统一建模与协同优化,为轨道车辆装配调度提

供了一种高效、可扩展的智能优化思路。
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Abstract:To
 

deal
 

with
 

the
 

scheduling
 

problem
 

in
 

rail
 

vehicle
 

assembly,
 

where
 

assembly
 

line
 

task
 

allocation
 

is
 

complex
 

and
 

car
 

body
 

components
 

require
 

frequent
 

cross-station
 

transfers
 

relying
 

on
 

trolleys,
 

this
 

study
 

proposed
 

an
 

end-to-end
 

hierarchical
 

multi-agent
 

deep
 

reinforcement
 

learning
 

framework
 

for
 

scheduling
 

optimization.
 

Firstly,
 

the
 

allocation
 

of
 

assembly
 

tasks
 

across
 

multiple
 

assembly
 

lines
 

was
 

modeled
 

as
 

a
 

sequential
 

decision
 

problem.
 

The
 

high-level
 

agent
 

encoded
 

the
 

assembly
 

task
 

and
 

line
 

features
 

using
 

a
 

Transformer
 

and
 

generated
 

line
 

assignment
 

strategies
 

with
 

a
 

Pointer
 

Network.
 

Secondly,
 

the
 

lower-level
 

agents
 

coordinated
 

the
 

selection
 

of
 

operations,
 

station
 

assignments,
 

and
 

dolly
 

scheduling,
 

and
 

used
 

Graph
 

Attention
 

Networks
 

to
 

extract
 

relational
 

features
 

from
 

heterogeneous
 

nodes.
 

Finally,
 

multiple
 

comparison
 

experiments
 

were
 

conducted
 

to
 

validate
 

the
 

effectiveness
 

of
 

the
 

proposed
 

method.
 

The
 

results
 

show
 

that
 

the
 

method
 

achieves
 

optimal
 

scheduling
 

across
 

different
 

instance
 

scales.
 

The
 

coordination
 

of
 

low-level
 

agent
 

strategies
 

achieves
 

an
 

average
 

maximum
 

makespan
 

gap
 

of
 

11.36%,
 

which
 

outperforms
 

the
 

15.00%
 

achieved
 

by
 

the
 

graph
 

isomorphism
 

network
 

method,
 

and
 

the
 

method
 

provides
 

high-quality
 

scheduling
 

with
 

computation
 

efficiency
 

significantly
 

higher
 

than
 

the
 

Late
 

Acceptance
 

Hill
 

Climbing
 

algorithm.
 

The
 

proposed
 

hierarchical
 

collaborative
 

scheduling
 

framework
 

achieves
 

unified
 

modeling
 

and
 

coordinated
 

optimization
 

of
 

assembly
 

task
 

assignment
 

and
 

multi-resource
 

scheduling,
 

providing
 

an
 

efficient
 

and
 

adaptable
 

intelligent
 

optimization
 

approach
 

for
 

rail
 

vehicle
 

assembly
 

sched-
uling.
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  轨道车辆装配系统的生产组织形式与离散制造系统高度契合[1],其生产流程具有工艺链条长、装配工位

数量多以及推进调度复杂等特点。为便于后文表述,本文将轨道车辆的整车装配对象定义为“车体”,将车体

在装配过程中所需完成的每一道装配操作称为“工步”。在实际生产过程中,车体需沿装配线依次完成各工

步并通过自动化拖车推进,实现装配作业与转运作业的交替进行。在高度智能化与自动化的制造环境

下[2-3],轨道车辆装配系统对调度提出了更高要求,需在保障装配连续性的同时优化推进设备调度效率与资

源协同能力。
柔性作业车间调度问题(flexible

 

job
 

shop
 

scheduling
 

problem,
 

FJSP)被广泛应用于多品种、小批量的

复杂生产场景[4-5],但传统FJSP难以刻画轨道车辆装配系统中多条异构装配线的并行调度以及工步执行与

自动化推进过程的耦合关系。因此,亟需建立融合拖车调度与工步执行顺序优化的多装配线异构生产调度

模型(multi-line
 

heterogeneous
 

production
 

scheduling
 

with
 

integrated
 

transfer
 

coordination,
 

MLHPS-
ITC)。该问题在求解层面具有极高的组合复杂性,传统的启发式算法或数值优化方法难以兼顾求解效率与

调度质量[6]。近年来,随着深度强化学习(deep
 

reinforcement
 

learning,
 

DRL)方法的广泛应用,其强大的策

略泛化能力和端到端建模优势已在车辆路径调度[7]、自然语言处理[8]、通信网络[9]、自动驾驶技术[10-11]、机器

人控制[12-13]等多个领域中展现出显著成效。
在生产调度领域,图结构建模与DRL的融合已成为重要发展方向。CHEN等[14]首先面向经典作业车

间调度问题提出了融合注意力机制与析取图嵌入的序列策略模型,通过析取图编码工序之间的先后约束,突
破传统方法在工序关系建模方面的局限。SONG

 

等[15]进一步提出FJSP异构调度图模型,通过多边连接关

系刻画工件工序与设备之间的关联,增强模型对柔性作业特征的表达能力。在此基础上,为应对DRL调度

过程中因工件-设备组合带来的高维动作空间,LEI等[16]提出将工件和设备分别建模为2个协同智能体的多

智能体强化学习框架,通过智能体间的策略协作实现统一优化。DRL方法框架的适用范围也逐步由标准化

生产环境扩展到更多制造场景———从动态订单下发的随机车间[17-18],到多工厂协同、跨设备类型的异构生

产系统[19],再到涉及自动化物流[20-21]、能源约束及多目标权衡的综合[22]制造环境,呈现出跨层级、跨资源的

拓展趋势。然而,现有研究多聚焦于独立的异构产线或物流调度,尚缺乏对多装配线异构特性与拖车转运过

程的协同优化方法。
为解决上述问题,本文提出了一种分层多智能体强化学习(hierarchical

 

multi-agent
 

deep
 

reinforcement
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learning,
 

HMADRL)计算框架,该框架通过层级化决策机制实现复杂调度任务的分解。上层智能体利用

Transformer
 

捕捉车体装配任务序列中的长程依赖关系,并结合Pointer
 

Network[23]实现对可调度任务的动

作选择;下层智能体利用GAT刻画工步与工位装配约束及拖车转运对工步衔接的影响;此外,通过稀疏奖

励传递实现上下层智能体的策略协同,从而提升整体制造流程的调度性能与系统响应效率。

1 问题描述与模型建立

1.1 问题描述

假设给定n 个车体集合J 和q条装配线集合U,其中第p 条装配线下属的工位集合表示为Mp,拖车集

合表示为Vp,每个车体Ji 包含一系列有序的装配工步Oi1,Oi2,…,Oini
,其中ni 代表车体Ji 的工步数量。

每个车体Ji 只能选择1条装配线进行装配,车体每道工步Oij(j=1,2,…,ni)可以在兼容工位集 Mp
ij⊆Mp

中的任意一个工位上进行操作。各车体必须严格按照其预定工步顺序完成装配,且每个工位在任意时刻只

能装配1个工步任务,若相邻工步Oij 与Oi(j+1)所分配的工位不同,则车体需选择1台拖车Vp
v 进行转运,每

台拖车在任意时刻仅能执行1项转运任务,同时满足以下约束:

1)每个工步仅装配1次,车体的实际装配时间由准备装配时间与装配时间共同组成;

2)所有工位与拖车在零时刻均可用,装配与转运过程均不可中断,不考虑拖车的故障、维护等异常情况;

3)所有工位与拖车是连续可用的,不考虑拖车路线冲突情况。

1.2 MLHPS-ITC混合整数优化模型构建

调度目标是在满足所有约束条件下最小化最大完工时间Cmax,各参数符号定义详见表1,混合整数优化

模型如下。
表1 符号与定义

Tab.1 Symbols
 

and
 

parameters
符号 定 义   符号 定 义   
Cmax 最大完工时间 c 装配线p 拖车索引c∈{1,2,…,up}

U 装配线集合U={1,2,…,q} pijk 工步Oij 在工位k上的装配时间

J 车体集合J={1,2,…,n} tkk' 拖车从工位k到工位k'的运输时间

Mp 装配线p 的工位集合Mp={1,2,…,mp} sij 工步Oij 的开始装配时间

Vp 装配线p 的拖车集合Vp={1,2,…,up} Tij 工步Oij 完工后到下一工位的运输时间

Oi
车体Ji 的工步集合Oi={Oi1,Oi2,…,Oini

} dij 工步Oij 完工后到下一工位的运输开始时间

Mp
ij 工步Oij 在装配线p 可用的工位集合 wiji'j' 若工步Oij 先于工步Oi'j'装配,变量值为1,否则为0

mp 装配线p 的工位数量 αiji'j' 若工步Oij 先于工步Oi'j'运输,变量值为1,否则为0
up 装配线p 的拖车数量 zijk 若工步Oij 及下一相邻工步在同一工位k装配,变量值为1,否则为0
ni 车体Ji 的工步数量 zip 若车体Ji 在装配线p 装配,变量值为1,否则为0

p 装配线索引p∈{1,2,…,q} xijk 若工步Oij 在工位k上装配,变量值为1,否则为0
i 车体索引i∈{1,2,…,n} yijv 若工步Oij 由拖车v运输,变量值为1,否则为0

j 车体Ji 的工步索引j∈{1,2,…,ni} Δ 足够大的正数

k 装配线p 工位索引k∈{1,2,…,mp}

目标函数:

min
 

Cmax
 , (1)

s.t.

∑
p∈U

zip =1, ∀i∈J
 

, (2)

∑
k∈Mp

ij

xijk =1, ∀i∈J,j∈Ji,p∈U
 

, (3)

xijk ≤zip, ∀i∈J,j∈Ji,k∈Mp
ij,p∈U

 

, (4)

∑
v∈Vp

yijv + ∑
k∈Mp

ij∩Mp
i(j+1)

zijk =1, ∀i∈J,j∈Ji,p∈U
 

, (5)

dij ≥sij +∑
k∈Mp

ij

pijkxijk, ∀i∈J,j∈Ji,p∈U
 

, (6)

Tij =∑
k∈Mp

ij

∑
k'∈Mp

i(j+1)

xijkxi(j+1)k'tkk', ∀i∈J,j∈Ji,p∈U
 

, (7)

741



河 北 科 技 大 学 学 报 2026年

si(j+1)≥sij +∑
k∈Mij

pijkxijk, ∀i∈J,j∈Ji,p∈U
 

, (8)

si(j+1)≥dij +(1- ∑
k∈Mp

ij∩Mp
i(j+1)

zijk)Tij, ∀i∈J,j∈Ji,p∈U
 

, (9)

sij +pijkxijk ≤si'j' +Δ(1-wiji'j'), ∀(i,j)≠ (i',j'),k∈Mp
ij ∩Mp

i'j',p∈U
 

, (10)

si'j' +pi'j'kxi'j'k ≤sij +Δwiji'j', ∀(i,j)≠ (i',j'),k∈Mp
ij ∩Mp

i'j',p∈U
 

, (11)

dij +Tij ≤di'j' +Δ(3-αiji'j' -yijv -yi'j'v), ∀(i,j)≠ (i',j'),c∈Vp,p∈U
 

, (12)

di'j' +Ti'j' ≤dij +Δ(2+aiji'j' -yijv -yi'j'v), ∀(i,j)≠ (i',j'),c∈Vp,p∈U
 

, (13)

Cmax≥sini + ∑
k∈Mp

ini

pinikxinik
, ∀i∈J,p∈U

 

, (14)

zip,xijk,yijv,zijk,wiji'j',αiji'j' ∈ {0,1}, ∀i,i'∈J,

j∈Ji,j'∈Ji',(i,j)≠ (i',j'),k∈Mp
ij,c∈Vp,p∈U。 (15)

  式(1)目标函数旨在最小化最大完工时间(makespan)。式(2)确保每个车体必须分配且仅分配至1条

装配线进行装配。式(3)限定每个工步只能由1个工位完成。式(4)限制同一车体在装配过程中不得跨装配

线作业。式(5)要求每项转运任务必须由车体所属装配线内的某台拖车执行,且相邻工步不能由相同工位装

配。式(6)限制转运任务的开始时间不得早于对应工步的完工时间。式(7)定义车体当前工步完成后至下一

个工位之间的运输时间。式(8)与式(9)约束后续工步的开始时间不得早于前一工步完工且转运完成时间。
式(10)与式(11)确保同一装配线中任意2项分配至同一个工位的工步在时间上不重叠。式(12)与式(13)确
保同一装配线中任意2项由同一台拖车执行的转运任务在时间上互不冲突。式(14)定义所有车体的最大完

工时间。式(15)规定了所有决策变量的可行取值范围。

1.3 异构调度图模型

析取图是一种结构化的建模方法,可用于有效表征生产调度问题工序依赖关系[24],通过对传统析取图

进行扩展,已有的FJSP异构调度图的形式化模型[15] =( , , , ,εm)能有效刻画多生产要素之间的依赖

关系,在此基础上进一步扩展,单条装配线的异构调度图可表示为􀭺G=( , , , ,εm,εv),如图1所示。该

模型中的符号定义如下:工步节点集  ={Oij|∀i,j}∪{vs,ve}包含所有实际工步节点以及装配时间为零

的虚拟起始节点vs 和虚拟终止节点ve;工位节点集  ={Mk|1≤k≤m}表示所有可用工位;拖车节点集

 ={Vc|1≤c≤u}表示所有可用拖车;连接弧集  ={(Oij,Oi(j+1))|1≤i≤n,1≤j≤ni}由表征工步间执行

顺序的有向弧组成;工步-工位析取弧集εm={(Oij,Mk)|Mk∈ ij,∀i,j}由描述工步与可装配工位间候

选匹配关系的无向弧构成;拖车-工位析取弧集εv={(Vc,Mk)|∀c,k}则由描述拖车与工位间的候选匹配关

系的无向弧构成。

图1 单条装配线异构调度图

Fig.1 Heterogeneous
 

scheduling
 

graph
 

for
 

a
 

single
 

assembly
 

line

图1
 

a)展示了规模为3×3×2算例的装配线异构调度图初始状态,图中工步节点与工位节点之间通过

多条工步-工位无向弧相连接,拖车节点与工位节点之间也存在多条工位-拖车无向弧。在调度过程中,异构

调度图随决策时间步演化。图1
 

b)展示了经过若干决策时间步演化后的完整调度方案,当工步Oij 选择在
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工位Mk 上进行装配,相应的工步节点与工位节点之间的无向弧εijk 被保留,其余候选无向弧被删除,保留

弧的生成顺序决定了工位上工步的装配顺序。当选择拖车Vu 执行转运时,拖车节点与工步节点之间将新

增无向弧,表示拖车在当前步骤承担的实际搬运关系。当工步选择与工位分配确定后,新增的拖车-工步弧

将触发拖车节点转运时间的更新,同时无向弧按生成顺序记录拖车对车体的实际转运顺序。

2 基于DRL的分层协同调度方法

所提HMADRL方法由上层智能体与下层智能体共同构成,上层智能体负责全局性的生产调度决策,
而下层智能体针对具体工步执行层面的资源配置进行优化,工作流程如图2所示。在后续描述中,符号x*

和x∇分别表示上层智能体与下层智能体中对应的变量。

图2 MLHPS-ITC端到端分层强化学习框架

Fig.2 An
 

end-to-end
 

hierarchical
 

reinforcement
 

learning
 

framework
 

for
 

MLHPS-ITC

2.1 上层智能体

假设有一批无优先级的车体装配任务,在每个时间步t,上层智能体根据当前环境状态从待分配车体中

选择一个车体,并为其分配装配线,在执行动作后更新环境状态,并获得相应的奖励,重复这一过程,直到完

成所有车体的装配线分配。该过程可建模为如下的马尔可夫决策过程(Markov
 

decision
 

process,
 

MDP)。

2.1.1 上层智能体 MDP定义

状态:在每一个时间步t∈ {1,2,…,n},状态s*
t =(s*,j

t ,s*,u
t )由所有已分配或未分配的车体状态s*,j

t

以及所有装配线状态s*,u
t 联合表示,每个车体状态包含3个特征[APTt(Ji),It(Ji),Lt(Ji)],i∈{1,2,…,

n},其中,APTt(Ji)表示车体Ji 完工时间,若车体Ji 已被调度,则APTt(Ji)为调度装配线上实际完工时

间,若车体Ji 未被调度,则由装配线平均完工时间代替APTt(Ji)=∑
j∈Ji

(∑
|U|

p=1

(∑
Mp

k∈Mp
ij

pijk/|Mp
k|)/|U|),

It(Ji)为二进制变量,若在时间步t车体Ji 已被分配则为1,否则为0,Lt(Ji)表示车体被分配的装配线编

号,初始状态为0。每条装配线状态包含3个特征[Nt(Up),OTVt(Up),OTUt(Up)],p ∈ {1,2,…,q},其
中,Nt(Up)表示装配线已被分配的车体数量,OTVt(Up)表示装配线p 各工位最大完工时间的方差,计算
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公式为OTVt(Up)=∑
k∈Mp

(Cmax
k -􀭺Cmax)2/|Mp|;OTUt(Up)表示装配线p各工位总的时间利用率,计算公

式为 OTUt(Up)=∑
k∈Mp

Twork
k /∑

k∈Mp
Ttotal

k 。

动作:上层智能体动作a*
t 由车体-装配线动作对组成,在每个时间步t,上层智能体从待分配车体集合

Jc(t)与可选装配线集合Uc(t)中联合选择一个待分配车体Ji 与一条装配线Up,其动作空间定义为

A*
c (t)={(Ji,Up)|Ji∈Jc(t),Up∈Uc(t)}。

状态转移:根据环境状态s*
t 和所选择的动作a*

t ,环境相关节点特征进行动态调整更新,环境转移至下

一个状态s*
t+1,同时,环境中的候选车体集合Jc(t+1)、候选装配线集合Uc(t+1)以及动作空间集合

A*
c (t+1)随之更新。

奖励:上层智能体的奖励由即时奖励r*
t 和稀疏奖励RT

 2部分构成。即时奖励衡量当前动作对调度进

度的直接影响,引导车体均衡分配到各条装配线,定义为连续2个状态下被调度车体的完工时间的差值;稀
疏奖励为上层智能体完成所有车体的装配线分配后,系统根据各装配线中已训练完成的下层智能体所生成

的调度结果,提取各装配线最大完工时间。即时奖励与稀疏奖励定义如下:
r*

t =APTt(Ji)-APTt+1(Ji)
 

,

RT =-max
p∈U

 
Cmax

p
 。

  引入奖励折扣因子γ,总奖励定义为

R*
total=∑

T

t=1
γt-1r*

t +RT
 。

2.1.2 上层智能体策略参数化

上层智能体采用Transformer与Pointer
 

Network分别作为编码器与解码器,车体状态与装配线状态

通过结构相同但参数独立的 Transformer网络进行特征提取编码,采用Pointer注意力解码机制生成调

度策略。
1)上层智能体节点编码

Transformer具备长距离依赖建模能力和并行计算特性,能够高效捕捉序列中元素之间的复杂关系[25]。
考虑车体分配的顺序依赖关系并非固定已知,由调度策略动态决定,将Transformer模型的绝对位置编码替

换为车体调度步位置编码,依据解码器输出的车体调度顺序为已调度车体嵌入调度步位置信息,使模型能够

捕捉车体在调度序列中的时序依赖关系,增强调度策略的上下文建模能力。车体、装配线节点编码过程表述

如下。
设每个车体和装配线的原始特征经过多层 MLP编码输出节点特征编码为hJi∈ℝ

d、hUp
∈ℝd,同时为

已调度的车体节点特征编码中进行调度步嵌入:

h
~
Ji =hJi +pt

 ,
其中pt=PE(t)∈ℝd 为调度步嵌入编码,随调度步长t增加而变化,未被调度的车体保留原始特征编码,
随后将所有车体与装配线节点的特征编码再经过多层Transformer编码建立上下文节点联系:

X(l)
J =Transformer(l)Jθ

(X(l-1)
J ), l=1,2,…,L,

X(l)
U =Transformer(l)Uθ

(X(l-1)
U ), l=1,2,…,L,

其中Transformer(l)J 和Transformer(l)U 分别为车体与装配线的第l层Transformer编码器,结构均由多头注

意力、前馈网络、残差连接与层归一化组成。最终节点特征输出为

HJ =X(L)
J ,

HU =X(L)
U 。 

  2)策略解码

Pointer
 

Network被广泛应用于解决动态输出空间下的组合优化问题,具有良好的可扩展性和泛化能

力[26]。在车体分配阶段,首先构建车体与装配线组合的候选动作对集合,并将其嵌入为车体-装配线联合特

征hpair
z ∈ℝd。Pointer

 

Network以编码器输出的上下文向量为初始输入,通过指针式评分函数计算每个候

选动作对与当前系统状态dt∈ℝd 的匹配分数ct
z,当前系统状态由前一时刻的系统状态与所选择的动作共

同决定。计算公式如下:
hpair

z =MLP(LayerNorm(hJx‖hUy
))

 

,
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d1=MLP(LayerNorm(􀭵hJ‖􀭵hU))
 

,
dt=LayerNorm(W1dt-1+W2yt-1+b)

 

,

ct
z =dT

t(W3hpair
z )

 

,

式中:‖是连接运算符号;T为转置符号;􀭵hJ,􀭵hU 分别为车体和装配线的池化向量;yt-1=hpair
z 为(t-1)步选

择的车体-装配线动作对特征;W1,W2,W3∈ℝd×d 为可学习参数。所选操作会被掩码处理(将评分值ct
z 设

为-∞),随后通过softmax函数分别计算评分分布,并基于该分布采用采样策略或贪婪解码策略选取动作,
其动作选择不依赖固定维度的输出层,而是基于“指针机制”对候选集合进行动态索引。
2.2 下层智能体

上层智能体完成车体分配决策后,每条装配线的下层智能体在每个时间步t观测环境状态s∇
t 并执行动

作a∇
t ,随后环境反馈奖励r∇

t 并转移到下一个状态s∇
t+1,直到装配线所有车体工步被装配完成,将该过程建

模为如下的 MDP。
2.2.1 下层智能体 MDP定义

状态:在每个时间步t,状态s∇
t 采用异构调度图􀭺Gt=( , , , ∪εo

m∪εo
v,εm,εv)进行表征,其中εo

m⊆
εm,εo

v⊆εv 表示对应图中已确定的调度动作。车体工步节点包含2个状态特征[LBt(Oij),It(Oij)],i∈{1,
2,…,n},j∈{1,2,…,ni}。其中:LBt(Oij)表示工步Oij 在时间步t的完成时间下界,若工步Oij 已调度,
则LBt(Oij)等于实际完成时间,若未被调度,则为估计下界LBt(Oij)=LBt(Oi,j-1)+min

 

pijk(k∈Mij);
It(Oij)为二进制变量,当Oij 已调度时取值为1。工位节点包含2个状态特征[Tt(k),Nt(k)](k∈Mij),
其中Tt(k)表示工位k在时间步t之前的完工时间,Nt(k)表示在时间步t工位k已完成的工步数目。拖车

节点包含2个状态特征[Tt(c),AVTt(c)](c∈{1,2,…,u}),其中Tt(c)表示拖车c在时间步t之前的转运

完成时间,AVTt(c)为拖车c的转运时间,初始值为所有工位之间平均转运时间,当工步已选择工位k 装

配,同时需要拖车c进行转运,则拖车c的转运时间等于从工位k 到其他工位的平均转运时间,直到相邻工

步选择在工位k'装配,拖车c的转运时间等于工位k到工位k'的转运时间。
动作:动作a∇

t 由3个独立下层智能体动作组成a∇
t =(ao

t,am
t,av

t),表示在时间步t按顺序选择一个未

被调度的车体工步,再选择一台适配的工位进行装配,最后选择一台拖车进行转运,动作空间定义为

A∇
c (t)={(a∇

o ,a∇
m,a∇

v )|a∇
o ∈Ao

c(t),a∇
m∈Am

c(t),a∇
v ∈Av

c(t)},其中Ao
c(t)表示车体工步动作空间集

合,Am
c(t)表示工位动作空间集合,Av

c(t)表示拖车动作空间集合。
状态转移:根据当前环境状态s∇

t 和所选动作a∇
t ,相关节点特征进行动态调整,系统将转移至下一状态

s∇
t+1。此时环境中的Ao

c(t)、Am
c(t)、Av

c(t)动作集合将同步更新,最终生成新的动作空间A∇
c (t+1)。

奖励:为实现所有智能体同步学习一种调度策略使得最大完工时间最小化,通过统一的奖励信号同步引

导所有下层智能体的策略优化,确保各智能体的局部决策与系统全局目标保持协同一致。即时奖励由2个

连续的时间步t和(t+1)的最大工步完成时间 maxij{LBt(Oij)}和 maxij{LBt+1(Oij)}的差值得出,假设奖

励折扣因子为λ,即时奖励和总奖励定义为

r∇
t+1=maxij{LBt(Oij)}-maxij{LBt+1(Oij)},

R∇
total=∑

T-1

t=0
λtr∇

t+1。

2.2.2 下层智能体策略参数化

为应对具有多动作空间的装配调度问题,本文构建了3个相互独立的策略网络,分别用于建模工步选

择、工位分配及拖车调度的动作策略。每个策略网络均采用编码器-解码器结构,各策略网络结构如下。
1)下层智能体节点编码

图注意力网络能够有效捕捉异构图中不同类型节点对目标节点的潜在影响[27],通过注意力机制自适应

地学习各节点影响的重要性。在本文中每个车体工步节点通过有向连接弧集C 和无向连接弧集εm 与相邻

车体工步节点及工位节点建立关联,其中每一条工步-工位(O-M)无向连接弧包含该工步在对应工位上装配

的时间信息。相同地,拖车节点通过无向连接弧集εv 与相邻工位节点建立关联,拖车-工位(V-M)无向连接

弧不包含额外信息。各类节点在第l层的GAT编码过程表述如下。
设时间步t第l层中第i个车体的第j个工步节点特征为h(l,t)

ij ,第k个工位节点特征为h(l,t)
k ,工步节点

及其前后相邻工步节点集合为NO
ij。工步节点需兼顾相邻工步节点与对应工位节点的关联影响,为此分2

组完成注意力计算。
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首先,该过程围绕工步间的顺序依赖关系,通过自适应学习得到相邻工步节点对目标工步节点的贡献权

重,计算公式为

α(l,t)
ijj' =

exp(LeakyReLU(aT
1[W

(l)
Oh(l,t)

ij ‖W (l)
Oh(l,t)

ij' ]))

∑
p∈NO

ij

exp(LeakyReLU(aT
1[W

(l)
Oh(l,t)

ij ‖W (l)
Oh(l,t)

ip ]))
 

。

  其次,在特征交互过程中额外引入装配时间补充特征,使模型在注意力计算中能够利用时间维度信息学

习不同工位对当前工步的影响程度,输出差异化权重,明确各工位的贡献优先级,计算公式为

α(l,t)
ijk =

exp(LeakyReLU(aT
2[W

(l)
Oh(l,t)

ij ‖W (l)
Mh

(l,t)
k ‖φ(tijk)]))

∑
k'∈Mij

exp(LeakyReLU(aT
2[W

(l)
Oh(l,t)

ij ‖W (l)
Mh

(l,t)
k' ‖φ(tijk')]))

 

。

  最后,将2组注意力权重分别与对应的相邻工步特征、工位特征加权求和,经ReLU激活完成目标工步

节点的特征更新,最终工步节点的第(l+1)层的节点更新表示为

h(l+1,t)
ij =ReLU(∑

j'∈No
ij

α(l,t)
ijj'h(l,t)

ij' +∑
k∈Mij

α(l,t)
ijk h(l,t)

k )
 

。

  式中W (l)
O ∈ℝd×d、W (l)

M ∈ℝd×d(W (1)
O ∈ℝ2×d、W

(1)
M ∈ℝ2×d)分别为工步节点、工位节点第l层的可学习

参数,a1∈ℝ2d、a2∈ℝ3d 为可学习的注意力参数,φ(tijk)为装配时间信息嵌入。
同样,设工位节点保留的工步节点集合为 NO

k。工步节点在选择工位后,仅保留与被选工位的连接弧,
其余连接弧被删除;工位节点仍对NO

k 中所有剩余相连的工步节点执行注意力分数计算,确保图结构与调度

状态一致,并增强资源约束的表达能力。最终工位节点的第(l+1)层的节点更新表示为

α(l,t)
kij =

exp(LeakyReLU(aT
3[W

(l)
Oh(l,t)

ij ‖W (l)
Mh

(l,t)
k ‖φ(tijk)]))

∑(n,m)∈NO
k
exp(LeakyReLU(aT

3[W
(l)
Oh(l,t)

nm ‖W (l)
Mh

(l,t)
k ‖φ(tnmk)]))

 

,

h(l+1,t)
k =ReLU( ∑

(n,m)∈NO
k

α(l,t)
knmh

(l,t)
nm +h(l,t)

k )
 

,

式中a3∈ℝ3d 为可学习的注意力参数。相同地,设时间步t第l层中第c台拖车节点特征为h(l,t)
c (值得注意

的是,拖车的调度决策依赖于其是否需要前往相应装配工位执行转运任务,拖车节点仅通过与装配工位节点

之间的静态无向边建立关联,用于表征拖车在任务执行过程中可抵达的工位集合及其对应的任务指派关

系),因此,第c台拖车第(l+1)层的节点更新表示为

α(l,t)
ck =

exp(LeakyReLU(aT
4[W

(l)
V h(l,t)

c ‖W (L)
M h(L,t)

k ]))

∑q∈Mexp(LeakyReLU(a
T
4[W

(l)
V h(l,t)

c ‖W (L)
M h(L,t)

q ]))
 

,

h(l+1,t)
c =ReLU(∑

k∈M
α(l,t)

ck h(l,t)
k +h(l,t)

c )
 

,

式中W (l)
V ∈ℝd×d(W (1)

V ∈ℝ2×d)为拖车节点第l层的可学习参数,a4∈ℝ3d 为可学习的注意力参数。
2)下层智能体策略解码

基于状态s∇
t 分别选择工步动作ao

t、工位动作am
t 以及拖车动作av

t,采用3个独立的多层 MLP作为解

码器,解码器拥有相同的网络结构,但各自参数互不共享。在解码阶段,MLP层分别输出工步动作得分ct
o、

工位动作得分ct
m 以及拖车动作得分ct

v,计算公式如下:

ct
o =MLPθπo

(h(L,t)
o ‖􀭵ht

o‖􀭵ht
m‖􀭵ht

v)
 

,

ct
m =MLPθπm

(h(L,t)
m ‖􀭵ht

o‖􀭵ht
m‖􀭵ht

v)
 

,

ct
v =MLPθπv

(h(L,t)
v ‖􀭵ht

o‖􀭵ht
m‖􀭵ht

v)。

  已被选择的工步以及被选择工步的不可行装配工位被掩码处理,随后对动作得分通过softmax函数计

算概率分布,并基于概率分布采用采样策略或贪婪策略进行动作选择。其中,􀭵ht
o,􀭵ht

m,􀭵ht
v 分别为工步节点、

工位节点以及拖车节点经过L 层编码后的池化向量。计算公式如下:

􀭵ht
o = ∑

(i,j)∈O

h(L,t)
ij

| |
,

􀭵ht
m =∑

k∈M

h(L,t)
k

| |
,

􀭵ht
v =∑

c∈V

h(L,t)
c

| |
。
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2.3 策略训练

上层与下层智能体均采用近端策略优化算法(proximal
 

policy
 

optimization,
 

PPO)进行策略训练,其策

略框架由结构一致但参数独立的
 

actor
 

网络与
 

critic
 

网络构成。上层智能体优势函数 Â*与下层智能体优

势函数Â∇计算公式如下:

Â*
t =∑

T

t'=t
γt'r*

t' +Rt-v*
φ (s

*
t )

 

,

Â∇
t =∑

T

t'=t
γt'r∇

t' -v∇
φ (s

∇
t )

 

,

式中:当状态s*
t 为终止状态时,Rt 为各装配线最大完工时间,否则为0;γ 为折扣因子;vφ(st)为状态st 在

当前价值网络中的估计价值。在PPO框架中,每个智能体i的裁剪策略损失定义为

LCLIP
i (θi)=^̂EEt[min(δi

t(θi)̂At,clip(δi
t(θi),1-ε,1+ε)̂At)]

 

,

式中:δt(θ)=
πθ(at|st)
πθold

(at|st)
为更新策略与采样策略的概率比;ε为裁剪系数。除此以外,为训练价值函数网络

引入均方误差(mean
 

squared
 

error,
 

MSE)损失:

LMSE(φ)=^̂EEt[MSE(∑
T

t'=t
γt'-trl

t',vφ(st))]
 

。

  在下层智能体训练阶段,下层智能体的损失由各智能体的策略损失项与均方误差项共同构成。通过统

一梯度反向传播实现多智能体参数同步更新,从而确保各智能体策略沿一致方向收敛。训练完成后,下层智

能体策略参数固定,形成稳定的操作层调度策略。
在上层智能体训练阶段,每个决策步中,上层智能体首先完成车体的装配线分配决策,环境随后调用已

固定的下层智能体策略,基于上层分配结果自动生成完整的工步-工位执行方案及相应的拖车调度方案。下

层动作在环境中执行后,系统关键动态变量被实时更新,包括工步的实际装配耗时、各工位的占用状态及拖

车的调度状态等。环境根据更新后的系统状态计算即时奖励r*
t 与稀疏奖励Rt,并将奖励信号反馈至上层

策略网络,使上层智能体在固定下层策略约束下学习最优调度策略,由此形成在固定下层策略约束下的上下

层协同决策机制。

3 计算实验

为验证所提出的
 

HMADRL方法在
 

MLHPS-ITC
 

问题中的分层协同优化性能,对上下层智能体以及下

层智能体之间的协同调度能力分别进行测试。
在PPO算法的训练过程中,各项关键超参数的设置如下:剪切阈值为0.2,策略损失系数为2,价值函数

损失系数为1,熵项系数为0.01。以上参数设置与对比算法[16]保持一致。本文在
 

Adam
 

优化器的基础上开

展学习率、注意力头数、训练批次规模及折扣因子等超参数的系统性调优,并在算例上完成实验验证(如图3
所示),每轮训练的策略更新迭代次数设置为50,网络层权重参数均采用Xavier初始化,特征映射层中均引

入BatchNorm对中间特征进行标准化处理。所有训练与实验均在 Windows
 

11系统下使用
 

Python
 

3.9
 

编

程,基于PyTorch深度学习框架,并在Nvidia
 

RTX
 

3090
 

GPU上完成。
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图3 超参数敏感性分析

Fig.3 Hyperparameter
 

sensitivity
 

analysis

3.1 下层智能体性能评估

图4 不同策略组合调度结果对比

Fig.4 Comparison
 

of
 

scheduling
 

results
 

under
 

different
 

strategy
 

combination

实验随机生成7组规模为n×m×u 的数据

集,包括8×4×2、8×8×2、10×5×2、20×10×2、

30×20×5、50×20×10以及100×20×10,用于

下层智能体的训练、验证及测试。为评估下层智

能体之间的协同优化能力,将作业选择(JS)、工位

选择(MS)及拖车选择(VS)3个下层调度智能体,
分别采用先进先出(first-in,

 

first-out,
 

FIFO)、最
短处理时间(shortest

 

processing
 

time,
 

SPT)以及

最早到达时间(earliest
 

available
 

time,
 

EAT)等启

发式规则进行替代,并开展对比实验,实验结果如

图4所示。
实验结果表明,不同下层策略组合的表现存

在显著差异,其中三者协同的智能体策略在所有

算例中均取得最优结果,下层智能体通过策略协

同展现出显著的调度协同性。
为全面评估下层智能体调度性能,本研究将基于同一规模随机数据集训练完成的下层智能体策略应用

于HOMAYOUNI等[28]提出的延迟接受爬山算法(late
 

acceptance
 

hill
 

climbing,
 

LAHC)及LEI等[16]的图

同构网络方法(graph
 

isomorphism
 

network,
 

GIN)进行了对比实验。该算例在工序序列结构、柔性加工路

径设置、工序-机器能力划分、加工时间区间以及工序间运输约束等方面与轨道车辆车体装配场景的实际流

程保持高度一致,能够真实反映多工位并行加工、跨工位运输及资源竞争的车体装配特征。实验结果如表2
所示。

表2 下层智能体协同调度对比实验结果

Tab.2 Comparison
 

results
 

of
 

cooperative
 

scheduling
 

by
 

lower-level
 

agents

算例  
规模

(n×m×u)
LAHC(H=1

 

000) DRL(GIN) Ours
Cmax GAP/% CPU/s Cmax GAP/% CPU/s Cmax GAP/% CPU/s

MKT01 10×6×2 187 0.00 209.8 215 14.97 5.12 206 10.16 4.72
MKT02 10×6×2 148 0.00 241.5 167 12.84 4.95 161 8.78 4.73
MKT03 15×8×2 371 0.00 2

 

678.9 432 16.44 5.67 394 6.20 5.43
MKT04 15×8×2 225 0.00 371.8 258 14.67 6.41 253 12.44 5.51
MKT05 15×4×2 312 0.00 483.7 344 10.26 5.45 337 8.01 5.15
MKT06 10×15×2 389 0.00 3

 

544.0 455 16.97 6.22 413 6.17 5.83
MKT07 20×5×2 291 0.00 582.7 332 14.09 5.85 325 11.68 5.31
MKT08 20×10×2 846 0.00 6

 

809.2 980 15.84 7.19 912 7.80 6.99
MKT09 20×10×2 794 0.00 8

 

969.9 907 14.23 7.03 894 12.59 7.06
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续表

算例  
规模

(n×m×u)
LAHC(H=1

 

000) DRL(GIN) Ours
Cmax GAP/% CPU/s Cmax GAP/% CPU/s Cmax GAP/% CPU/s

MKT10 20×15×2 712 0.00 10
 

768.3 843 18.40 7.58 823 15.59 7.57
setb4xt 15×11×2 994 0.00 1

 

478.7 1
 

134 14.08 6.09 1
 

137 14.39 5.45
setb4xxt 15×12×2 1

 

018 0.00 1
 

307.4 1
 

183 16.21 6.34 1
 

205 18.37 6.12
setb4xxxt 15×13×2 993 0.00 1

 

529.7 1
 

138 14.60 6.52 1
 

124 13.19 6.40
setb4xyt 15×12×2 969 0.00 1

 

555.6 1
 

121 15.69 6.89 1
 

076 11.04 6.78
setb4xyzt 15×13×2 979 0.00 2

 

000.9 1
 

075 9.81 6.21 1
 

039 6.13 6.33
seti5xt 15×16×2 1

 

365 0.00 7
 

563.6 1
 

604 17.51 7.12 1
 

524 11.65 7.06
seti5xxt 15×17×2 1

 

409 0.00 7
 

580.5 1
 

603 13.77 7.35 1
 

519 7.81 7.25
seti5xxxt 15×18×2 1

 

390 0.00 7
 

349.7 1
 

617 16.33 7.01 1
 

604 15.40 7.03
seti5xyt 15×17×2 1

 

379 0.00 8
 

969.4 1
 

589 15.23 7.16 1
 

581 14.65 7.14
seti5xyzt 15×18×2 1

 

347 0.00 8
 

905.7 1
 

591 18.11 7.84 1
 

552 15.22 7.91

由表可知,所提方法在最大完工时间的GAP指标上取得了更优的平均表现,其平均差异为11.36%,优
于基于GIN方法的平均差异15.00%。该结果表明所提方法在异构调度图中具备更强的优先级区分能力,
能够更有效地捕捉工步、工位与拖车之间的复杂依赖关系。尽管所提方法在调度质量上略低于

 

LAHC
 

启发

式算法,但其在计算效率上展现出显著优势———所提方法可以在10
 

s内生成高质量的调度方案,并且随着

算例规模的扩大,其计算时间未出现明显增长。相比之下,LAHC启发式算法在不同规模的算例中计算时

间介于3~180
 

min,且随问题规模增长呈现显著上升趋势。因此,所提方法在求解精度与计算效率之间实

现了良好的平衡。

3.2 HMADRL性能评估

上层智能体的训练数据集与规模相同的下层智能体训练数据集保持一致,以确保上层与下层智能体在

相同规模、相同结构及相同分布的训练样本上进行学习,实现分层策略的有效协同并保证性能可比性。
为验证所提上层智能体的全局优化能力,将其输出策略与最小装配线负载(fewest

 

flow-line
 

workload,
 

FFW)及最短装配时间(shortest
 

processing
 

time,SPT)调度规则进行对比实验。测试算例在前文算例基础

上进行扩展构建:每个实例在保留原有车体数量的前提下,通过增加若干条装配线进行扩展。根据新增装配

线在工位数量、拖车配置及对车体工步工位划分与原始装配线的一致性,将测试数据集分为2类:1)同构装

配线数据集,新增装配线在工位数量、拖车配置与原始装配线保持一致,但各装配线对工步工位划分不一致,
对应工位的装配时间存在差异;2)异构装配线数据集,新增装配线在工位数量、拖车配置及各装配线工步工

位划分上与原始装配线均存在差异。
对比实验结果见表3。由表可知,在所有的同构装配线测试算例中,所提方法在解质量方面显著优于FFW

表3 同构装配线HMADRL调度对比实验结果

Tab.3 Comparison
 

results
 

of
 

HMADRL
 

scheduling
 

on
 

homogeneous
 

assembly
 

lines

算例  
规模
(n×q)

FFW+Lower-agent SPT+Lower-agent Ours
Cmax GAP/% CPU/s Cmax GAP/% CPU/s Cmax GAP/% CPU/s

DMKT01 10×2 115 25.00 4.90 106 15.22 4.90 92 0.00 4.95
DMKT02 10×2 98 20.99 5.11 101 24.69 5.08 81 0.00 5.13
DMKT03 15×2 224 13.71 6.02 247 25.38 6.10 197 0.00 6.04
DMKT04 15×2 264 17.33 5.97 284 26.22 5.96 225 0.00 6.01
DMKT05 15×2 161 10.27 5.74 175 19.86 5.72 146 0.00 5.83
DMKT06 10×2 195 18.90 6.13 206 25.61 6.09 164 0.00 6.15
DMKT07 20×2 158 17.91 5.89 175 30.60 5.93 134 0.00 5.97
DMKT08 20×2 442 7.28 7.70 492 19.42 7.62 412 0.00 7.78
DMKT09 20×2 423 14.95 8.14 467 26.90 8.07 368 0.00 8.27
DMKT10 20×2 419 11.44 8.31 437 16.22 8.22 376 0.00 8.46
Dsetb4xt 15×3 387 15.52 6.42 379 13.13 6.17 335 0.00 6.33
Dsetb4xxt 15×3 348 18.37 6.28 368 25.17 6.23 294 0.00 6.41
Dsetb4xxxt 15×3 348 9.09 6.39 374 17.24 6.21 319 0.00 6.43
Dsetb4xyt 15×3 308 6.57 6.44 348 20.42 6.25 289 0.00 6.51
Dsetb4xyzt 15×3 326 8.31 6.50 339 12.62 6.34 301 0.00 6.59
Dseti5xt 15×3 498 15.01 7.35 516 19.17 7.06 433 0.00 7.45
Dseti5xxt 15×3 468 9.35 7.61 501 17.06 7.20 428 0.00 7.66
Dseti5xxxt 15×3 484 14.42 7.87 507 19.86 7.66 423 0.00 7.87
Dseti5xyt 15×3 496 9.73 7.79 533 17.92 7.43 452 0.00 8.02
Dseti5xyzt 15×3 514 17.89 8.13 531 21.79 8.06 436 0.00 8.34
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与SPT调度规则,且三者均使用相同的下层智能体策略。这表明调度的性能差异主要来源于上层智能体的

决策能力,而非下层策略本身,上层智能体能够充分利用下层智能体调度反馈的奖励信号,对车体装配线分

配方案进行合理调整,从而实现下层策略与上层决策的高效协同。这一结果验证了上层智能体能够在固定

下层策略的前提下有效学习与适应,并从全局视角对
 

MLHPS-ITC
 

进行合理划分与优化,体现了所提方法

在长期调度规划中的决策优势。
异构装配线测试算例基于同构装配线测试算例进行构建,其中每条装配线的工位采用随机掩码处理或

保持原始状态,拖车数量在原有基础上随机增加1个或维持不变。在实验中,上层与下层智能体调度策略与

同构装配线保持一致。相应实验结果如表4所示。
表4 异构装配线HMADRL调度对比实验结果

Tab.4 Comparison
 

results
 

of
 

HMADRL
 

scheduling
 

on
 

heterogeneous
 

assembly
 

lines

算例  
规模
(n×q)

FFW+Lower-agent SPT+Lower-agent Ours
Cmax GAP/% CPU/s Cmax GAP/% CPU/s Cmax GAP/% CPU/s

DMKT-01 10×2 112 15.46 4.82 104 7.22 4.78 97 0.00 5.12
DMKT-02 10×2 104 14.29 5.23 109 19.78 5.14 91 0.00 5.67
DMKT-03 15×2 231 6.94 6.18 247 14.35 6.22 216 0.00 6.63
DMKT-04 15×2 298 17.32 5.84 284 11.81 6.07 254 0.00 6.57
DMKT-05 15×2 176 15.79 5.67 175 15.13 5.63 152 0.00 6.45
DMKT-06 10×2 213 15.76 6.29 206 11.96 6.18 184 0.00 6.76
DMKT-07 20×2 161 11.03 5.76 175 20.69 5.81 145 0.00 6.32
DMKT-08 20×2 514 11.50 7.58 492 6.72 7.55 461 0.00 7.34
DMKT-09 20×2 493 21.43 8.03 467 15.02 8.19 406 0.00 8.98
DMKT-10 20×2 516 17.81 8.46 537 22.60 8.11 438 0.00 8.33
Dsetb4x 15×3 370 22.52 6.55 354 17.22 6.09 302 0.00 6.90
Dsetb4xx 15×3 351 22.30 6.11 341 18.82 6.32 287 0.00 6.89
Dsetb4xxx 15×3 408 15.25 6.27 426 20.34 6.15 354 0.00 6.32
Dsetb4xy 15×3 338 10.10 6.59 362 17.92 6.33 307 0.00 6.84
Dsetb4x 15×3 412 18.39 6.38 403 15.80 6.26 348 0.00 7.32
Dseti5x 15×3 550 16.77 7.49 594 26.11 7.18 471 0.00 7.69
Dseti5xx 15×3 518 14.60 7.72 543 20.13 7.11 452 0.00 7.88
Dseti5xxx 15×3 471 16.30 7.95 497 22.72 7.28 405 0.00 7.62
Dseti5xy 15×3 571 13.52 7.66 616 22.47 7.51 503 0.00 8.03
Dseti5xyz 15×3 539 12.06 8.28 578 20.17 8.22 481 0.00 8.57

由表可知,所提方法在所有异构装配线测试算例中均实现最优调度方案,并且在采用相同调度策略的情

况下,其性能表现与同构装配线测试结果较为相近,说明该方法在不同装配线结构下均具有较为稳定的调度

能力。值得注意的是,在异构装配线场景下,FFW 与SPT调度规则的平均 GAP值分别为15.46%与

17.35%;而在同构装配线场景下,两者的平均GAP值分别为14.10%与20.73%。两者结果对比显示,传统

调度规则在不同装配线结构下的性能虽有所波动,但其相对于所提方法的性能差距保持在相近区间。由此

可见,所提方法在面对装配线结构扰动时具有较强的鲁棒性与泛化能力。

4 结 语

围绕轨道车辆多装配线异构生产调度问题,构建了一种多智能体分层强化学习计算框架,实现了装配任

务分配与多资源调度决策的协同建模与联合优化。通过分层多智能体强化学习机制,将复杂装配调度问题

拆解为可协同学习的多级决策过程,并引入基于图注意力网络的特征建模方法,有效提升了多智能体调度决

策的表示能力。所提方法在不同规模和结构的算例中均能获得稳定且具有竞争力的调度性能,体现出良好

的优化效果与泛化能力。研究结果可为轨道车辆装配车间的智能化调度系统设计以及多智能体强化学习在

复杂工业调度场景中的应用与拓展提供参考。未来需进一步拓展该框架以支持多目标优化需求,如生产成

本、能耗与工期的协同平衡,增强其在多变车间环境下的适应性。
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