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基于CA-PnPNet的焊接接头类型与漏焊检测
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摘 要:针对传统焊接接头类型与漏焊检测方法在三维结构感知能力与特征识别精度方面的不足,
提出了一种结合几何结构建模与注意力机制的三维点云检测网络CA-PnPNet。首先,该方法基于

PointNet++架构,在多层特征提取阶段嵌入三维点邻域几何建模模块(point
 

neighborhood
 

pro-
cessing

 

in
 

3D,
 

PnP3D),以增强网络对局部空间几何关系的表达能力。其次,引入通道注意力模块

(channel
 

attention
 

module,
 

CAM),通过建模通道间语义依赖自适应强化关键特征。最终,两类模

块在不同特征层的协同作用,使点云局部结构刻画与语义特征增强得以统一,实现更加充分的三维

结构表征。为验证方法的有效性,进行了多组模型对比实验。结果表明,CA-PnPNet在焊接点云

分类任务中准确率达97.7%,较基线模型提升1.9%,推理速度由33.3
 

FPS提升至36.1
 

FPS,表
现出优异的精度与实时性。该方法为复杂焊接结构的智能检测与工业质量监测提供了有效的技术

参考。
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Abstract:To
 

address
 

the
 

limited
 

3D
 

structural
 

perception
 

and
 

insufficient
 

feature
 

discrimination
 

in
 

traditional
 

welding
 

joint
 

classification
 

and
 

lack-of-fusion
 

detection
 

methods,
 

this
 

study
 

proposed
 

a
 

3D
 

point
 

cloud
 

detection
 

network
 

that
 

integrated
 

geometric
 

structure
 

modeling
 

with
 

an
 

attention
 

mechanism,
 

termed
 

CA-PnPNet.
 

First,
 

the
 

network
 

was
 

built
 

upon
 

the
 

PointNet++
 

framework,
 

in
 

which
 

a
 

point
 

neighborhood
 

processing
 

in
 

3D (PnP3D)
 

was
 

integrated
 

into
 

multiple
 

feature
 

extraction
 

stages
 

to
 

strengthen
 

the
 

modeling
 

of
 

local
 

spatial
 

geometric
 

relationships.
 

In
 

addition,
 

a
 

channel
 

attention
 

module
 

(CAM)
 

was
 

incorporated
 

to
 

adaptively
 

emphasize
 

key
 

features
 

by
 

capturing
 

semantic
 

dependencies
 

across
 

channels.
 

Finally,
 

the
 

collaborative
 

integration
 

of
 

these
 

two
 

modules
 

at
 

different
 

feature
 

layers
 

enabled
 

unified
 

enhancement
 

of
 

both
 

local
 

point
 

cloud
 

geometric
 

representation
 

and
 

semantic
 

feature
 

expression,
 

resulting
 

in
 

more
 

comprehensive
 

3D
 

structural
 

characterization.
 

To
 

validate
 

the
 

effectiveness
 

of
 

the
 

method,
 

multiple
 

sets
 

of
 

comparative
 

experiments
 

were
 

conducted.
 

The
 

results
 

demonstrate
 

that
 

CA-PnPNet
 

achieves
 

an
 

accuracy
 

of
 

97.7%
 

in
 

the
 

welding
 

point
 

cloud
 

classification
 

task,
 

outperforming
 

the
 

baseline
 

model
 

by
 

1.9%,
 

while
 

improving
 

the
 

inference
 

speed
 

from
 

33.3
 

FPS
 

to
 

36.1
 

FPS.
 

These
 

results
 

validate
 

the
 

superior
 

accuracy
 

and
 

real-time
 

performance
 

of
 

the
 

proposed
 

method.
 

Overall,
 

CA-PnPNet
 

provides
 

an
 

effective
 

technical
 

reference
 

for
 

intelligent
 

detection
 

and
 

industrial
 

quality
 

monitoring
 

of
 

complex
 

welded
 

structures.
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3D
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cloud;
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lack-of-fusion
 

detection;
 

PointNet++;
 

PnP3D

  智能焊接技术是推动制造业智能化发展的重要组成部分,在航空航天、轨道交通等高端装备制造领域,
焊接质量直接决定结构件的服役性能与安全性。其中,焊接接头类型的准确识别及焊接作业事故(如漏焊)
的实时检测,是保障焊接质量与提升自动化水平的关键环节。基于视觉传感的检测方法凭借其非接触、高精

度等优势,在焊接质量监测中获得了广泛应用[1-2]。
传统焊接检测主要依赖二维图像视觉技术,虽具有设备简便、响应快速等优点,但易受光照条件、结构遮

挡和表面纹理差异等因素的影响,且难以提供接头形态的三维几何信息,导致其在复杂焊缝结构场景中的识

别能力受限[3-5]。随着三维传感技术的发展,基于点云的焊接检测方法因其能够完整表达空间结构并对光照

变化具有更强的鲁棒性而逐渐成为研究的热点[6]。然而,点云本身的非结构化、稀疏性和噪声敏感性,使得

高质量特征提取仍具有挑战性。
现有点云分析方法主要为手工特征[7]与学习特征2类。手工特征方法通常依赖法向量、曲率、点密度等

几何或统计特征,典型代表如快速点特征直方图(fast
 

point
 

feature
 

histogram,
 

FPFH)与支持向量机

SVM[8]的组合,但其特征表达能力有限。随后提出的体素化模型(如VoxNet[9]、3DShapeNet[10])和多视图

模型(如 MVCNN[11]、GVCNN[12])通过三维卷积或多角度投影提升了空间结构建模能力,但在体素划分或

视角转 换 过 程 中 仍 不 可 避 免 地 损 失 几 何 细 节。直 接 处 理 原 始 点 云 的 深 度 模 型 (如 PointNet[13]、

PointNet++[14]、DGCNN[15])在三维特征提取方面取得重要突破,已成为主流方法。然而在焊接场景下以

PointNet++为代表的点云处理模型存在对细微几何变化的敏感性不足、局部邻域结构建模能力有限以及

特征选择机制欠缺等问题,导致其难以充分表达焊缝的结构细节。
为增强网络对局部结构的建模能力,相关研究提出了基于点邻域几何关系构建三维建模模块(point

 

neighborhood
 

processing
 

in
 

3D,PnP3D)[16],通过显式刻画点与领域之间的空间关联有效提升了模型对局部

细节的捕捉能力。同时,注意力机制因其在特征筛选与语义强化方面的优势,被广泛应用于点云特征提取任

务。其中,位置注意力模块(position
 

attention
 

module,
 

PAM)与通道注意力模块(channel
 

attention
 

module,

CAM)能够自适应建模通道间的语义依赖关系,突出关键判别特征并抑制冗余响应,在复杂结构场景中表现

出较高的判别能力[17-18]。然而,现有方法往往仅侧重几何或语义增强中的某一方面,对于焊接接头这类结

构细节丰富且类别差异细微的任务,几何关系建模与语义特征选择的联合增强仍然不足。
针对上述不足,本文提出了一种基于PointNet++的改进焊接点云分类网络CA-PnPNet。该方法通过

协同引入PnP3D几何增强模块与CAM通道注意力模块,分别从局部几何建模与语义特征筛选2个维度提

升特征表达能力。PnP3D模块增强网络对焊缝局部结构和细微几何变化的捕捉能力,而CAM 模块通过自

适应调节通道响应抑制冗余背景信息并突出关键判别特征。2类模块在多层特征提取过程中的协同作用,
使网络能够获得更加充分的三维结构表征和语义区分能力,从而提升焊接接头类型识别与漏焊检测的精度

与鲁棒性。
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1 点云数据采集与预处理

实验工件为自主设计加工的焊接试板,由人工焊接完成,涵盖对接、搭接、角接3类典型连接形式,每类

包含正常焊缝与漏焊,共6类(见图1)。三维点云采集系统见图2,由机器人本体、激光视觉传感器及控制计

算机组成。激光传感器固定于焊枪前端,激光线投射至工件表面,焊枪沿焊缝轨迹移动完成扫描,确保点云

采集完整,系统精度达0.1
 

mm。CCD采集反射光后经算法重建生成高精度三维点云,每个试板点数超过

10万,能够完整记录焊缝几何形态及接头结构特征。为保障数据质量与训练稳定性,采用数据预处理及数

据增强策略来提升模型的泛化能力。

图1 接头类型示意图

Fig.1 Schematic
 

diagram
 

of
 

welded
 

joint
 

type
 

图2 数据采集系统示意图
 

Fig.2 Schematic
 

diagram
 

of
 

the
 

data
 

acquisition
 

system

2 网络构建

2.1 PointNet++网络

PointNet++是一种面向非结构化点云数据的层次化特征提取网络(见图3)。该网 络 在 保 留
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图3 PointNet++网络结构图

Fig.3 Architecture
 

of
 

the
 

PointNet++
 

network

PointNet
 

对点顺序不敏感这一特性的基础上,引入局部区域采样与特征聚合机制,显著提升了对局部

几何结构的建模能力。网络由多个集合抽象层(set
 

abstraction,SA)组成。PointNet++
 

提供2种结构

配置方案:单尺度分组(single-scale
 

grouping,
 

SSG)固定半径提取局部特征,结构简洁,适用于点云密度

均匀场景;多尺度分组(multi-scale
 

grouping,
 

MSG)融合多半径特征表示,适用于密度不均匀的复杂焊

接点云。

2.2 PnP3D模块设计

为增强PointNet++局部几何结构的建模能力,引入PnP3D模块(见图4)。该模块通过显式建模点云

领域间的几何关系与语义差异,提升模型对细粒度结构特征的识别能力,尤其适用于工业焊接场景中的几何

弱化区域。

图4 PnP3D模块结构图

Fig.4 Architecture
 

of
 

the
 

PnP3D
 

module

传统PointNet++依赖最大池化聚合邻域特征,缺乏对邻域点之间成对几何关系与上下文交互的

显式建模。PnP3D模块采用两阶段结构。第1阶段为局部上下文融合,以中心点为参考,构建k 近邻

图,提取邻域点几何偏移与特征差异,融合生成局部上下文张量,经共享 MLP与最大池化得到局部特

征FL,显式编码空间结构与语义差异;第2阶段为全局双线性正则化,双分支结构分别提取通道语义

向量gc 和空间几何特征gp,二者通过外积形成双线性矩阵并经平方根归一化后生成全局特征FG。最

终融合FL 与FG,输出增强特征Fout,在保持几何一致性的同时,提升通道与空间维度的高阶依赖建模

能力。PnP3D模块的前向传播结构如表1所示。本文将
 

PnP3D模块分别插入SA1与SA2层之后,以
增强浅层几何特征表达并实现多尺度结构信息融合。
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表1 PnP3D前向传播

Tab.1 Forward
 

propagation
 

of
 

PnP3D

Algorithm
 

1:PnP3D前向传播

Require:
输入坐标:X∈ℝB×3×N

输入特征:F∈ℝB×C×N

Neighborhood
 

size:k
1: Procedure

 

PnP3D(X,F,k)
2: 局部上下文融合:
3: Nx,Nf←get_neighbors(X,F,k)

4: Nx←ReLU(BN(Conv6→C/2(Nx)))

5: Nf←ReLU(BN(Conv2C→C/2(Nf)))

6: Ffused←Concat(Nx,Nf)dim=1
7: FL←

 

max(Ffused,dim=-1)

8: 全局双线性正则化:
9: F1←ReLU(BN(ConvC→C/8(FL)))

10: F2←ReLU(BN(ConvC→C/8(FL)))

11: gc←
 

mean(F1,dim=-1)

12: gp←
 

mean(F2,dim=1)

13: Fbilinear←gc􀱋
 

gp
14: Fbilinear ←

  Fbilinear+ε
15: FG←Fbilinear+F1+F2
16: FG←ReLU(BN(ConvC→C/8(FG)))

17: 特征增强:
18: Fout←FL-FG

19: Fout←
 

Mish(Fout)

20: return
 

Fout
21: end

 

procedure

2.3 通道注意力模块设计

图5 通道注意力模块结构图

Fig.5 Architecture
 

of
 

the
 

channel
 

attention
 

module

为进一步强化语义特征的判别能力,在主

干网络中嵌入CAM(见图5)。给定输入特征

图A∈ℝC×H×W,首先将其重塑为二维矩阵

ℝC×N(其中 N=H×W)。随后,计算通道注

意力矩阵X∈ℝC×C,其元素计算如下:

xji=
exp(Ai·Aj)

∑
C

i=1
exp(Ai·Aj)

, (1)

式中xji 表示第i个通道对第j个通道的影响

权重。通过Softmax归一化确保权重分布合

理。接着,对原始特征加权融合,并引入可学

习参数β调节影响,最终通过残差连接得到输出特征:

Ej =β∑
C

i=1

(xjiAi)+Aj, (2)

式中β初始值为0,训练中自适应更新。该机制使通道特征在保留原始信息的同时,融合了来自所有通道的

全局上下文,从而提升语义一致性与区分性。CAM能够从全局视角建模通道间的长距离依赖,强化网络对

焊接接头细微差异(如“正常焊缝”与“漏焊”以及“搭接”与“角接”)的辨识能力,模块结构轻量化,计算开销

低,无需邻域构建或位置编码,适合嵌入多层抽象过程。将CAM模块嵌入SA1、SA2
 

与
 

SA3
 

层,与
 

PnP3D
 

模块协同作用,形成“通道关注-几何建模”联动机制,进一步提升焊缝边界与结构特征识别能力。

2.4 改进网络CA-PnPNet
在PointNet++分层特征提取框架的基础上,提出融合PnP3D几何建模模块与CAM模块的三维点云

分类网络:CA-PnPNet。该网络以PointNet++的分层特征提取框架为基础,融合PnP3D几何建模模块与

CAM模块,实现局部几何细节与全局语义关系的协同表征。网络整体结构如图6所示。首先,输入包含
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图6 改进网络CA-PnPNet
 

Fig.6 Improved
 

network
  

CA-PnPNet

N=1
 

024个点的三维点云,其数据维度表示为ℝB×C×N,其中B 表示批量大小,C 为通道数。随后,网络通

过3层SA模块完成分层采样和特征聚合,逐步将点数由1
 

024降采样至512、128,最终提取全局特征,实现

由局部到整体的多尺度信息融合。为增强几何感知能力,在第1层和第2层SA模块后分别引入PnP3D模

块,该模块首先基于k近邻搜索实现局部上下文融合,并通过双线性正则化显式建模通道间交互,同时结合

Mish激活函数以增强非线性表达能力,最终,其输出与SA特征拼接后输入下一阶段。与此同时,为捕获通

道间的全局依赖关系,网络在每一层特征聚合后嵌入CAM模块,该模块依次完成通道相关性建模、Softmax
归一化(生成注意力矩阵),并基于所得权重进行特征重构和残差融合,从而获得增强的通道表示。经过三级

 

SA、PnP3D与CAM协同处理,网络输出蕴含充分全局语义信息的特征,该特征随后经由2层全连接层压

缩,最终由分类预测头完成焊接接头类型及漏焊的判别。CA-PnPNet的训练流程见表2。综上所述,CA-
PnPNet采用“分层特征提取—几何关系建模—通道依赖增强”的多级融合策略,有效整合局部结构信息与

全局上下文,提升点云分类的准确性与模型鲁棒性。
表2 CA-PnPNet训练算法

Tab.2 Training
 

algorithm
 

of
 

CA-PnPNet
 

Algorithm
 

3:CA-PnPNet训练算法

Input:点云数据集D={(xi,yi)}
M
i=1,number

 

of
 

epochs
 

E,
 

batch
 

size
 

B,
 

学习率η
Output:trained

 

network
 

parameters
 

Θ
Initialize:

 

network
 

parameters
 

Θ
 

(including
 

CAM
 

parameters
 

γ)
 

randomly;
Initialize:optimizer

 

(e.g.,
 

Adam)
 

with
 

learning
 

rate
 

η;
for

 

epoch←1
 

to
 

E
 

do
 for

 

each
 

mini-batch{(Xb,yb)}
B
b=1

 from
 

D
 

do
   //前向传播

   Input:
 

Xb∈ℝ
B×(3/6)×N;

   Split
 

Xb
 into

 

coordinate
 

xyz
 

and
 

normal
 

norm
 

(if
 

available);

   //SA和CAM
   lxyz

1 ,lfeat1 ←SA1(xyz,norm)

   lfeat1 ←CAM1(l
feat
1 )

   lfeat1 ←PnP3D1(l
xyz
1 ,lfeat1 )
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续表
 

Algorithm
 

3:CA-PnPNet训练算法

   lxyz
2 ,lfeat2 ←SA2(l

xyz
1 ,lfeat1 )

   lfeat2 ←CAM2(l
feat
2 )

   lfeat2 ←PnP3D2(l
xyz
2 ,lfeat2 )

   lxyz
3 ,lfeat3 ←SA3(l

xyz
2 ,lfeat2 )

   lfeat3 ←CAM3(l
feat
3 )

   //分类头
 

   ̂y←
 

MLP(lfeat3 )with
 

layers[1
 

024→512→256→Num_Class]

   Apply
 

log_softmax
 

to
 

obtain
 

class
 

probabilities;

   //计算损失

 ←
 

NLL_Loss(̂y,yb);

   //反向传播和更新

   Compute
 

gradients
 Δ

Θ ;

   Update
 

parameters:Θ←Θ-η.

Δ

Θ ;

return
 

Θ;

3 实验与结果分析

为验证CA-PnPNet网络模型的有效性,开展了系统性的实验评估,包括:1)基线模型结构对比;

2)PnP3D模块插入策略;3)不同注意力机制融合;4)模型鲁棒性实验;5)模型性能对比分析;6)改进网络与

主流网络对比分析。
实验在Ubuntu

 

20.04、PyTorch
 

1.12环境下进行,硬件平台为NVIDIA
 

RTX
 

3060
 

GPU(12
 

GB显存)。
数据集包含6类焊接点云样本(对接、搭接、角接及其漏焊类型),每类660个样本,统一下采样为1

 

024点,
并按8∶1∶1划分为训练集、验证集与测试集。所有样本均进行归一化与坐标中心化预处理。训练过程采

用交叉熵损失函数,优化器为Adam,初始学习率设为0.001,批量大小(batch
 

size)设为32,训练轮数为200。
所有模型均使用相同的训练策略,以确保对比结果的公平性。

3.1 基线模型结构对比

为确定最优的点云特征提取结构,首先对PointNet++的2种基础结构SSG和 MSG进行性能对比。
评估指标包括准确率(Accuracy)、F1

 

分数(F1)、推理速度以及参数量(Param)。其中,TP
 

表示模型将正类

预测为正类的样本数量;FP
 

表示模型将负类预测为正类的样本数量;FN
 

表示模型将正类预测为负类的样

本数量;TN
 

表示模型将负类预测为负类的样本数量。

Precision=
TP

TP+FP×
100%

 

,
 

(3)

Accuracy=
TP+TN

TP+TN+FP+FN×
100%

 

, (4)

Recall=
TP

TP+FN×
100%

 

, (5)

F1=
2×Precision×Recall
Precision+Recall ×100%。 (6)

  实验结果如表3所示。PointNet++的SSG结构在推理速度等方面优于 MSG,因此后续实验均基于

SSG框架展开。
表3 基线模型性能对比结果

Tab.3 Performance
 

comparison
 

results
 

of
 

baseline
 

models

模 型 Accuracy/% F1/% 推理速度/FPS Param×10-6

PointNet++_SSG 95.8 96.9 33.3 1.47
PointNet++_MSG 98.1 97.7 22.8 1.74
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3.2 PnP3D模块嵌入策略

为探究
 

PnP3D
 

模块的最佳嵌入方式,本文将其分别嵌入不同层级的SA模块中,以评估不同嵌入策略

对分类性能的影响,实验结果如表4所示。当模块同时嵌入SA1与SA2层时,模型在准确率、F1
 

分数、平均

类别准确率(mAcc)以及损失值(Loss)等多项指标上均达到最佳,表明该嵌入策略能有效增强模型对局部几

何结构的建模能力。PnP3D与SA层在多层特征抽象中形成互补关系,显著提升了模型的表达能力与分类

性能。
表4 PnP3D嵌入不同位置模型性能结果

Tab.4 Performance
 

results
 

of
 

models
 

with
 

PnP3D
 

inserted
 

at
 

different
 

positions
嵌入位置   Accuracy/% F1/% mAcc/% Loss

Baseline(SSG) 95.8 96.9 97.3 0.12

SA1 96.8 97.1 97.4 0.08

SA2 97.3 97.2 96.8 0.08

SA1+SA2 97.5 97.4 97.7 0.07

为进一步分析PnP3D对特征判别能力的增强效果,本文采用t-SNE对高维特征进行降维可视化,结果

如图7所示。可以看出,引入PnP3D后,不同类别的焊缝样本在二维空间中分布更加分离,类间边界清晰,
类内聚合紧密,表明模型所提取特征的判别性显著提升,有利于后续分类任务的有效执行。

 

图7 t-SNE特征分布对比

Fig.7 Comparison
 

of
 

t-SNE
 

feature
 

distributions

3.3 不同注意力机制融合

为进一步增强模型对关键特征的辨识能力,引入2种典型的注意力机制PAM 和CAM,并进行融合对

比实验,实验结果如表5所示。2种注意力机制均能在不同程度上提升模型性能,其中引入CAM 的模型在

准确率、F1分数及推理速度等指标上实现了最优平衡,表现出更优的特征辨识能力。综合考虑性能与效率,
最终选用CAM作为注意力增强模块。

表5 不同注意力机制组合模型性能结果

Tab.5 Performance
 

results
 

of
 

models
 

with
 

different
 

attention
 

mechanism
 

combinations

模 型 Accuracy/% F1/% 推理速度/FPS Param×10-6

SSG+PnP3D(SA1+SA2) 97.5 97.3 31.2 1.58

+PAM 97.6 97.1 30.9 2.99

+CAM 97.7 97.5 36.1 1.58

3.4 模型鲁棒性实验

为验证CA-PnPNet在复杂工业场景下的稳定性与鲁棒性,设计了3组对比实验:噪声鲁棒性实验、遮挡

鲁棒性实验及噪声与遮挡综合鲁棒性实验。测试阶段使用标准训练集下的最优模型权重,仅在推理时人为
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添加扰动,不进行额外增强,以评估模型的抗干扰能力,结果如表6所示。
表6 模型鲁棒性评估结果

Tab.6 Robustness
 

evaluation
 

results
 

of
 

the
 

proposed
 

model

实验类型 扰动设置 变量值 Accuracy/% mAcc/%

噪声鲁棒性 高斯噪声标准差σ

0.003 96.2 97.9
0.005 95.1 96.9
0.008 91.3 90.0
0.010 85.0 84.1

遮挡鲁棒性 随机点丢弃比例drop

0.05 97.7 98.6
0.10 97.2 98.4
0.20 97.3 97.6
0.30 96.7 96.1

噪声与遮挡

综合鲁棒性

噪声+遮挡时

的σ和drop

0.003,0.10 97.3 98.0
0.003,0.20 96.0 97.0
0.005,0.20 93.8 95.5
0.010,0.10 86.6 82.0
0.010,0.20 84.7 80.8

1)噪声鲁棒性分析

在测试中加入σ={0.003,0.005,0.008,0.010}的高斯噪声,以模拟真实环境下由传感器精度限制、实
验场景噪声等引起的点云抖动。实验结果表明,模型在轻度噪声下性能下降较小,仍能保持较高的识别精

度,证明其具有抗噪能力。

2)遮挡鲁棒性分析

通过随机丢弃输入点云中5%~30%的点以模拟遮挡。结果表明,当丢弃比例达30%时,模型准确率仅

下降1个百分点,显示出良好的结构感知稳定性。

3)噪声与遮挡综合分析

同时引入噪声与遮挡进行复合测试。即使在σ=0.005、drop=0.2的条件下,模型仍保持95.5%的平

均类别准确率,仅在极端条件(σ=0.010、drop=0.2)下准确率下降至
 

84.7%。
总体来看,CA-PnPNet

 

在噪声、遮挡及复合干扰条件下均表现出良好的鲁棒性与泛化能力。模型在噪

声σ≤0.005
 

或点云缺失率≤0.2的范围内仍可保持超过
 

95%
 

的分类准确率,能够满足工业级焊接检测场

景中常见的干扰问题,为复杂焊接环境下的实时接头类型识别与漏焊检测提供了可靠的模型支撑。

3.5 模型性能对比分析

为进一步验证模型在6类样本中的分类效果,对比了基线模型(PointNet++_SSG)、中间模型(SSG-
PnP3D)以及最终模型(CA-PnPNet)的精确率、召回率及F1分数,结果如表7所示。

表7 不同模型在各类样本中的性能对比结果

Tab.7 Performance
 

comparison
 

results
 

of
 

different
 

models
 

across
 

sample
 

categories
%

分类类型
Baseline(PointNet++_SSG) SSG-PnP3D CA-PnPNet

Precision Recall F1
 

Precision Recall F1 Precision Recall F1
对接 94.4 93.8 94.1 97.6 94.6 96.0 97.6 95.3 96.5
搭接 97.0 95.6 96.3 98.5 94.1 96.2 98.5 96.0 97.2
角接 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0
对接-漏焊 95.2 96.5 95.8 95.9 97.9 96.9 96.6 97.9 97.2
搭接-漏焊 94.3 96.2 95.2 92.7 98.1 95.3 96.3 98.1 97.2
角接-漏焊 96.8 100.0 98.4 99.2 100.0 99.6 99.2 100.0 99.6

CA-PnPNet在所有类别上均取得最佳或并列最佳结果,特别是在“搭接-漏焊”等难分的类别中,
 

F1分

数也由95.2%
 

提升至
 

97.2%,显著提高了异常检测的敏感性与准确性。此外,在“角接”与“角接-漏焊”等
相对简单的类别中,该模型也保持接近完美的分类表现。

3.6 改进网络与主流网络对比分析

为综合评估模型的整体性能,将CA-PnPNet与多种主流点云网络(PointNet、PointNet++_SSG、Point
 

Transformer[19]、CurveNet[20]、PointMLP[21])进行对比,结果如表8所示。CA-PnPNet在整体性能上表现最
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表8 不同模型对比分析

Tab.8 Comparative
 

experiments
 

of
 

different
 

models

模型    Accuracy/% F1/% Param×10-6 推理速度/FPS
PointNet 89.4 87.5 - 20.1
PointNet++_SSG 95.8 96.9 1.47 33.3
Point

 

Transformer 92.8 89.6 — —

CurveNet 94.2 90.6 2.04 5.1
PointMLP 96.5 95.5 12.60 16.5
CA-PnPNet 97.7 97.1 1.58 36.1

优,分类准确率达97.7%,F1分数达97.1%,推理速度达36.1
 

FPS,参数量仅为1.58×106。该结果表明模

型在精度、实时性与轻量化方面实现了良好平衡,具备较强的工程适应性与实际部署价值。
综上所述,CA-PnPNet通过融合PnP3D多尺度几何建模模块与CAM 通道注意力机制,在特征表达、

鲁棒性和实时性上实现了高效平衡。

4 结 语

针对焊接接头类型识别与漏焊检测二维信息不足、特征表达能力弱及鲁棒性欠佳的问题,提出了一种基

于PointNet++框架的改进三维点云分类模型CA-PnPNet。该模型通过引入PnP3D多尺度几何建模模块

与CAM,有效提升了网络对局部结构细节与全局语义特征的感知能力,从而显著增强了焊接点云中复杂几

何关系的表征能力与类别区分性。实验表明,CA-PnPNet在自制数据集上实现了97.7%的分类准确率与

36.1
 

FPS的推理速度,同时在噪声、遮挡等复杂条件下保持稳定,验证了其在精度、效率与鲁棒性方面的综

合优势,满足工业焊接检测的实际需求。
本文模型对空间结构的全局依赖建模仍相对有限,未来工作拟进一步提升模型的全局感知能力,同时,

将模型扩展应用于焊接缺陷(如气孔、烧穿、未熔合等)检测,并探索点云与图像等多模态信息的联合建模,以
实现更加全面和可靠的焊接质量评估。
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