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摘 要:针对U-Net模型在 MRI脑肿瘤分割上存在的全局信息捕获不足和深层语义信息融合不

充分等问题,提出一种新的基于图卷积的自适应特征融合网络(adaptive
 

spatial
 

and
 

graph-convo-
lutional

 

U-Net,ASGU-Net)。以三维U-Net为基础,通过构建图卷积推理模块,捕获额外的远程

上下文特征;在编解码器中引入动态蛇形卷积(dynamic
 

snake
 

convolution,DSConv)能更精准地契

合肿瘤形态各异的特点,提高边缘特征提取能力,从而有效提升分割精度;在解码器中引入自适应

空间特征融合(adaptive
 

spatial
 

feature
 

fusion,ASFF)模块,通过整合多个编码器块捕获的语义信

息提升特征融合效果。在公开的BraTS
 

2019—2021数据集上的评估表明,整个肿瘤、肿瘤核心和

增强肿 瘤 的 Dice值 分 别 为90.70%/90.70%/91.00%、84.90%/84.00%/88.80%和77.30%/

77.40%/82.50%,证明了ASGU-Net在脑肿瘤分割任务中的有效性。ASGU-Net可有效解决全

局信息捕获不足和特征融合不充分的问题,为脑肿瘤高精度自动化分割提供了参考。
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Abstract:To
 

address
 

the
 

issues
 

of
 

insufficient
 

global
 

information
 

capture
 

and
 

inadequate
 

deep
 

semantic
 

information
 

fusion
 

in
 

the
 

U-Net
 

model
 

for
 

MRI
 

brain
 

tumor
 

segmentation,a
 

novel
 

brain
 

tumor
 

segmentation
 

network,ASGU-Net
 

was
 

proposed.
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The
 

algorithm
 

was
 

based
 

on
 

3D
 

U-Net,incorporating
 

a
 

graph
 

convolution
 

inference
 

module
 

to
 

capture
 

additional
 

long-range
 

contextual
 

features.
 

Additionally,dynamic
 

snake
 

convolution
 

(DSConv)
 

was
 

introduced
 

in
 

the
 

encoder-decoder
 

to
 

better
 

accommodate
 

the
 

varied
 

shapes
 

of
 

tumors,enhancing
 

edge
 

feature
 

extraction
 

and
 

improving
 

segmentation
 

accuracy.
 

Furthermore,an
 

adaptive
 

spatial
 

feature
 

fusion
 

(ASFF)
 

module
 

was
 

introduced
 

in
 

the
 

decoder
 

to
 

enhance
 

the
 

feature
 

fusion
 

effect
 

by
 

integrating
 

semantic
 

information
 

captured
 

by
 

multiple
 

encoder
 

blocks.
 

The
 

evaluation
 

on
 

the
 

publicly
 

available
 

BraTS
 

2019—2021
 

datasets
 

shows
 

that
 

the
 

Dice
 

values
 

for
 

whole
 

tumor,tumor
 

core
 

and
 

enhanced
 

tumor
 

are
 

90.70%/90.70%/

91.00%,84.90%/84.00%/88.80%
 

and
 

77.30%/77.40%/82.50%,respectively.
 

The
 

experimental
 

results
 

demonstrate
 

the
 

effectiveness
 

of
 

ASGU-Net
 

in
 

the
 

brain
 

tumor
 

segmentation
 

task.
 

ASGU-Net
 

can
 

effectively
 

addresses
 

the
 

issues
 

of
 

inadequate
 

global
 

information
 

capture
 

and
 

feature
 

fusion,providing
 

effective
 

reference
 

for
 

high-precision
 

automated
 

brain
 

tumor
 

segmentation.
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  脑肿瘤是脑部异常细胞形成的肿块,严重威胁人类的健康与生命。精确的脑肿瘤自动化分割在临床诊

断、治疗方案制定以及术后监测中起着至关重要的作用。因此,开发脑肿瘤高精度自动化分割方法已经成为

医疗图像分析领域的重要研究方向[1]。
随着深度学习的迅猛发展,众多与医疗图像分割相关的研究取得了显著进展,基于卷积神经网络的

方法在医疗图像分割领域得到了广泛应用。文献[2]提出编解码器构成的U-Net网络成为脑肿瘤分割任

务的主流架构,但横向连接操作融合低级特征图与高级特征图时会出现局部信息不连续和空间信息减少

等问题。文献[3]提出在编码器特征和解码器特征间采用加性注意力机制来进一步提升网络的分割性

能。文献[4-5]分别在三维U-Net中集成残差模块和跨阶段模块,增强网络提取特征信息的能力。但纯

卷积结构不擅长捕获全局语义信息。Transformer模型近年来在捕获全局特征上展现出巨大的潜力,引
起了研究者的关注。研究者们提出的基于 Transformer模型的网络有PMTrans[6]、MultiTrans[7]、Swin

 

Transformer[8]等。尽管
 

Transformer
 

具有学习长距离依赖关系的能力,但其高计算复杂性对模型效率和

内存占用带来了重大挑战,因此,研究人员尝试引入图卷积神经网络。文献[9]提出了一种基于图卷积神

经网络的脑肿瘤分割方法,利用图推理模块获得邻居节点信息以提升脑肿瘤分割精度。文献[10]则创新

性地提出了一种双图推理单元的方法,通过将空间推理模块和信道推理模块并行处理,以关注图像中丰

富的空间信息和上下文依赖关系。文献[11]提出 M2GCNet网络通过边捕获像素之间的潜在关系。但是

脑肿瘤边界不规则、病变区域密集且连续扩散,现有方法没有考虑脑肿瘤形态各异的特点且没有很好地

利用编解码过程中产生的深层语义信息。
本文针对现有脑肿瘤分割方法在MRI脑肿瘤分割任务上存在的全局信息捕获不足和深层语义信息融合

不充分问题,提出一种基于图卷积的自适应特征融合网络(adaptive
 

spatial
 

and
 

graph-convolutional
 

U-Net,

ASGU-Net)。通过将图卷积推理瓶颈层嵌入U-Net架构,利用邻居节点信息进行空间推理,以捕获额外的远程

上下文特征;利用动态蛇形卷积(dynamic
 

snake
 

convolution,DSConv)的特性,通过改变卷积核形状引导模型关

注关键特征,从而更贴合形态各异的脑肿瘤分割任务;为进一步提升特征融合效果,设计自适应空间特征融合

(adaptive
 

spatial
 

feature
 

fusion,ASFF)模块融合编码器阶段的深层语义信息以提升分割性能。

1 基于图卷积的自适应特征融合方法

1.1 总体结构
 

ASGU-Net模型总体结构如图1所示。ASGU-Net主体上采用了经典的编解码器结构,通过构建图卷

积推理瓶颈层,利用图卷积推理模块(graph
 

convolutional
 

reasoning
 

module,GCRM)对节点信息的强大处

理能力,更好地捕获图像中的空间信息和上下文特征。此外,为了更贴合脑肿瘤形态各异的特点,使用

DSConv来替代传统卷积模块,通过动态调整卷积核的形状和大小实现更精细的特征提取。考虑到经典的

编解码器结构易忽略其在编解码操作时提取的深层语义信息,引入ASFF模块融合每个解码器提取的深层

语义信息,通过融合不同尺度的特征提升分割的准确性。
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图1 ASGU-Net总体结构

Fig.1 Structure
 

of
 

ASGU-Net

1.2 图卷积推理瓶颈层

图卷积推理瓶颈层通过在U-Net瓶颈层嵌入全局推理模块以辅助两阶段框架[12]。考虑到U-Net在进

行脑肿瘤图像特征提取时可能存在空间信息损失和空间信息利用不充分等问题,嵌入图卷积推理瓶颈层来

对下采样提取的特征进行全局推理。该模块巧妙地结合了多尺度池化算子和GCRM,旨在利用GCRM 对

节点信息的强大处理能力,更好地理解和提取图像中的空间信息和上下文特征。通过聚合邻居节点信息,该
模块可以增强特征表示,从而提高分割结果的准确性和稳定性。

GCRM将输入拆分为4个不同路径,具体过程如图2所示。其中,有3个路径分别与不同内核大小的

池化层相对应,池化层内核的大小分别为2×2×2、3×3×3和5×5×5。这3个路径负责将不同脑肿瘤层

的特征编码为全局特征图,然后这些特征图被送入3×3×3卷积和GCRM进行处理。

图2 图卷积推理模块

Fig.2 Graph
 

convolutional
 

reasoning
 

module

在GCRM中,首先将原始特征投影到节点空间,然后对节点空间特征进行图卷积操作以提取全局节点特

征。为了将全局节点特征与原始特征相融合,在融合之前将它们反向投影回原始特征空间。这使得GCRM能

够处理长距离空间上下文信息。在进行GCRM操作之后,通过双线性插值对全局特征进行上采样以匹配原始

输入特征图的大小。最后,重新组合这4条路径并连接各要素,形成完整的图卷积推理瓶颈层。

1.3 DSConv模块

在传统的卷积神经网络中,卷积运算的感受野是固定的,在一定程度上限制了网络的适应性和泛化能

力。针对脑肿瘤分割任务中脑肿瘤形态各异的特点,采用DSConv代替传统的卷积模块。目的是引入变形
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偏移,为卷积核提供更大的灵活性,从而在卷积操作中实现更精细的特征提取[13],其结构如图3所示。通过

动态调整卷积核的形状和大小,DSConv能够更好地适应不同形状、大小和分布的输入数据,从而提高脑肿

瘤分割的准确性和鲁棒性。

图3 动态蛇形卷积模块

Fig.3 Dynamic
 

snake
 

convolution

执行DSConv以有效提取脑肿瘤图像局部特征的方法如下。设定标准三维卷积K 的中心坐标为(xi,

yi,zi),对于3×3×3卷积核,膨胀率设置为1,可以表示为

K ={(x-1,y-1,z-1),(x-1,y,z),…,(x+1,y+1,z+1)}
 

, (1)
为使卷积核能够更加灵活地关注目标的复杂几何特征,引入偏移变量Δ={δ|δ∈[-1,1]}。然而,允许模型自

由学习这些偏移可能会使感受野偏离目标。为解决这一问题,DSConv需要在x 轴、y 轴和z轴方向上调整卷

积核。K 中每个网格的具体位置表示为Ki±c=(xi+c,yi+c,zi+c),其中c={0,1,2,3,4}表示与中心网格的水平

距离。每个网格位置Ki±c 的选择是一个累计过程,距离中心网格的位置取决于前一个网格的位置加偏移量。
同时,为确保卷积核符合线性形态结构,引入偏移量的累积和,用于逐步构建卷积核中每个网格的坐标位置。

对于x 轴方向,坐标为

Ki±c =

(xi+c,yi+c,zi+c)=(xi+c,yi+∑
i+c

i
Δy,zi+∑

i+c

i
Δz),

(xi-c,yi-c,zi-c)=(xi-c,yi+∑
i-c

i
Δy,zi+∑

i-c

i
Δz),

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁 (2)

对于y 轴方向,坐标为

Kj±c =

(xj+c,yj+c,zj+c)=(xj +∑
j+c

j
Δx,yj+c,zj +∑

j+c

j
Δz),

(xj-c,yj-c,zj-c)=(xj +∑
j

j-c
Δx,yj-c,zj +∑

j

j-c
Δz),

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁 (3)

对于z轴方向,坐标为

Kl±c =

(xl+c,yl+c,zl+c)=(xl +∑
l+c

l
Δx,yl +∑

l+c

l
Δy,zl+c),

(xl-c,yl-c,zl-c)=(xl +∑
l

l-c
Δx,yl +∑

l

l-c
Δy,zl-c)。

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁 (4)

  由于偏移量Δ 通常为非整数,卷积核的采样位置位于特征图的非整数坐标点,而特征图仅在离散的整

数网格上定义。因此,为在连续位置上获取特征值,采用双线性插值进行计算,如式(5)所示:

K =∑K'B(K',K)·K' , (5)

式中:K 表示式(2)—(4)的分数位置;K'枚举所有整数空间位置;B 是双线性插值核,可以分解为3个一维

核,如式(6)所示,其中b表示一维插值函数。

B(K,K')=b(Kx,K'x)·b(Ky,K'y)·b(Kz,K'z)。
 

(6)

  基于对上述数学公式的分析,DSConv可以分别在x 轴、y 轴和z 轴方向上进行动态调整,从而使模型

更准确地捕获关键特征,提高模型的分割精度。
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1.4 ASFF
U-Net网络采用U型结构和跳跃连接融合特征,但忽略了卷积层间的空间关系,导致特征融合效果不

佳。为优化特征融合,引入ASFF技术来增强多尺度特征融合和表达,同时减少不相关特征的干扰[14]。它

使模型学习保留有用的信息,过滤掉无用的信息。ASFF通过自适应地学习每层特征图的相应权重将特征

图与获得的权重相乘进行融合,自动找出最合适的融合特征以解决脑肿瘤图像分割中的多尺度特征融合问

题。空间滤波可减少信息冲突,抑制梯度反向传播中的不一致性,提升脑肿瘤图像分割的准确性和可靠性,
为临床实践提供有效辅助。

如图4所示,ASFF的核心思想在于自适应地学习每个尺度上特征映射的融合空间权重。这一过程包

含2个关键步骤:相同的方式重新缩放与自适应融合。这与以往采用元素求和或拼接的方法来集成多层次

特征的方式有所不同。

图4 ASFF模块

Fig.4 Adaptively
 

spatial
 

feature
 

fusion
 

module

设xn→l
ij 表示位置(i,j)在特征映射上从第n 层调整到第l层,将相应层次的特征融合如下:

yl
ij =αl

ij·x1→l
ij +βl

ij·x2→l
ij +γl

ij·x3→l
ij

 , (7)
其中yl

ij 表示由ASFF得到的新特征图,以ASFF-3为例,x1、x2、x3 是Level
 

1、Level
 

2、Level
 

3的特征,然
后使它们分别与参数α3、β3、γ3 相乘,结果相加得到特征融合后的特征ASFF-3。αl

ij、βl
ij、γl

ij 是3个特征层的

权重参数,通过Softmax函数使其满足

αl
ij +βl

ij +γl
ij =1

 

, (8)
并且满足αl

ij,βl
ij,γl

ij∈[0,1]。定义:

al
ij =

e
λlaij

e
λlαij +e

λlβij +e
λlγij

。 (9)

  分别以λl
αij
、λl

βij
和λl

γij
为控制参数,e为自然对数的底数,用于构建Softmax函数以归一化融合权重,利

用Softmax函数定义αl
ij、βl

ij、γl
ij。使用1×1的卷积层分别计算来自x1→l、x2→l、x3→l 的λl

α、λl
β 和λl

γ 的权重

标量映射,故它们可以通过标准的反向传播进行学习。该方法在每个尺度上对不同层次的特征进行自适应

聚合。通过将ASFF技术集成到脑肿瘤图像分割模型中提高多尺度特征融合的效果,充分利用高层次特征

的语义信息增强模型在脑肿瘤图像分割任务中对分割目标特征的表达能力,有效抑制无效特征对分割任务

的干扰,从而提高模型的分割精度。

2 数据集与评估指标

2.1 数据集

BraTS挑战赛旨在通过提供
 

3D
 

多模态 MRI
 

数据集来评估脑肿瘤语义分割的最新方法,该数据集带有

专家医生体素级的真实标签注释。该挑战赛自2012年起连续举办10年,本研究选用了2019年、2020年和

2021年的3个数据集用于验证所提出的方法。

BraTS2019数据集包含335个病例样本,其中高级别脑肿瘤图像259个,低级别76个,验证集含125个未

知样本。BraTS2020数据集样本数量增加至369个,其中高级别脑肿瘤图像293个,低级别76个,验证集含125
个未知样本。BraTS2021数据集同样提供了大量标注的脑肿瘤

 

MRI
 

图像数据。其中训练集包含
 

993
 

例高级别

993
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胶质瘤病例和
 

258
 

例低级别胶质瘤病例,验证集中有
 

219
 

例未知肿瘤样本。每个数据样本的尺寸均为240×
240×155,包含4种模态的MRI序列[15]:T1加权(T1)、T1对比增强加权(T1ce)、T2加权(T2)和流体衰减反转

恢复(Flair)以及专家精确标注图像(Ground
 

Truth),如图5所示,其中黄色为增强型肿瘤,红色为坏死肿瘤核

心,绿色为肿瘤周围水肿及浸润组织,黑色为背景。本文在训练集上训练网络,验证集上评估模型性能,并将分

割结果上传到CBICA网站与标准结果对比,进行客观的性能评估。计算方程如下:
整个肿瘤(WT)=红色标签+黄色标签+绿色标签,

肿瘤核心(TC)=红色标签+黄色标签,
增强肿瘤(ET)=黄色标签。

图5 4种模态与真值图像的脑肿瘤 MRI
Fig.5 MRI

 

images
 

of
 

brain
 

tumor
 

in
 

different
 

modes
 

and
 

ground
 

truth

  不同模态的 MRI图像提供肿瘤不同区域的重要信息,综合利用这些信息能够全面理解肿瘤的性质

和结构,进而为临床诊断和治疗提供准确和可靠的依据。T1加权图像和T1ce图像主要揭示不含肿瘤周

围水肿的肿瘤核心区域。而T2加权图像和Flair图像则更多地展示肿瘤周围的水肿区域,即整个肿瘤。
这种跨模态的图像信息不仅有助于减少信息的不确定性,还能显著提高临床诊断和模型分割的精度。

2.2 评估指标

评估网络模型性能时,采用Dice相似系数(Dice
 

similarity
 

coefficient,DSC)和 Hausdorff距离(Haus-
dorff

 

distance,HD)作为评估指标。DSC评估图像相似度,HD用于衡量图像边界最大间距。这种双指标评

估体系能够更加全面、准确地反映模型在脑肿瘤图像分割中的性能。

1)DSC取值范围为[0,1],0表示不含公共元素,1表示完全重叠,其计算公式如下:

DSC=
2nTP

nFP+2nTP+nFN

 。 (10)

  式中:nTP 代表正确预测为肿瘤的体素个数;nFP 代表错误预测为肿瘤的体素个数;nFN 代表错误预测为

非肿瘤的体素个数。

2)HD对分割的边界比较敏感,能够体现边缘的分割精度,其计算公式如下

HD(T,P)=max
supt∈Tinfp∈Pd(t,p)

supp∈Pinft∈Td(t,p)  
 

。 (11)

  式中:sup和inf分别对应取上限和取下限的操作;T 和P 则分别代表真实的值域和预测的值域。在这

2个区域内,t和p 代表各自的点,而d(t,p)是用于计算这2点之间距离的函数。为了降低离群值对结果的

影响,通常会采取将计算得到的数值乘以95%的策略,这一指标被称作Hausdorff95。

3 实验结果与分析

3.1 实验环境与配置

基于Pytorch框架开发了 ASGU-Net模型,并利用Intel
 

Xeon
 

Gold
 

6330
 

CPU与 Nvidia
 

RTX
 

3090
 

GPU进行高效训练。设定迭代1
 

000次,批处理大小为4,采用Adam优化器动态调整学习率。实施指数型

004



第4期 张野,等:基于图卷积的自适应特征融合 MRI脑肿瘤分割方法
 

衰减学习率策略,初始学习率设为10-3,动量为0.95,权重衰减系数为1×10-5,确保模型优化效果。

3.2 预处理

在脑肿瘤图像分割预处理中,由于BraTS数据集样本包含不同模态图像,灰度和对比度存在显著差异,
进而影响分割精度和稳定性,为此,采用Z-score归一化和转换进行标准化处理,以减少模态和样本间的灰

度差异。同时,由于样本量有限,应用图像增强技术(如随机旋转和翻转)来扩充数据集,增强模型泛化能力

和鲁棒性。针对干扰背景过多的问题,采用数据裁剪策略,将图像裁剪至4×128×128×128尺寸作为网络

输入,以提高分割准确性和效率。
本研究在BraTS2020验证集上将消融实验与原始分割网络进行对比,在BraTS2019—2021数据集上将

ASGU-Net与其他模型进行深入比较并展示可视化分割结果,以证明ASGU-Net在脑肿瘤图像分割中的优

越性能和泛化能力。

3.3 消融实验结果

为验证所提ASGU-Net模型在脑肿瘤分割任务中的有效性,本研究在BraTS2020训练集上进行脑肿瘤

图像训练,使用训练好的模型对BraTS2020验证集数据进行分割,实验结果如表1所示。

表1 BraTS2020验证集的消融实验

Tab.1 Ablation
 

experiments
 

on
 

BraTS2020
 

validation
 

dataset

Methods
DSC/%↑

ET WT TC Average
U-Net(baseline) 77.30 90.40 81.30 83.00
GU-Net 78.00 90.80 80.90 83.23
GU-Net+ASFF 77.60 90.50 82.40 83.50
GU-Net+DSConv 78.20 90.40 82.90 83.83
ASGU-Net(ours) 77.40 90.70 84.00 84.03

首先,将图卷积推理瓶颈层嵌入U-Net中构建GU-Net,并与原始模型进行对比。结果显示GU-Net在

ET和 WT上的DSC分别提升了0.7和0.4个百分点,TC略有下降,证明了图卷积推理瓶颈层在捕捉远程

上下文信息方面的优势。
其次,在 GU-Net模型中分别引入 ASFF机制和 DSConv。实验结果表明:加入 ASFF机制后使

GU-Net模型的 DSC平均值提升了0.27个百分点;加入 DSConv后性能进一步提升,DSC平均值较

GU-Net提升了0.6个百分点。这表明2个模块在改进模型性能方面具有显著效果,尤其是在细粒度特征

提取和多尺度特征融合的任务中。
最后,将DSConv与ASFF机制整合到GU-Net模型中获得 ASGU-Net模型。在BraTS2020验证集

上,ASGU-Net模型在ET、WT和TC的DSC值分别达到了77.40%、90.70%和84.00%,相较于baseline,

ASGU-Net的平均性能有明显提升,充分验证了ASGU-Net模型在脑肿瘤分割任务中的优越性和有效性,
表明该模型能够在复杂的医学图像分割任务中提供更高的精度和鲁棒性。

3.4 与代表性方法对比

为全面验证所提出的ASGU-Net模型的优越性和有效性,选取目前被公认为经典和最新的改进模型作

为参照对象。在实验设置中,将ASGU-Net与这些代表性的脑肿瘤分割方法分别在BraTS2019、BraTS2020
和BraTS2021验证集上进行对比,结果如表2—4所示。

表2 BraTS2019验证集上的对比实验结果

Tab.2 Results
 

of
 

comparison
 

experiments
 

on
 

BraTS2019
 

validation
 

dataset

Methods
 DSC/%↑ Hausdorff95/mm↓

ET WT TC Average ET WT TC Average
KiU-Net

 

3D[16] 73.20 87.60 73.90 78.23 6.32 8.94 9.89 8.38
SoResU-Net[17]

 

72.40 87.50 78.80 79.57 5.97 9.35 11.47 8.93
AugTranSU-Net[18] 78.20 89.70 80.40 82.77 4.11 6.65 9.56 6.77
DMFNet[19]

 

77.30 89.70 81.70 82.90 2.84 6.19 6.59 5.21
AE

 

AU-Net[20]
 

77.30 90.20 81.50 83.00 4.65 6.15 7.54 6.11
CA

 

Net[21]
 

75.90 88.50 85.10 83.20 4.81 7.09 8.41 6.77
MG2AN[22] 77.00 90.20 83.60 83.60 3.74 7.06 5.55 5.45
FS

 

Inv-Res
 

U-Net[23] 78.40 89.70 83.00 83.70 4.00 5.57 6.37 5.31
ASGU-Net(ours) 77.30 90.70 84.90 84.30 3.17 4.93 6.01 4.70
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表3 BraTS2020验证集上的对比实验结果

Tab.3 Results
 

of
 

comparison
 

experiments
 

on
 

BraTS2020
 

validation
 

dataset

Methods
 DSC/%↑ Hausdorff95/mm↓

ET WT TC Average ET WT TC Average
MVP

 

U-Net[24] 67.10 86.20 62.30 71.87 47.33 12.58 50.15 36.68
HRNet[25] 65.40 87.20 68.50 73.70 53.09 22.88 27.11 34.36
3DAGSE-VNet[26] 68.00 85.00 69.00 74.00 47.40 8.44 31.60 29.14
HDC-Net[27] 67.00 84.00 73.00 74.67 53.20 34.20 33.50 40.30
Mulff-2ANet[3] 70.40 88.80 72.00 77.07 41.90 14.13 17.42 24.48
AD-Net[28] 76.00 90.00 80.00 82.00 35.20 7.22 15.30 19.24
AugTrausU-Net[18] 78.60 89.80 81.90 83.43 24.31 5.56 9.56 13.14
MG2AN[22] 78.20 90.30 82.60 83.70 29.41 4.54 8.91 14.29
ASGU-Net(ours) 77.40 90.70 84.00 84.03 35.28 4.17 6.07 15.17

表4 BraTS2021验证集上的对比实验结果

Tab.4 Results
 

of
 

comparison
 

experiments
 

on
 

BraTS2021
 

validation
 

dataset

Methods
 DSC/%↑ Hausdorff95/mm↓

ET WT TC Average ET WT TC Average
U-Net[2] 76.20 88.00 76.10 80.10 25.48 9.97 21.57 19.01
AttU-NET[29] 79.30 87.90 81.90 83.03 23.00 7.80 20.70 17.17
nnU-Net[30] 84.00 92.10 87.20 87.77 — — — —

dResU-Net[31] 84.00 86.00 82.20 84.07 — — — —

GVAT-Net[32] 81.40 90.80 85.40 85.87 21.83 5.37 8.56 11.92
U-NETR[33] 82.10 85.10 89.50 85.57 — — — —

TransBTS[34] 81.20 90.50 83.50 85.07 18.94 6.77 10.14 11.95
Swin

 

Unet[35] 83.40 90.50 86.60 86.83 — — — —

ASGU-Net(ours) 82.50 91.00 88.80 87.43 18.10 6.31 8.76 11.06

由表2数据可知,在BraTS2019验证集上ASGU-Net在ET、WT和TC的DSC指标分别为77.30%、

90.70%和84.90%,其平均DSC值为84.30%。与其他网络相比,ASGU-Net网络呈现出显著优势。黄敬

腾等[23]提出的FS
 

Inv-Res
 

U-Net在ET上的DSC仅略高于ASGU-Net
 

1.1个百分点。LIU等[21]提出的

CA
 

Net在TC上DSC达到最优,然而在ET上的DSC却比ASGU-Net低1.4个百分点,且其平均DSC也

低于ASGU-Net
 

1.1个百分点。此外,在Hausdorff95指标中,ASGU-Net在ET、WT和TC上的表现分别

为3.17、4.93和6.01
 

mm,其平均值为4.70
 

mm。综合评估,ASGU-Net在ET、WT和TC的分割结果中

分别位列第3、第1和第2,其平均DSC值在所有对比方法中表现最佳。
在BraTS2020验证集的对比实验中,ASGU-Net在 ET、WT 和 TC的 DSC指标分别为77.40%、

90.70%、84.00%,平均值84.03%,在 WT、TC 和平均值上领先于其他网络。虽然 ZHANG 等[18]的

AugTrausU-Net在ET上最优,但平均DSC值低于 ASGU-Net
 

0.6个百分点。在 Hausdorff95指标中,

ASGU-Net在ET、WT、TC上分别为35.28、4.17和6.07
 

mm,平均值为15.17
 

mm,排名第4、第1和第1,
平均值排名第3。综上,ASGU-Net在脑肿瘤图像分割任务中具有较为明显的竞争力。该网络不仅可以准

确区分肿瘤的不同区域,而且其在多个评估指标上都取得显著的分割效果。
根据表4中的BraTS2021验证集对比实验结果,ASGU-Net模型在ET、WT和 TC的 DSC分别为

82.50%、91.00%和88.80%,其平均DSC为87.43%,表现优异。ASGU-Net模型在 Hausdorff95指标上

分别为18.10、6.31和8.76
 

mm,其平均值为11.06
 

mm,领先于其他模型。通过与先进模型的对比分析,

ASGU-Net在BraTS2021数据集上的综合性能较为突出,这进一步证明了本文所提出的方法在医学图像分

割任务中的有效性。

3.5 结果可视化

为更直观地展现ASGU-Net在脑肿瘤分割任务中的竞争力,在BraTS2021训练集中选取代表性的图像

进行结果可视化,并选取真实值图像(GT)、U-NETR、nnU-Net和TransBTS等先进网络进行可视化对比分

析,如图6所示。图中使用蓝色线框标注了ASGU-Net在分割结果中相较于其他先进网络表现更优的区

域。图中黄色为增强型肿瘤,红色为坏死肿瘤核心,绿色为肿瘤周围水肿及浸润组织,黑色为背景。通过细
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图6 BraTS2021训练集分割结果可视化图对比图

Fig.6 Comparative
 

visualization
 

of
 

the
 

segmentation
 

results
 

on
 

the
 

BraTS2021
 

training
 

set

致观察可发现,在第1行右上方的绿色水肿区域,ASGU-Net的分割结果明显比 U-NETR
 

、nnU-Net和

TransBTS等先进网络更接近真实值图像。此外,第2行左上方的绿色水肿区域以及第3行右侧的绿色水

肿和黄色增强肿瘤区域等位置也表明ASGU-Net表现优越。这说明,ASGU-Net能够更有效地捕捉肿瘤的

复杂结构特征。综上所述,所提出的ASGU-Net网络能够精准地分割脑肿瘤的病变子区域,在脑肿瘤分割

任务中展现出显著优势。

4 结 语

基于三维U-Net和图卷积的自适应特征融合网络模型 ASGU-Net,
 

通过引入图卷积推理瓶颈层、

DSConv以及ASFF机制,提升了脑肿瘤分割的准确性和鲁棒性。仿真与实验结果表明,ASGU-Net能够更

为精确地捕获脑肿瘤的复杂结构特征,并显著提升模型在BraTS2019—2021数据集上的分割性能。模型的

精确建模对于脑肿瘤分割任务的进一步优化和模型性能分析具有重要参考价值。
本文仅针对脑肿瘤分割问题进行了模型设计与实验验证,未来将探讨引入更先进的图卷积模型,并结合

多模态数据进一步提升模型的精度与泛化能力,为实现脑肿瘤的高精度自动化分割提供更有效的解决方案。
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