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融合多种机制的交通时序数据异常检测模型研究
张培培,刘佳奇

(华北理工大学经济管理学院,河北唐山 063000)

摘 要:为提升交通时序数据异常识别能力,构建了一种混合模型。第一,融合多头注意力、残差及

概率稀疏自注意力机制,形成全局特征识别(global
 

feature
 

recognition,GFR)模块,增强模型对全

局特征的识别能力,有效降低计算复杂度;第二,将膨胀卷积与多尺度卷积相结合,形成局部特征识

别(local
 

feature
 

recognition,LFR)模块,进一步优化模型局 部 特 征 的 提 取 能 力;第 三,引 入Free-
Running训练策略,提升模型的鲁棒性;第四,将上述特征识别模块和训练策略与LSTM 相结合,
并将自注意力机制的结果替代LSTM的输入门控,以优化长序列的记忆效果,同时进一步降低计

算复杂度;最后,采用多元高斯分布概率函数对异常进行判别。结果表明,每在LSTM基础上增加

1个模块,所提模型的预测和异常检测能力均有提升;与常见的Transformer-Bi-LSTM 混合模型

相比,所提模型在预测能力上更为出色,且计算复杂度更低。所提模型在交通时序数据的全局和局

部异常识别上高效、可靠,为提升交通系统的运行效率和安全性提供了参考。
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Abstract:To
 

enhance
 

the
 

anomaly
 

recognition
 

ability
 

of
 

traffic
 

time
 

series
 

data,
 

a
 

hybrid
 

model
 

was
 

constructed.
 

Firstly,
 

the
 

multi-head
 

attention,
 

residuals
 

and
 

probabilistic
 

sparse
 

self-attention
 

were
 

combined
 

to
 

form
 

a
 

global
 

feature
 

recognition
 

(GFR)
 

module,
 

enhancing
 

the
 

ability
 

while
 

reducing
 

computational
 

complexity.
 

Secondly,
 

the
 

dilated
 

convolution
 

and
 

multi-scale
 

convolution
 

were
 

combined
 

to
 

form
 

a
 

local
 

feature
 

recognition
 

(LFR)
 

module,
 

further
 

optimizing
 

local
 

feature
 

extraction.
 

Thirdly,
 

the
 

FreeRunning
 

training
 

strategy
 

was
 

used
 

to
 

improve
 

model
 

robustness.
 

Fourthly,
 

the
 

modules
 

and
 

training
 

strategy
 

were
 

combined
 

with
 

LSTM,
 

while
 

the
 

result
 

of
 

the
 

self-attention
 

mechanism
 

replaced
 

the
 

LSTM
 

input
 

gate,
 

so
 

as
 

to
 

optimize
 

long
 

sequence
 

memory
 

ability
 

and
 

reduce
 

computing
 

complexity.
 

Finally,
 

a
 

multivariate
 

Gaussian
 

distribution
 

probability
 

function
 

was
 

used
 

to
 

discriminate
 

anomalies.
 

The
 

results
 

show
 

that
 

adding
 

each
 

module
 

on
 

the
 

basis
 

of
 

LSTM
 



河 北 科 技 大 学 学 报 2025年

significantly
 

improves
 

the
 

model's
 

prediction
 

and
 

anomaly
 

detection
 

ability;
 

Compared
 

with
 

the
 

general
 

hybrid
 

model
 

Transformer-Bi-LSTM,
 

the
 

proposed
 

model
 

has
 

stronger
 

prediction
 

ability
 

and
 

lower
 

computational
 

complexity.
 

The
 

proposed
 

model
 

performs
 

effectively
 

in
 

recognizing
 

both
 

global
 

and
 

local
 

anomalies
 

in
 

traffic
 

time
 

series
 

data,
 

which
 

provides
 

reference
 

for
 

improving
 

the
 

operational
 

efficiency
 

and
 

safety
 

of
 

the
 

traffic
 

system.
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  在交通领域,交通时序数据异常检测至关重要。这类数据包括交通流量、速度和占有率等信息,其异常检

测对保障交通安全、优化资源和提升交通效率意义重大。深度学习模型(如RNN、LSTM和Transformer)被广

泛用于异常检测[1],通过学习数据模式和长期依赖关系,比较预测值与实际值,来判断异常[2]。然而,交通数

据动态性强、复杂度高,受多种因素干扰[3],需识别全局和局部特征异常[4]。1)全局特征检测问题:传统

RNN难以处理长期依赖问题,LSTM虽有改进,但对极长序列的处理仍有限制[5],Transformer虽能捕捉远

距离依赖[6],但计算复杂度高,不利于超长序列处理[7]。2)局部特征检测问题:卷积层虽能提取局部特征[8],
但因卷积核感受野固定,难以捕捉多尺度特征[9]。3)混合模型问题:如Transformer-Bi-LSTM 混合模型虽

能提升预测能力[10],但在局部特征提取、鲁棒性和计算效率方面仍有不足。针对上述问题,本文提出一种混

合模型,旨在优化交通时序数据的异常检测能力。

1 模型设计

交通时序数据的复杂性使得交通数据的预测极具挑战性,单一方法难以满足高效、精准的预测需求。为

此,本文提出的交通时序数据预测模型融合了三大核心模块:1)全局特征识别(global
 

feature
 

recognition,

GFR)模块,通过集成Transformer的多头注意力、残差和概率稀疏自注意力机制,在精准提取全局特征的同

时降低计算复杂度;2)局部特征识别(local
 

feature
 

recognition,
 

LFR)模块,结合膨胀卷积和多尺度卷积技

术,灵活捕捉交通数据中的局部细节特征,优化局部特征提取效果;3)FreeRunning训练策略,增强模型训练

的鲁棒性。将上述特征识别模块和训练策略与LSTM 相结合,并将全局特征识别模块的输出作为LSTM
的输入门控,进一步降低计算复杂度,提升长序列数据的记忆与预测能力。

1)GFR GRF是模型的核心部分,用于高效提取交通时序数据的全局特征。自注意力机制通过对输入

序列的全局建模捕捉长距离依赖,但其计算复杂度随序列长度增加而呈平方增长,限制了在长序列数据中的

应用[11]。概率稀疏自注意力机制通过稀疏性度量方法对注意力得分进行概率稀疏采样,从而降低了计算复

杂度[7]。然而,采样后的键值对数量减少可能导致后续计算的缺失。为此,本模块通过补零操作,结合卷积、

ELU激活和最大池化对特征降采样,使其在较短子序列上计算,降低计算量并防止过拟合。之后,利用反卷

积进行上采样,恢复到原始序列长度,在减少计算成本的同时,保持对序列的有效建模能力。此外,Trans-
former的多头注意力结构能从不同子空间中提取信息,增强模型对复杂关系的捕捉能力,残差结构能有效

解决训练过程中梯度消失问题。基于此,GFR融合了概率稀疏自注意力、残差和多头注意力机制,能更全

面、精准地捕捉数据中的全局特征。如图1所示,该模块包含6层编码器,每层均采用概率稀疏自注意力、残
差和多头注意力结构。

初始输入为17
 

856×3的矩阵(17
 

856为时间点数,3为交通流量、平均速度和平均占用率三方面的数

据)。输入数据首先经过位置编码以获取序列位置依赖关系,然后通过多头概率稀疏自注意力和降采样获取

自注意力输出。经上采样后,与位置编码输出相加并归一化,再经过前馈网络处理,最后进行残差求和与归

一化,得到与输入形状一致的编码器输出结果。本模块采用8头注意力机制,具体结构如图2所示。

2)LFR LFR是本模型的关键部分,专注于捕捉交通时序数据中的局部细节特征,以增强模型对短时

波动和局部模式的感知能力。卷积神经网络能自动从输入数据中提取具有代表性的局部特征,但在处理序

列数据时,通常需要更深的网络结构来获得较大的感受野,这可能导致梯度消失[12]。而时空卷积通过卷积

输入的间隔采样,有效扩大了感受野[13],避免出现梯度消失。但模型还需捕捉不同时间尺度的特征,多尺度

卷积网络通过使用不同大小的卷积核来获取不同尺度的特征[9]。本模块结合膨胀卷积和多尺度卷积,使模

型对不同频率和幅度的变化具有更强的适应性。如图3所示,卷积输入通道数为3,输出通道数为1,模型共

有4个尺度的卷积核{2,4,8,16},所以卷积核大小分别为{3×1×2,3×1×4,3×1×8,3×1×16}。每个尺
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图1 全局特征识别模块

Fig.1 Global
 

feature
 

recognition
 

module

图2 多头注意力

Fig.2 Multi-head
 

attention

度的卷积核又对应着4个膨胀率,大小分别为{1,2,4,8}。模型共产生4×4=16个卷积结果。接下来,利用

拼接技术将16个卷积结果进行拼接,拼接后大小为17
 

856×16,再经过前馈网络,输出数据维度修改为

17
 

856×3。

3)FreeRunning混合训练策略 在时序数据处理中,传统训练模式常采用TeacherForcing策略,即直接

用真实标签作为下一时间步的输入,从而加快模型学习输入与输出映射关系的速度[14],如图4
 

a)所示。然
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图3 膨胀卷积和多尺度卷积网络相结合的局部特征提取模型

Fig.3 Local
 

feature
 

extraction
 

model
 

combining
 

dilated
 

convolution
 

and
 

multi-scale
 

convolutional
 

networks

图4 TeacherForcing与FreeRunning训练策略

Fig4 Training
 

strategies
 

of
 

TeacherForcing
 

and
 

FreeRunning

而,这种模式可能导致模型过度依赖外部输入,忽视自身预测误差的处理,在面对新数据时因缺乏纠错能力

而无法有效适应。FreeRunning训练模式通过将前一步的输出作为后一步的输入(如图4
 

b)所示),迫使模

型基于自身预测进行训练,增强其对预测误差的鲁棒性和泛化能力,但也会增加训练的时间成本。本模型采

用TeacherForcing与FreeRunning混合训练策略,在400个训练周期中,前40个周期用36个epoch进行

TeacherForcing训练,4个epoch进行FreeRunning训练;最后40个epoch完全采用FreeRunning模式。通

过动态调整2种模式比例(如图5所示),模型从依赖真实标签逐步过渡到依赖自身预测,有效缓解过拟合,
兼顾快速收敛与强泛化能力,特别适用于交通预测这类复杂任务和长序列数据,显著提升模型在实际应用中

的表现。

图5 两种训练模式比例动态调整策略

Fig.5 Dynamic
 

adjustment
 

strategy
 

for
 

the
 

proportion
 

of
 

the
 

two
 

training
 

modes

4)整体结构 本文模型在LSTM 的基础上,融合了 GFR、LFR以及
 

FreeRunning混合训练策略:

a)GFR经过归一化处理后,获取输入样本的权重,记为β,并将其作为
 

LSTM
 

输入门的门控,如图6所示。

LSTM
 

的输入门决定了当前输入信息能保存至细胞状态的数量,而自注意力机制的输出是给输入的不同部
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图6 模型整体结构

Fig.6 Overall
 

architecture
 

of
 

the
 

model

分赋予不同程度的关注以及权重,恰好可以作为
 

LSTM
 

输入门的门控参数。这种方法不但加快了模型的收

敛速度,而且增强了其提取全局特征信息的能力。b)输入数据经过LFR模块,提取出局部特征向量并输入

预测模型,进而能够更高效地提取局部特征。c)为了避免预测误差持续累积,采用了FreeRunning策略,有
效地缓解了过拟合问题,为后续的异常检测打下基础。

2 异常检测方法

在完成预测之后,模型使用多元高斯分布概率函数来识别异常,如图7所示。

图7 基于多元高斯分布概率函数异常检测方法

Fig.7 Anomaly
 

detection
 

method
 

based
 

on
 

multivariate
 

Gaussian
 

distribution
 

probability
 

function

获取时序数据集XM=[x1,x2,…,xi,…,xM],其中,M 代表数据集XM 的大小;i为正整数;xi 代表时

间i的记录值。使用预测模型对所述数据集XM 进行预测,得到预测结果Y︵M,并计算XM 中每个预测值y︵i
与真实数值yi 的误差向量ei,如式(1)所示。然后,计算每个ei 的高斯分布概率密度pi,pi 通过多元高斯

分布模型计算,参数包括高斯分布的均值μ 和协方差Σ,μ 和Σ 的计算如式(2)、(3)所示。最后,计算每个误

差向量ei 的高斯分布概率密度值,如式(4)所示。当概率密度值pi 小于阈值τ时,记录值xi 为异常,否则

为正常。通过F1最大化的方式来确定区分异常值和正常值的阈值τ。
ei=y︵i-yi, (1)

μ=
1
M∑

M

i=1
ei, (2)

Σ=
1
M∑

M

i=1

(ei-μ)(ei-μ)T, (3)
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pi=(ei-μ)Σ-1(ei-μ)T。 (4)

3 结果与讨论

为了全面评估本文提出的交通时序数据异常检测模型的性能,从多个维度对模型进行实验验证。

3.1 实验准备

1)样本数据情况 本实验使用美国加州交通系统的PEMs08数据集,包含170个探测器每隔5
 

min采

集的交通数据,共62
 

d、17
 

856个时间点。每个探测器的数据有交通平均占有率、交通流量和交通平均速度

3个特征,如图8所示。随机选取136个探测器(80%)作为训练集,34个探测器(20%)作为测试集。

图8 第1个探测器采集的交通数据

Fig.8 Traffic
 

data
 

collected
 

by
 

the
 

first
 

detector

2)训练环境和参数设置 硬件:CentOS
 

7操作系统,CPU 为Intel
 

Core
 

i5-8250U,GPU 为 NVIDIA
 

GeForce
 

MX150。软件:CUDA
 

9.2,CuDNN
 

7.6,Python
 

3.8,Keras框架。训练参数:初始学习率为1×
10-4,均方误差损失,Adam优化器,迭代400次。GFR参数:编码器为6层,注意力头数为8,dropout为

0.2。LFR参数:4个尺度卷积核大小为{3×1×2,
 

3×1×4,
 

3×1×8,
 

3×1×16},膨胀率为{1,
 

2,
 

4,
 

8}。

LSTM参数:隐含层大小为10,dropout为0.2。

3.2 训练收敛状况比较

通过消融实验,逐一添加模块并分析影响,如图9所示。1)添加1个模块:收敛效果总体优于原始

LSTM模型,其中GFR收敛最快,FreeRunning次之,LFR再次之。2)添加2个模块:总体优于单模块模

型,GFR+FreeRunning表现最佳,GFR+LFR次之,LFR+FreeRunning再次之。3)添加3个模块:初始收

敛速度不如双模块模型,但后期收敛效果最好。总之,3个模块都添加的模型最优,双模块优于单模块,且均

优于原始LSTM模型。
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图9 损失函数变化曲线的对比

Fig.9 Comparison
 

of
 

the
 

change
 

curves
 

of
 

the
 

loss
 

function

3.3 预测能力比较

通过平均绝对误差(MAE)和R2 值(见式(5)—(7))评估模型性能,结果如表1所示。1)添加1个模块:
总体优于原始LSTM模型,GFR表现最好,FreeRunning次之,LFR稍弱。2)添加2个模块:总体优于单模

 

表1 不同模型预测能力与LSTM的对比

Tab.1 Comparison
 

of
 

prediction
 

ability
 

and
 

LSTM
 

of
 

different
 

models
 

based
 

on
 

ablation
 

experiments
方  法 MAE R2

原始LSTM 6.529 0.501
添加GFR 4.986 0.592
添加FreeRunning 5.132 0.584
添加LFR 5.624 0.542
添加GFR+LFR 2.765 0.722
添加LFR+FreeRunning 2.783 0.714
添加GFR+FreeRunning 2.632 0.754
添加GFR+LFR+FreeRunning 1.593 0.904

块模型,其中 GFR+FreeRunning表 现 最 佳,

GFR+LFR 次 之,LFR+FreeRunning稍 弱。

3)添加3个模块:预测能力最强。总之,3个模

块都添加时模型最优,其次是双模块,再次是单

模块。

MAE=
1
m∑

m

i=1
|(yi-y︵i)|

 

, (5)

R2=1-
SSresiduat
SStotal

=∑i|(yi-fi)|2

∑i|(yi-􀭵y)|2
 

,(6)

􀭵y=
1
n∑

n

i=1
yi

 。 (7)

3.4 异常检测能力比较

图10和图11分别呈现了长时和短时数据的异常检测结果,a)图均为归一化后的交通流量(蓝色)、交通

图10 长时数据异常检测

Fig.10 Long
 

term
 

data
 

anomaly
 

detection
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图11 短时数据异常检测

Fig.11 Short
 

term
 

data
 

anomaly
 

detection

平均速度(橙色)和交通平均占有率(绿色),b)图均为基于多元高斯分布概率密度倒数的异常分值。由图可

知,模型能有效察觉长时和短时数据的异常情况。实验数据证明了模型的有效性。
数据定义:将62

 

d数据定义为长时数据,1
 

d数据为短时数据。测试集包含34个探测器,共607
 

104个

数据点,其中长时异常73个,短时异常2
 

740个。
实验方法:通过消融实验对比各模型的异常检测能力,结果见表2和表3。

表2 长时异常检测能力对比

Tab.2 Comparison
 

of
 

long-term
 

anomaly
 

detection
 

capabilities
模  型 TP FP TN FN P/% R/% F1

原始LSTM 607
 

027 4 54 19 99.996
 

2 99.996
 

9 99.999
 

7
添加GFR 607

 

029 2 66 7 99.998
 

5 99.998
 

8 99.999
 

8
添加FreeRunning 607

 

028 3 63 10 99.997
 

9 99.998
 

4 99.999
 

8
添加LFR 607

 

027 4 58 15 99.996
 

9 99.997
 

5 99.999
 

7
添加GFR+LFR 607

 

029 2 66 7 99.998
 

5 99.998
 

8 99.999
 

8
添加GFR+FreeRunning 607

 

029 2 67 6 99.998
 

7 99.999
 

0 99.999
 

8
添加LFR+FreeRunning 607

 

029 2 66 7 99.998
 

5 99.998
 

8 99.999
 

8
添加GFR+LFR+FreeRunning 607

 

030 1 67 6 99.998
 

8 99.999
 

0 99.999
 

9

表3 短时异常检测能力对比

Tab.3 Comparison
 

of
 

short-term
 

anomaly
 

detection
 

capabilities
模  型 TP FP TN FN P/% R/% F1

原始LSTM 604
 

343 21 2
 

681 59 99.986
 

8 99.990
 

2 99.998
 

3
添加GFR 604

 

345 19 2
 

697 43 99.989
 

8 99.992
 

9 99.998
 

5
添加FreeRunning 604

 

347 17 2
 

710 30 99.992
 

3 99.995
 

0 99.998
 

6
添加LFR 604

 

355 9 2
 

715 25 99.994
 

4 99.995
 

9 99.999
 

3
添加GFR+LFR 604

 

358 6 2
 

725 15 99.996
 

5 99.997
 

5 99.999
 

5
添加GFR+FreeRunning 604

 

355 9 2
 

720 20 99.995
 

2 99.996
 

7 99.999
 

3
添加LFR+FreeRunning 604

 

357 7 2
 

724 16 99.996
 

2 99.997
 

4 99.999
 

4
添加GFR+LFR+FreeRunning 604

 

362 2 2
 

734 6 99.998
 

7 99.999
 

0 99.999
 

8

评价指标:TP为正常数据被正确判定的数量,TN为异常数据被正确判定的数量,FN为漏检数量,P
为精确度,R 为召回率(见式(8)—(10))。

P=
TP+TN

TP+FP+TN+FN
 

, (8)

R=
TP

TP+FN
 

, (9)

F1=
2P×R
P+R

 

。 (10)

  结果分析:3个模块均添加的模型优于双模块模型,双模块模型优于单模块模型,单模块模型优于原始
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LSTM。长时异常检测中,GFR模块贡献最大;短时异常检测中,LFR模块贡献最大。FreeRunning混合训

练策略对长时和短时异常检测均有提升作用。

3.5 对比分析

将模型的预测能力和异常检测能力做对比分析。

1)预测能力 如表4所示,单模块总体提升了LSTM 的预测能力,其中GFR提升效果最佳,FreeRun-
ning次之,LFR较小。双模块优于单模块,GFR+FreeRunning提升幅度最大,其次是GFR+LFR,LFR+
FreeRunning稍逊一筹。3个模块均添加的模型预测能力提升最为显著。

表4 预测能力提升比较

Tab.4 Comparison
 

of
 

model
 

prediction
 

capabilities
模  型 MAE/% R2/%

添加GFR 23.63 18.16
添加FreeRunning 21.40 16.57
添加LFR 13.86 8.18
添加GFR+FreeRunning 59.69 50.50
添加GFR+LFR 57.65 44.11
添加LFR+FreeRunning 57.37 42.51
添加GFR+LFR+FreeRunning 75.60 80.44

  2)异常检测能力 如表5所示,在长时异常检测中,单模块GFR优化效果最佳,FreeRunning次之,

LFR贡献不明显,双模块GFR+FreeRunning表现最佳,GFR+LFR其次,LFR+FreeRunning最差,3个

模块均添加的模型提升效果最佳;在短时异常检测中,单模块LFR贡献最大,FreeRunning次之,GFR最

小,双模块GFR+LFR贡献最大,LFR+FreeRunning其次,GFR+FreeRunning最差,3个模块均添加模的

型优化效果最好。
表5 异常检测能力提升比较

Tab.5 Comparison
 

of
 

model
 

anomaly
 

detection
 

capabilities

模  型
长 时 短 时

P T F1 P T F1-score
添加GFR 4×10-6 19×10-6 12×10-6 4×10-6 27×10-6 15×10-6

添加FreeRunning 2×10-6 15×10-6 8×10-6 7×10-6 48×10-6 27×10-6

添加LFR 0   6×10-6 3×10-6 20×10-6 57×10-6 38×10-6

添加GFR+FreeRunning 4×10-6 21×10-6 12×10-6 20×10-6 65×10-6 42×10-6

添加GFR+LFR 4×10-6 19×10-6 12×10-6 25×10-6 73×10-6 49×10-6

添加LFR+FreeRunning 4×10-6 19×10-6 12×10-6 23×10-6 72×10-6 47×10-6

添加GFR+LFR+FreeRunning 5×10-6 21×10-6 13×10-6 32×10-6 88×10-6 59×10-6

总之,3个模块皆有助于提升模型的预测能力,长时异常检测中GFR贡献最大,短时异常检测中LFR
贡献最大,FreeRunning混合训练策略对长时和短时异常检测均有贡献。

3.6 与Transformer-Bi-LSTM 模型比较

本文模型在PAN等[10]提出的Transformer-Bi-LSTM模型基础上进行了改进。1)对预测能力而言,本
文模型与Transformer-Bi-LSTM模型相同,均结合了多头自注意力与LSTM,但本模型还通过以下3个优

化措施提升了预测能力:一是使用LFR模块增强局部特征提取;二是引入FreeRunning混合训练策略提升

模型鲁棒性;三是将自注意力机制的输出作为LSTM的输入门控。如表6所示,在单一改进中,将Bi-LSTM
替换为FreeRunning混合训练策略的效果最显著,其次为添加LFR模块,最后是门控改进。在双重改进中,

LFR+FreeRunning组合提升最明显,其次是门控改进+FreeRunning组合,最后是LFR+门控改进组合。

3处改进均实施时,模型预测效果最佳。2)对计算复杂度而言,本文模型在Transformer-Bi-LSTM 模型基

础上,主要通过以下2个优化措施降低计算复杂度:一是引入概率稀疏自注意力机制,将自注意力机制的复

杂度由O(N2)降到了O(Nlog
 

N)(见式(11)—(12))[15];二是把自注意力机制的结果作为
 

LSTM 输入门

控,进一步减少计算量(见式(13)—(14))[16]。虽然本文模型与Transformer-Bi-LSTM 模型相比多了一个

LFR模块的计算(见式(15)—(16)),但该模块计算量并不大(见式(17)),具体计算复杂度比较如表7所

示[17]。总之,本文模型通过LFR模块、FreeRunning混合训练策略和将自注意力机制的输出作为LSTM的

输入门控,显著提升了模型的预测能力,降低了计算复杂度,整体性能优于Transformer-Bi-LSTM。
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表6 本文模型与Transformer-Bi-LSTM的预测能力对比

Tab.6 Comparison
 

of
 

predictive
 

capabilities
 

between
 

the
 

model
 

proposed
 

in
 

this
 

paper
 

and
 

Transformer-Bi-LSTM
模 型         MAE R2

Transformer-Bi-LSTM 2.765 0.722
修改1处:添加LFR 1.965 0.816
修改1处:Bi-LSTM变为FreeRunning 1.914 0.819
修改1处:自注意力机制输出作为LSTM的输入门控 1.987 0.810
修改2处:添加 MSD_CNN和Bi-LSTM变为FreeRunning 1.698 0.878
修改2处:添加 MSD_CNN和encoder输出作为LSTM的输入门控 1.745 0.854
修改2处:encoder输出作为LSTM的输入门控和Bi-LSTM变为FreeRunning 1.732 0.863
修改3处:GFRModule_LFRMODULE_FreeRunning_LSTM 1.593 0.904

FLOPsencoder=num_layers×h×N ×N ×d, (11)

FLOPsGFR=num_layers×h×N ×log
 

N ×d, (12)

FLOPsBi-LSTM=2×N ×4×(d×W +W ×W), (13)

FLOPsFreeRuuning=2×N ×3×(d×W +W ×W), (14)

FLOPsTransformer-Bi-LSTM=FLOPsencoder+FLOPsBi-LSTM, (15)

FLOPs本文模型 =FLOPsGFR+FLOPsFreeRunning+FLOPsLFR, (16)

FLOPsLFR=2×N ×Cin×Cout×∑
M

i=1
size_kernal2i ×num_dilation, (17)

式中:num_layers为encoder层数;h 为注意力头数;N 为时间序列个数;d 为输入特征维度;W 为隐含层参

数数目;Cin 为输入通道数;Cout为输出通道数;M 为不同卷积核种类个数;size_kernali 为第i个卷积的大

小;num_dilation为膨胀卷积个数。
 

表7 本文模型与Transformer-Bi-LSTM的计算复杂度对比

Tab.7 Comparison
 

of
 

computational
 

complexity
 

between
 

the
 

model
 

proposed
 

in
 

this
 

paper
 

and
 

Transformer-Bi-LSTM

模 型     自注意力机制 LSTM 卷 积 总 和

Transformer-Bi-LSTM 45
 

912
 

489
 

984 15
 

427
 

584     0 45
 

927
 

917
 

568
本文模型 10

 

932
 

460 11
 

570
 

688 72
 

852
 

480 95
 

355
 

628

4 结 语

提出了一种新型交通时序数据异常检测模型,旨在提升交通系统中长时和短时异常检测的性能:1)通过

融合多头注意力、残差及概率稀疏自注意力来构建GFR,在增强模型对全局特征识别能力的同时还降低了

计算复杂度;2)将膨胀卷积与多尺度卷积相结合形成LFR,优化局部特征提取,提升模型对细节的捕捉能

力;3)运用FreeRunning混合训练策略,提升模型的鲁棒性;4)与LSTM 相结合,并将自注意力机制的结果

替代LSTM输入门控,在优化长序列记忆和预测能力的同时降低计算复杂度。该模型在预测和异常检测方

面全面优于基础的LSTM模型,且相比Transformer-Bi-LSTM混合模型展现出更强的实践推广价值,为满

足交通领域中既要求长时异常检测又要求短时异常检测的复杂需求提供了一种高效且精准的解决方案,能
够显著提升交通系统的运行效率与安全性。

本文交通数据异常检测主要基于单一模态数据[18],未来拟针对多模态数据融合研究尚不完善的情

况[19],进一步探索多模态数据融合技术以及协同学习机制,以获取更全面和准确的交通信息,从而更精准地

识别各类交通异常情况,为交通系统的智能化管理提供技术支持。
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