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基于改进PPO算法的混合动力汽车能量管理策略
马 超,孙 统,曹 磊,杨 坤,胡文静

(山东理工大学交通与车辆工程学院,山东淄博 255000)

摘 要:为了提高功率分流式混合动力汽车(hybrid
 

electric
 

vehicle,HEV)的经济性,建立了 HEV
整车的纵向动力学模型,并提出了一种基于策略熵优化的改进近端策略优化(proximal

 

policy
 

opti-
mization,PPO)算法的能量管理策略(energy

 

management
 

strategy,EMS)。在一般PPO算法基

础上,通过采用经验池机制简化算法框架,只使用1个深度神经网络进行交互训练和更新,以减少

策略网络参数同步的复杂性;为了有效探索环境并学习更高效的策略,在损失函数中增加策略熵,
以促进智能体在探索与利用之间达到平衡,避免策略过早收敛至局部最优解。结果表明,这种基于

单策略网络改进PPO算法的EMS相比于基于双策略网络PPO的EMS,在UDDS工况和NEDC
工况下,均能更好地维持电池的荷电状态(state

 

of
 

charge,SOC),同时等效燃油消耗分别降低了

8.5%和1.4%,并取得了与基于动态规划(dynamic
 

programming,DP)算法的EMS相近的节能效

果。所提改进PPO算法能有效提高 HEV的燃油经济性,可为 HEV的EMS设计与开发提供

参考。
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Abstract:In
 

order
 

to
 

improve
 

the
 

economy
 

of
 

power-split
 

hybrid
 

electric
 

vehicle
 

(HEV),a
 

longitudinal
 

dynamics
 

model
 

of
 

the
 

entire
 

HEV
 

vehicle
 

was
 

established,and
 

an
 

energy
 

management
 

strategy
 

(EMS)
 

based
 

on
 

strategy
 

entropy
 

optimization
 

with
 

an
 

improved
 

proximal
 

policy
 

optimization
 

(PPO)
 

algorithm
 

was
 

proposed.
 

The
 

algorithmic
 

framework
 

was
 

simplified
 

by
 

employing
 

an
 

experience
 

pooling
 

mechanism
 

based
 

on
 

traditional
 

PPO
 

algorithm,and
 

only
 

one
 

deep
 

neural
 

network
 

was
 

used
 

for
 

interactive
 

training
 

and
 

updating
 

to
 

reduce
 

the
 

complexity
 

of
 

parameter
 

synchronization
 

in
 

the
 

policy
 

network.
 

In
 

order
 

to
 

effectively
 

explore
 

the
 

environment
 

and
 

learn
 

more
 

efficient
 

strategies,the
 

strategy
 

entropy
 

was
 

added
 

to
 

the
 

loss
 

function
 

to
 

promote
 

the
 

intelligence
 

to
 

strike
 

a
 

balance
 

between
 

exploration
 

and
 

utilization
 

and
 

to
 

avoid
 

premature
 

convergence
 

of
 

strategies
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to
 

local
 

optimal
 

solutions.
 

The
 

results
 

show
 

that
 

the
 

EMS
 

based
 

on
 

the
 

improved
 

PPO
 

algorithm
 

with
 

single-policy
 

network
 

maintains
 

the
 

state
 

of
 

charge(SOC)
 

of
 

the
 

battery
 

more
 

effectively
 

than
 

the
 

EMS
 

based
 

on
 

the
 

dual-strategy
 

network
 

PPO
 

under
 

both
 

UDDS
 

and
 

NEDC
 

driving
 

cycle.
 

Additionally,the
 

equivalent
 

fuel
 

consumption
 

is
 

reduced
 

by
 

8.5%
 

and
 

1.4%,

respectively,achieving
 

energy-saving
 

effects
 

comparable
 

to
 

the
 

EMS
 

based
 

on
 

the
 

dynamic
 

programming (DP)
 

algorithm.
The

 

proposed
 

improved
 

PPO
 

algorithm
 

can
 

effectively
 

enhance
 

the
 

fuel
 

economy
 

of
 

hybrid
 

vehicles
 

and
 

provide
 

a
 

reference
 

for
 

the
 

design
 

and
 

development
 

of
 

EMS
 

for
 

hybrid
 

vehicles.
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  汽车保有量的迅速增长,不仅给国家能源安全带来巨大的挑战,环境污染问题也日益凸显[1],而混合动

力汽车(hybrid
 

electric
 

vehicle,HEV)被认为是减排的重要角色。HEV能够通过适当的能量管理策略

(energy
 

management
 

strategy,EMS),使得多个动力源的合作高效运行,从而降低燃料消耗和温室气体排

放[2]。HEV的EMS可以分为基于规则的策略、基于优化的策略和基于学习的策略[3]。基于规则的策略是

工程领域实现实时控制的最常用方法,但是高效策略的设计依赖于工程师的专业水平[4]。基于优化的策略

是将能量管理构建成一个最优化问题,求解可行域中的最优解或次优解,在一定程度上提高EMS的燃油经

济性,但是在复杂的情况下难以实时求解并在线应用[5-6]。

近年来,随着人工智能的快速发展,基于学习的方法开始应用在HEV的能量管理问题中[7]。LIN等[8]首

次将强化学习Q-learning算法应用到HEV的能量管理问题中,EMS问题被建模为马尔可夫决策过程,智能体

与环境进行交互学习并更新策略,不仅减少了计算时间,还提高了车辆的燃油经济性。但是由于离散状态的限

制,Q-learning算法很难处理高维度的问题。WU等[9]提出了一种用于EMS的深度Q学习(deep
 

Q-network,

DQN)算法,使用深度神经网络近似动作值函数,替代Q-learning算法中的表格存储,解决了维数诅咒问题。

WANG 等[10]采用改进的参数化DQN算法,降低了3.1%的驱动成本,并且有效延长了电池寿命。WU等[11]利

用深度确定性策略梯度(deep
 

deterministic
 

policy
 

gradient,DDPG)开发了插电式混合动力公交车的EMS,能够

连续输出控制动作而不需要将动作空间离散化。LIAN等[12]将电池特性和最佳制动比油耗与DDPG策略结

合,缩减了动作空间,加快了学习速度。ZHANG等[13]提出了一种近端策略优化(proximal
 

policy
 

optimization,

PPO)算法与等效燃油最小(equivalent
 

consumption
 

minimization
 

strategy,ECMS)算法相结合的自适应分层能量

策略框架,解决了ECMS动态因子调节规划问题。ZHANG等[14]将LSTM应用到PPO算法中并设计了一个局

部样本香农熵来实现对并联电液混合动力性能参数的动态评价,提高了EMS的有效性。WANG 等[15]将13种

基于深度强化学习的HEV能量管理算法进行比较,结果表明,基于PPO的EMS拥有最快的收敛速度,时间成

本最低。目前,有很多研究将基于值函数的深度强化学习算法应用于HEV的能量管理问题中,这些算法包括

Q-learning、DQN以及DDQN等,然而,由于输出动作的离散化会导致发动机输出的转矩出现剧烈震荡,这些算

法并不能完全适用于连续控制动作的任务。尽管基于策略的深度强化学习算法如DDPG和PPO,解决了HEV

图1 功率分流式HEV的动力结构

Fig.1 Structure
 

of
 

the
 

power-split
 

hybrid
 

vehicle
 

powertrain

能量管理中的这一问题,但在提高算法的探索和学习新

策略的能力方面,仍可以进一步优化和提升。
基于此,本文基于改进PPO提出了一种新型的

HEV的EMS。与使用2个策略网络分别代表新旧策

略的一般PPO算法不同,本文利用经验池机制,使得

整体的策略框架只需使用1个策略网络,减少了2个

策略网络参数同步的复杂性,并简化了整体框架结构。

1 HEV动力学建模

1.1 HEV动力系统

本文以功率分流式 HEV为被控对象,动力总成配

置简图如图1所示,包括发动机、驱动电机(电机1)、发
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表1 车辆参数

Tab.1 Parameters
 

of
 

vehicle
部 件   参 数 参数值

整备质量 质量/kg 1
 

501
发动机 峰值功率/kW 56
电机1 额定/峰值功率/kW 25/50
电机2 额定/峰值功率/kW 15/30
电池 额定容量/(A·h) 6.5
传动 主减速器传动比 4.05
行星齿轮 太阳轮/齿圈齿数 30/78

电机(电机2)、行星架和动力电池,整车参数如表1
所示。

1.2 HEV纵向动力学

本文忽略车辆横向动力学影响,采用后向仿真方

法,无驾驶员模型,只考虑纵向动力学,能量管理系统

主要处理多个动力源之间的功率分配,给定工况下车

辆的功率需求由式(1)的纵向力平衡方程计算,车辆行

驶阻力主要由滚动阻力、空气阻力、坡道阻力和加速阻

力组成。

Preq=(Ff+Fw+Fi+Fj)v,

Ff=Mgfcos
 

θ,

Fw=
1
2CdAρv2,

Fi=Mgsin
 

θ,

Fj=δM
dv
dt
,

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

(1)

式中:Preq 为车辆在行驶过程中的需求功率;Ff为滚动阻力;Fw
 为空气阻力;Fi

 为坡道阻力;Fj
 为加速阻力;

M 为整车质量;g 为重力加速度;f 为滚动阻力系数;θ为道路坡度(本文不考虑道路坡度);Cd 为空气阻力

系数;ρ为空气密度;A 为车辆迎风面积;v 为车速;δ为旋转质量换算系数。

行星齿轮机构作为动力耦合装置,其中,电机1耦合在齿圈上,太阳轮和行星架分别连接在电机2和发

动机上,其中电机1和车轮驱动轴耦合,因此电机1转速和车速存在直接耦合关系,根据行星排原理,行星齿

轮组各部件的转速和转矩的关系见式(2)。

ωs+αωr=(1+α)ωc,

Ts∶Tr∶Tc=1∶α∶-(1+α), (2)

式中:ωs、ωr和ωc 分别代表太阳轮、齿圈和行星架的转速;α为太阳轮与齿圈的齿比;Ts、Tr 和Tc 分别为太

阳轮、齿圈和行星架的转矩。

1.3 动力系统部件模型

发动机与车轮之间无机械耦合关系,因此发动机对于任意的功率需求可以控制在对应的最优效率工作点

上。本文对整车燃油经济性进行研究,燃油消耗率与发动机转速和转矩的关系被简化为二维关系[16],见式(3)。

ṁf=f(Te,ωe)
 

, (3)

式中ṁf为在发动机转矩为Te 和转速为ωe 时的燃油消耗率。

在电机模型中,考虑电机功率和电机效率,可以简化为与电机转矩和转速相关的函数,见式(4)。

ηmot=f(Tmot,ωmot)
 

, (4)

式中:ηmot为电机在转矩为Tmot和转速为ωmot下的效率。

本文没有考虑电池温度变化和电池老化,使用1个简化电池模型,其中电池电压、电流、电池荷电状态等

相关关系见式(5)。

Pbat(t)=Voc(t)·Ibat(t)-Rint·I2bat(t),

Ibat(t)=
Voc(t)- V2

oc(t)-4·Rint·Pbat(t)
2·Rint

,

ṠOC=-
Ibat(t)
Qbat

,

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁
􀪁
􀪁
􀪁􀪁

(5)

式中:Pbat、Voc 和Ibat分别为电池的输出功率、开路电压和电池电流;Rint为电池内阻;ṠOC为电池SOC的变

化率;Qbat为电池的额定容量。
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2 基于策略优化深度强化学习算法的EMS

2.1 强化学习算法原理

强化学习(reinforcement
 

learning,RL)提供了一种框架,用于解决控制任务和决策问题,通过建立智能

体来实现。在这个框架中,智能体通过与环境的交互来进行试错学习,从而根据其所采取的行动获得奖励

(正或者负)。这个过程利用了马尔可夫决策过程来建模,依据马尔可夫性质,一个动作的执行仅依赖于当前

的状态,而与过去的状态和动作无关。在RL的循环中,输出的是一系列的状态、动作、奖励以及后继状态。
智能体的主要目标是最大化其获得的累计奖励,即最大化期望回报。通过这种方式,RL旨在使智能体学会

在给定环境状态下做出最优的决策。

2.2 基于深度强化学习的能量管理问题描述

本文将深度强化学习算法应用于HEV的能量管理问题中,具体的训练框架如图2所示。

图2 深度强化学习训练框架

Fig.2 Deep
 

reinforcement
 

learning
 

training
 

framework

智能体在与环境的交互中学习到高效的EMS,在进行具体控制之前,首先需要定义算法的基本组成:状
态、动作、奖励。

HEV的能耗与诸多因素有关,本文主要考虑的是车辆本身的状态,所以选取车速、加速度和SOC。车

速和加速度隐含了车辆在行驶过程中的功率需求,SOC为整个策略中的关键信息。算法解决的是车辆在工

况下行驶过程中的功率分配问题,车辆状态见式(6)。

S={SOC,v,a}, (6)

式中:SOC为电池荷电状态;v 和a 分别为车速和加速度。
为了减少动作探索的空间,降低整体算法问题的复杂性,本文选择使用发动机最优工作曲线。基于实验

图3 发动机万有特性图

Fig.3 Engine
 

universal
 

characteristic
 

curve

得出了发动机万有特性数据,其万有特性曲线如图

3所示。在某一给定功率值,通过插值查表寻找发

动机燃油消耗率最小的转速,具体逻辑如表2伪代

码所示,从而得到发动机的最优工作曲线,如图4
所示。动作为深度强化学习中智能体的输出,定义

为发动机输出功率[17],如式(7)所示。
A={Pe}

  

。 (7)
  策略根据当前状态可以输出动作(发动机功

率)和插值得到发动机转速,进而确定发动机转矩,
见式(8)。

ωe=f(Pe),

Te=(Pe)/ωe, (8)

式中:ωe 为发动机转速;Te 为发动机转矩。
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图4 发动机最优工作曲线

Fig.4 Optimal
 

operating
 

line
 

of
 

engine

表2 发动机最优工作曲线伪代码

Tab.2 Pseudocode
 

for
 

optimal
 

engine
 

operating
 

line
发动机最优工作曲线制定伪代码

1 初始化:离散发动机功率列表P_list
2 初始化:离散发动机转速列表

 

w_list
3 For

 

P
 

in
 

P_list:
4  

 

For
 

w
 

in
 

w_list:
5    

 

计算发动机转矩T
6    

 

根据当前T、w 插值得到燃油消耗率f
7 

 

   
 

If
 

f<历史最小f
8      

 

更新记录发动机转速w 和发动机功率P
9    

 

End
10  

 

End

11 End
 

   
 

奖励是强化学习算法的核心,它为智能体提供了与环境交互时的唯一反馈。智能体依据奖励值来评估

其行为的效果,进而决定最佳的行动策略。为了学习到一个有效的EMS,设计一个适当的奖励函数尤为关

键。本文EMS的目标是在满足驾驶需求的前提下,尽可能实现能耗的优化提升,并保持电池SOC在合理的

区间范围内。本文同时考虑了汽车的油耗、电耗以及电池SOC的稳定,相应的奖励函数见式(9)。

reward=-(̇mef+β(SOC-SOCref)2)
 

, (9)

式中:̇mef为每步的等效总燃油消耗;β为权重系数;SOCref 为参考维持SOC,本文中设置为0.6。当每步的

等效燃油消耗越大,或者当前的SOC距离期望保持的SOC越大时,负奖励也就越大;相反,负奖励就越小,
策略的目标是输出能最大化提高长期累计奖励的动作,通过奖励引导智能体学习到一个最优的EMS。

每步的等效总燃油消耗ṁef是实际油耗与电能转化的等效燃油消耗之和[18],计算公式见式(10)。

ṁef(t)=ṁf(t)+Pbat(t)/Qlhv
 , (10)

式中:Pbat代表电池每步的输出功率;̇mf(t)为每步的燃油消耗;Qlhv 为汽油低热值。

2.3 基于PPO算法的EMS
2.3.1 PPO算法

PPO算法是一种基于策略的深度强化学习算法,核心思想是通过与环境的交互学习持续优化策略,该
算法能从环境中获取丰富的数据和经验,以提升性能。PPO算法能适应连续的动作空间,使用多个随机梯

度上升时期来执行每次的策略更新,通过不断迭代训练得到最优的策略。PPO算法通过一个策略比率项,
来实现对策略改进的控制,确保新旧策略之间的变化不会过大,可以提高PPO算法在训练中的稳定性,同时

能够保持较高的样本效率。

PPO算法用clip方法限制在训练学习过程中策略更新的范围[19],具体的损失函数见式(11)。

L(θ)=̂Et min
πθ(at,st)
πθold

(at,st)
Ât, clip

πθ(at,st)
πθold

(at,st)
,1-ε,1+ε  Ât  􀭠

􀭡

􀪁
􀪁 􀭤

􀭥

􀪁
􀪁

 

, (11)

式中:πθ(at,st)和πθold
(at,st)分别为新旧策略;ε为超参数,用于控制更新前后策略分布的差异范围;̂At 表

示优势值,使用广义优势估计(GAE)算法计算。GAE
 

算法是一种改进的优势函数估计方法,可以有效降低

梯度估计的方差[20],见式(12)。

Ât=δt+(γλ)δt+1+…+(γλ)T-t+1δT-1,

δt=rt+γV(st+1)-V(st), (12)

式中:V 为当前价值函数;γ 为折现因子;r为时间步t时的奖励;λ为控制更新过程中历史经验的权重;δ为

时间步t的优势函数。

PPO算法基于Actor-Critic架构,通常包括2个策略网络和1个价值网络,均为深度神经网络,其中主

策略网络负责输出在给定状态下动作的概率分布,智能体通过输出的概率分布进行动作采样以确定具体动

作,实现与环境进行交互决策。而旧策略网络存储之前策略参数,作为在更新策略时与主策略网络比较的基

准。价值网络用于估计给定状态下的执行动作的长期回报,拟合GAE算法中的价值函数。

2.3.2 基于双策略网络PPO算法的EMS
将双策略网络PPO算法应用到HEV的EMS问题中,具体框架图如图5所示。交互环境是HEV在指
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图5 基于双策略网络PPO算法的EMS
Fig.5 A

 

dual-policy
 

network
 

PPO
 

algorithm
 

based
 

EMS
 

framework

定的工况中的驾驶过程,参数化的主策略网络根据当前环境状态———速度、加速度和SOC的输入,输出动作

空间上的概率分布,并采样出具体的控制动作(发动机功率)。用采样的动作与环境进行交互以获取下一个

状态和奖励,也就是纵向动力学模型根据发动机功率以及当前的状态,可以进一步推导出动力电池的输出功

率,并计算瞬时的等效燃油消耗,根据奖励函数计算当前状态下输出该控制动作的奖励,然后将当前状态、动
作、奖励以及更新的下一步状态存入经验池。

通过GAE算法以及策略网络新旧策略的比值构建损失函数更新网络。在训练刚开始时,基于双策略

网络PPO算法的EMS可能出现无法平衡SOC并降低等效油耗等问题,随着算法与环境的不断交互,策略

将累积更多的经验,并通过学习从中提取更优的策略。具体控制交互训练伪代码如表3所示。
表3 PPO算法训练伪代码

Tab.3 Pseudocode
 

for
 

PPO
 

algorithm
 

training

PPO算法训练伪代码

1 初始化:
 

用随机权重θ初始化主策略网络πθ,旧策略网络使用相同权重

2 初始化:
 

用随机权重φ 价值网络Vφ

3 初始化:
 

算法参数:经验池大小、学习率、衰减因子、clip值

4 初始化:
 

加载工况,实例 HEV对象,初始SOC=0.6

5 初始化:
 

最大训练回合数为100

6 For
 

迭代回合from
 

1
 

to
 

最大回合
 

do:

7   获取初始化状态:(速度、加速度、初始SOC)三元组s

8   For
 

t
 

from
 

1
 

to
 

工况终止时间
 

do:

9     πθ 输入s输出动作的概率分布,sample采样具体输出动作a(发动机功率)

10     HEV动力系统输入:a(发动机功率)并映射为Te和ωe

11     动力系统根据当前状态计算需求扭矩和需求功率

12     根据速度、Te和ωe通过行星齿轮组关系计算电机1和电机2转速和转矩

13     计算SOC变化量,更新SOC

14     计算即时奖励r,环境到下一状态s'

15     更新状态s=s'

16     将(s,a,r,s')存储到经验池中

17  
 

End

18  
 

在经验池中采样存储的轨迹经验,价值网络Vφ 的输出作为每一步价值

19  
 

利用GAE算法计算对应优势值

20  
 

For
 

step
 

from
 

1
 

to
 

K
 

do:
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续表

PPO算法训练伪代码

21    
 

计算策略比率

22    
 

使用clip方法裁剪,构建损失函数

23    
 

更新策略网络参数

24    
 

更新价值网络参数

25   End

26   2个策略网络参数同步

27 End   

2.4 基于单策略网络改进PPO算法的EMS
2.4.1 策略熵优化

在PPO算法的基础上,为了提高算法的性能,在损失函数中增加策略熵的构建。在信息论中,熵是一种

用来衡量随机变量不确定性的概念。熵越高,随机变量的不确定性也就越大,在强化学习中,熵被用作一种

正则化项,有助于保持策略的多样性,防止策略过早收敛到局部最优解。通过最大化策略的熵,可以促使智

能体在探索和利用之间取得平衡,从而更好地探索环境并学习到更好的策略。

 (π(·|st))=-∑
at

π(at|st)log(π(at|st))=EEat~π[-log(π(at|st))]
 

, (13)

式中: 为计算策略熵;EE 为策略下对所有可能动作的期望。
如式(13)所示,熵代表了在给定策略下所有可能动作的期望值。当一个特定动作被选中的概率较高时,

它所贡献的信息量(即熵)较低;相反,若所有动作被选中的概率均等(即策略完全随机),则熵达到最大值。
熵可以作为损失函数的一部分,与价值函数和策略梯度共同构成了PPO算法的优化目标。在优化损失

函数的同时,让策略熵尽可能大,可在一定程度上提高训练效果。经过经验调整,最终将策略熵超参数c设

置为0.01,调整后的损失函数如式(14)所示。

L(θ)=L(θ)+c· (π(·|st))
 

。 (14)

2.4.2 基于单策略网络改进PPO算法的EMS框架

为了进一步简化策略框架结构,并减少2个策略网络参数同步的复杂性,提出了一种基于单策略网络改

进PPO算法的EMS,整个策略框图如图6所示。

图6 基于单策略网络改进PPO算法的EMS框架

Fig.6 EMS
 

framework
 

based
 

on
 

the
 

single-policy
 

network
 

improved
 

PPO
 

algorithm
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与上述策略相同,策略网络接受纵向动力学模型每步的速度、加速度以及SOC组成的三维状态张量的

输入,输出动作概率分布,并采样发动机功率,在运行过程中,不断进行交互并学习最优策略。
但是在基于单策略网络改进PPO算法的EMS中,策略网络在与环境交互的同时,将当前状态下输出

的动作概率分布存储到经验池中,作为后续更新的旧策略。这意味着不再需要2个独立的策略网络,而是将

其合并为1个单一的策略网络。在更新过程中,单策略网络改进PPO算法不需要在固定轮次后同步2个策

略网络的参数,而是策略网络直接与经验池收集的轨迹数据进行交互,并根据损失函数实时更新。经验池机

制的使用,可有效减少参数同步的复杂性,简化PPO算法框架,进一步简化整个EMS的框架。
此外,单策略网络改进PPO算法在进行策略更新时,引入了策略熵作为损失函数的一部分。这可以帮

助智能体在探索和利用之间取得平衡,从而更有效地优化策略网络。

3 仿真分析

3.1 仿真参数设置

本文使用Python
 

3.7与Pytorch环境。PPO算法中学习率决定每次更新参数的步长大小;衰减因子决

定了对未来奖励的衰减程度,其值越小智能体越注重短期奖励;值越大越注重长期奖励,裁剪率用来限制策

略更新的幅度[20]。本文的算法超参数经过经验调整,确保了策略的稳定性和训练过程的有效性。在保证策

略稳定和有效的基础上,参数设置也尽可能降低训练阶段的时间复杂度。

表4 参数设置

Tab.4 Parameters
 

setting
  参 数 数 值

策略网络学习率 1×10-4

价值网络学习率 1×10-4

衰减因子   0.99
隐藏层大小  128
裁剪率    0.2

为保证仿真实验的一致性,单策略网络改进PPO算法

(PPO1)和双策略网络PPO算法(PPO2)参数设置相同,策
略网络和价值网络的结构设置相同,由3个隐藏层构成。
由于PPO算法使用双曲正切函数作为激活函数效果更

好[21],所以在仿真实验中,PPO1和PPO2均使用双曲正切

函数作为激活函数,具体参数如表4所示。
为了 更 全 面 地 得 出 结 果,分 别 在 UDDS

 

工 况 和
 

NEDC
 

工况下进行仿真比较。2种策略在2个工况下均进行了100轮训练,并使用基于动态规划(dynamic
 

programming,DP)的EMS作为基准对比策略,其中UDDS工况和NEDC工况分别如图7和图8所示。

图7 UDDS工况

Fig.7 UDDS
 

driving
 

cycle
    

图8 NEDC工况

Fig.8 NEDC
 

driving
 

cycle

图9 UDDS工况下不同策略的SOC轨迹

Fig.9 SOC
 

trajectories
 

for
 

different
 

strategies
 

under
 

UDDS
 

driving
 

cycle

3.2 仿真结果分析

基于DP的EMS与基于PPO1和PPO2算法的EMS
在UDDS工况下的电池SOC的轨迹如图9所示。由图可

知,基于DP的EMS
 

SOC维持效果最好,整个工况的SOC
轨迹变化较为缓慢,发动机和驱动电机能很好地协调控制,
始终保持在期望的SOC附近,并保持SOC的动态平衡。而

对于基于PPO1和PPO2的EMS,二者的SOC轨迹变化大

致相同,但是PPO1算法的维持效果比PPO2算法好,末端

SOC也能达到期望SOC附近。基于PPO1和PPO2算法

的EMS下的发动机工作点的分布如图10所示。
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图10 UDDS工况下发动机工作点

Fig.10 Engine
 

operating
 

points
 

under
 

UDDS
 

driving
 

cycle

 

表5 UDDS工况下不同策略比较

Tab.5 Comparison
 

of
 

different
 

strategies
 

under
 

UDDS
 

driving
 

cycle

策 略
初始

SOC
终端

SOC
100

 

km等效燃

油消耗/L
DP为基准的

经济性/%
DP 0.6 0.593 3.16 100.0
PPO1 0.6 0.593 3.78 83.6
PPO2 0.6 0.571 4.13 76.5

由图10可知,无论是PPO1算法还是PPO2算法,
发动机工作点都沿着发动机最低燃油消耗率曲线,这
是由于在动作的选取时,为了缩减探索的动作空间已

经将控制动作限定沿着发动机最低燃油消耗率曲线进

行。PPO1算法由于增加了熵机制,探索更高效策略的

几率增大,发动机工作点在高效率的工作区域的数量

图11 NEDC工况下不同策略的SOC轨迹

Fig.11 SOC
 

trajectories
 

for
 

different
 

strategies
 

under
 

NEDC
 

driving
 

cycle

增加,整车的燃油经济性也相应得到提升,不同策略的

具体结果如表5所示。PPO1算法在能更好地维持

SOC动态平衡的条件下,以DP为基准,整车经济性达

到了基于DP的83.6%,相较于基于PPO2的能量管理

策略等效燃油消耗降低了8.5%。
基于DP的EMS与基于PPO1和PPO2算法的

EMS在NEDC工况下的电池SOC的轨迹与发动机工

作点结果如图11和图12所示。初始SOC均为0.6,
同样相比于PPO2算法,PPO1算法的SOC轨迹的变

化幅度更小,有助于延长电池的使用寿命。

    
图12 NEDC工况下发动机的工作点

Fig.12 Engine
 

operating
 

points
 

under
 

NEDC
 

driving
 

cycle

542



河 北 科 技 大 学 学 报 2025年

由表6可知,在NEDC工况下3种策略的终端SOC分别为0.576、0.556、0.536。相比于PPO2算法,

PPO1算法也更接近期望保持的SOC值,并且EMS经济性能达到DP的86.2%,EMS等效燃油消耗降低

了约1.4%。
表6 NEDC工况下不同策略比较

Tab.6 Comparison
 

of
 

different
 

strategies
 

under
 

NEDC
 

driving
 

cycle

策 略 初始SOC 终端SOC 100
 

km等效燃油消耗/L DP为基准的经济性/%

DP 0.6 0.576 3.69 100.0

PPO1 0.6 0.556 4.28 86.2

PPO2 0.6 0.536 4.34 85.0

4 结 语

本文以功率分流式HEV的经济性为研究目标,提出了一种基于单策略网络改进PPO算法的EMS。该

算法通过将旧策略分布存储于经验池中,简化了算法框架,并在损失函数中引入策略熵,以增强智能体的学

习能力。结果显示,基于单策略网络改进PPO算法的EMS在终端SOC与期望SOC的接近程度、SOC的

动态维持能力、发动机工作点在高效区域的数量以及整体等效燃油消耗方面,均优于基于双策略网络PPO
的EMS,并取得与基于DP算法的EMS相近的节能效果。基于单策略网络改进PPO算法的EMS,增强了

智能体的学习能力,提升了整车经济性能,为HEV的EMS领域的研究和应用提供了参考。
本文策略仅对工况进行了仿真,未来还需将策略实际部署,进行硬件在环验证或者实车验证,以确保在

实车中控制的有效性。
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