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摘 要:针对目前现有单应性估计方法存在的精度不高、对大基线场景与运动模糊场景适应性不强

的问题,构建了一种带有注意力机制的大基线场景端到端单应性估计方法,采用无监督学习的方式

进行单应性估计。首先,引入SE通道注意力模块,构建带有注意力机制的单应性回归网络层,获
得网络对于图像各通道间关联性的学习;其次,构建基于掩膜与感知损失度量的二元无监督损失方

式,提高网络感知域范围以及网络对于大基线场景的适应性;最后,构建 Homo-COCO合成数据

集,采用数据增强使得网络模型对于光照变化与运动模糊具有一定的鲁棒性,获得更强的真实场景

泛化能力。经过充分的对比及消融实验表明,该方法在精度指标与场景适应性方面优于现有方法,
具有良好的准确性与适应性。本方法可以有效估计图像单应性,为图像拼接、图像校正等计算机视

觉后续任务提供准确参数估计。
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Abstract:Aiming
 

at
 

the
 

problems
 

of
 

low
 

accuracy
 

and
 

limited
 

adaptability
 

to
 

large
 

baseline
 

scenes
 

and
 

motion
 

blur
 

scenarios
 

in
 

current
 

homography
 

estimation
 

methods,
 

an
 

end-to-end
 

homography
 

estimation
 

methodwith
 

attention
 

mechanism
 

for
 

large
 

baseline
 

scenes
 

was
 

constructed,
 

which
 

utilized
 

unsupervised
 

learning
 

for
 

homography
 

estimation.
 

Firstly,
 

by
 

introducing
 

the
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SE
 

channel
 

attention
 

module,
 

a
 

homography
 

regression
 

network
 

layer
 

with
 

attention
 

mechanism
 

was
 

constructed,
 

enabling
 

the
 

network
 

to
 

learn
 

the
 

inter-channel
 

correlations
 

of
 

images.
 

Secondly,
 

a
 

binary
 

unsupervised
 

loss
 

construction
 

method
 

based
 

on
 

mask
 

and
 

perceptual
 

loss
 

metrics
 

was
 

proposed
 

to
 

enhance
 

the
 

network's
 

perception
 

range
 

and
 

adaptability
 

to
 

large
 

baseline
 

scenes.
 

Finally,
 

a
 

Homo-COCO
 

synthetic
 

dataset
 

was
 

created,
 

and
 

data
 

augmentation
 

was
 

used
 

to
 

improve
 

the
 

network
 

model's
 

robustness
 

to
 

changes
 

in
 

lighting
 

and
 

motion
 

blur,
 

resulting
 

in
 

stronger
 

generalization
 

capabilities
 

in
 

real-world
 

scenes.
 

Extensive
 

comparative
 

and
 

ablation
 

experiments
 

demonstrate
 

that
 

this
 

method
 

outperforms
 

existing
 

methods
 

in
 

terms
 

of
 

accuracy
 

and
 

scene
 

adaptability,
 

showing
 

good
 

precision
 

and
 

adaptability.
 

It
 

can
 

effectively
 

estimate
 

image
 

homography
 

and
 

provide
 

accurate
 

parameter
 

estimation
 

for
 

subsequent
 

computer
 

vision
 

tasks
 

such
 

as
 

image
 

stitching
 

and
 

image
 

correction.
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  单应性变换是指从一个图像平面到另一个图像平面的可逆映射,其提供了2幅图像像素点之间的线性

映射关系[1]。单应性是机器人与计算机视觉领域中的重要概念,广泛应用于图像拼接[2]、视觉定位与地图构

建(simultaneous
 

localization
 

and
 

mapping,
 

SLAM)[3]、相机校准[4]以及增强现实[5]等领域。单应性变换所

表征的2幅图像之间的映射通常用3×3的矩阵表示,该矩阵也常被称为单应性矩阵,由于尺度的不确定性,

9参数的单应性矩阵具有8个自由度。
单应性估计通常指估计单应性变换所对应的单应性矩阵,以获取2幅图像之间的映射关系。传统的

单应性估计方法包括基于像素的方法与基于特征的方法2种。基于像素的方法[6]通过假设猜测的从图a
到图b的初始单应性矩阵对图a做单应性变换,对其与图b使用误差度量进行像素强度值(SSD)的比较,
使用如梯度下降法的优化方法来最小化像素误差[7]。基于像素的方法在图像重叠率较低或视差较大时

存在失效的风险,且由于涉及在线优化迭代的过程,其单应性估计速度较慢。基于特征的方法通常包含

特征检测与鲁棒单应性估计2个过程,特征检测采用例如尺度不变特征变换(SIFT)[8]的特征提取方法提

取2幅图像中的关键点并进行匹配,建立对应关系,在鲁棒单应性估计中采用例如RANSAC[9]的方法迭

代以寻找最优的单应性矩阵。过往的研究在寻找可靠的特征中做出了努力,如在特征检测过程中添加线

特征[10]或引入更复杂的几何形状[11]。基于特征的方法整体来说稳定性与精度比基于像素的方法有所提

升,但其依赖于稳定的特征检测,当无法检测或匹配到足够数目的特征时,其单应性估计结果会出现较大

的偏差[12]。
随着深度卷积神经网络(CNN)在计算机视觉领域的快速发展,基于深度学习的方法已经在光流估

计[13]、密集匹配[14]、深度估计[15]等密集几何视觉任务中取得了良好的结果,通过深度学习进行单应性估计

逐渐代表了最先进的性能。ETONE等[16]提出的 HomographyNet在基于深度学习的方法中开创先河,其
首次尝试将深度学习应用于单应性估计,构建了VGG结构[17]的单应性回归网络。在该工作中,网络预测图

像中4个像素点的8个方向的像素偏移运动,而不是直接回归单应性矩阵,这也为之后的工作奠定了基础,
其取得了与传统方法类似的性能。ZENG等[18]提出了PFNet有监督模型,使用 U-net架构[19]直接估计2
幅图像逐像素对的偏移,并在后处理阶段引入RANSAC生成最终的单应性估计结构,通过与传统方法进行

结合获得了更好的性能。
由于在实际单应性估计任务中,获得图像对之间的单应性真值的成本极高,因而尝试构建无监督学

习是该领域的发展方向。NGUYEN
 

等[20]通过将空间变换网络(STN)[21]引入单应性估计网络中而首次

实现了端到端的无监督单应性估计模型。其通过比较单应性变换后的源图像块和目标图像块的像素级

光度损失来训练单应性回归网络。LIU等[22]在此基础上通过学习内容感知的注意力掩膜来拒绝前景物

体和动态对象,提出了用于滤除非鲁棒区域的三重损失。KOGUCIUK等[23]在PFNet[18]的基础上提出了

一个双向隐式(biHomE)损失函数,提高了无监督模型的精度表现。以上提出的无监督模型对光照变化

具有一定的鲁棒性,减轻了动态前景对于精度的影响,但其均对视差较大的图像不具有鲁棒性,无法适用

于实际的低重叠场景。
基于以上研究现状,现有的基于深度学习的单应性估计方法存在的主要问题包括:基于监督学习的方法

依赖于数据集真值的生成,在单应性估计任务中难以获取实际的单应性真值,真值获取成本较高且效果不

佳;基于无监督学习的方法目前是研究的主流方案,但绝大部分方案采用基于图像块像素级光度损失的网络
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损失构建方案,网络感知域较小,对于大基线场景适应性较差;现有技术采用了数据增强的思路来解决图像

的光照变化问题,但其对单应性估计任务中常见的运动模糊现象适应性较差;此外,从整体来看,目前基于深

度学习的单应性估计方法受限于网络结构,几乎无法学习到图像各通道间的关联性,导致相比于传统方法,
其单应性估计精度仍不存在明显优势。

为了解决上述问题,本文构建了一种带有注意力机制的大基线场景端到端单应性估计方法,采用无监督

学习的方式进行单应性估计。构建了带有注意力机制的单应性回归网络层,采用ResNet基本网络架构[24],
引入SE通道注意力[25]模块,获得网络对于图像各通道间关联性的学习;提出了基于掩膜与感知损失度量的

二元无监督损失构建方式,利用图像掩膜的方式将图像整体引入网络损失计算;构建了 Homo-COCO合成

数据集,数据集中引入随机注入颜色、亮度和伽马位移、高斯模糊,采用数据增强使得网络模型对于光照变化

与运动模糊具有一定的鲁棒性,以获得更强的真实场景泛化能力。

1 端到端单应性估计算法结构

1.1 网络整体架构

本文提出的端到端单应性估计方法采用无监督学习进行模型训练,因而其网络构建的核心包括单应性

参数回归网络层的设计、网络无监督损失的设计以及训练数据集的构建方法。本文构建了带有注意力机制

的单应性回归网络层,其以6通道堆叠图像作为输入,经过网络回归及张量直接线性变换层估计3×3矩阵

单应性参数化表达。提出了基于掩膜与感知损失度量的二元无监督损失作为网络损失以更新网络参数。图

1所示为网络的整体架构。

图1 本文网络整体架构图

Fig.1 Overall
 

architecture
 

of
 

our
 

method

1.2 带有注意力机制的单应性回归网络层

常见的表示单应性变换的方法为3×3矩阵表示的参数化方法,其由于尺度的不确定性而具有8个待回

归参数,可以直接对这8个参数进行回归,但由于其中混合了旋转与平移项,作为优化问题的神经网络在处

理这种量纲不一致的问题时会难以收敛。根据文献[16]中的思路,选择另一种四点参数化的方法,其用源图

像中4个点与目标图像中对应的4个点之间的8个x、y 像素偏移量来表征单应性变换。四点参数化表示

同样具有8个维度,变换表征上与3×3矩阵表示一一对应,但其每个维度均为像素点的偏移量,量纲表示一

致,更适合神经网络进行回归。
构建四点参数化单应性矩阵回归网络层,实现对输入图像的特征提取以及8维单应性矩阵的参数回归。

单应性网络回归层的输入是2幅具有单应性变换的通道叠加的RGB图像,经过网络的特征提取以及全连接

层参数回归,最终输出得到源图像4个角点对应的8个像素偏移量。
本文构建的单应性回归网络,摒弃了先前工作中常用的VGGNet网络架构,以残差神经网络ResNet[24]

作为主要架构,引入SE(squeeze-and-excitation)[26]模块用于为网络引入通道注意力机制,提高卷积神经网

络在特征图通道层面的关联,网络模型结构如图2所示。
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图2 带有注意力机制的单应性回归网络层模型结构

Fig.2 Homography
 

regression
 

network
 

layer
 

model
 

structure
 

with
 

attention
 

mechanism

ResNet网络相比于传统VGG网络添加了残差结构以解决因网络深度增加而产生的退化问题,使得网

络在深度增加的情况下保证网络整体的特征提取能力不下降。出于在嵌入式设备上进行模型部署对于模型

大小的考虑,本文采用ResNet18作为主体网络架构,相比于VGG网络提高了模型的表达能力和性能,且网

络学习过程更加顺畅和稳定,模型精度以及泛化能力有所提高,可以更稳定精准地提取到2张对应输入图像

中的特征关联,稳定的特征关联保证了模型单应性回归的精度。
卷积操作是卷积神经网络的核心,保证卷积层高效、正确地学习到图像特征是至关重要的。单应性回归

网络采用叠加的6通道图像作为输入,6个通道之间在单应性变换中存在明显的特征关联,因而在卷积操作

中引入关于通道的注意力机制从直观上讲可以提高通道之间关联的特征提取效果,进而增强网络整体的单

应性回归性能。

图3 SE残差块内部结构

Fig.3 Internal
 

structure
 

of
 

SE
 

residual
 

block

本文在单应性网络回归层中引入了SE模块,旨在

关注特征图在通道维度上的联系,筛选出针对通道的注

意力,自动学习到不同通道特征的重要程度。常见的卷

积操作只能作用于一个局部区域,使得输出的特征图几

乎无法关注通道之间的联系,SE模块引入了Squeeze和

Excitation两部分来引入通道之间的注意力。

Squeeze操作首先对特征图每一个通道上的特征通

过全局平均池化(GAP)进行融合,也就是实现了压缩操

作,构建全局特征。Excitation对得到的全局特征输入

带有ReLU的2个全连接过程,实现对不同通道之间权

重值的回归。最终将原始特征图与通过学习回归得到

的各通道的权重值进行相乘即可得到最终的带有通道

注意力的输出特征图。通过实验发现,在网络中过早引

入SE操作会由于提取到的特征不够高维而缺少通道之

间的相关性,破坏图像信息的连续性。因此选择在Res-
Net网络中第2个残差块即完成2次特征提取后引入

SE操作,此时对特征图通道维度之间的信息关注可以

有效提升模型在单应性回归任务中的表现。采用此种

方式构造的SE残差块内部结构如图3所示。
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1.3 张量直接线性变换(DLT)与空间变换层

基于文献[20]的思路,本文设计了张量直接线性变换(direct
 

linear
 

transform,DLT)与空间变换层,用
于实现基于单应性回归结果的可微分的源图像单应性扭曲变换。

张量直接线性变换操作紧随在单应性网络回归层之后,用以将单应性网络回归得到的四点参数化单应

性回归结果通过直接线性变换的方法转换为常规的3×3矩阵参数化,用以对图像实现单应性扭曲变换。

DLT算法是常用的单应性参数计算方法,张量直接线性变换是将其应用在网络中回归得到的张量上,在实

现网络训练并行化的同时保持整体的可微分性用于网络整体的反向传播训练。整体该层网络的输入是上一

层回归网络得到的4对坐标偏移量,输出的是3×3矩阵参数化的单应性H 矩阵。
空间变换层串联张量直接线性变换之后,通过STN实现对源图像的单应性变换以获取其扭曲源图像。

该层网络主要利用了空间变换网络的可微分透视变换特性,包含3个主要组成部分:单应性估计的归一化逆

运算、参数化采样网格生成器、可微分采样。利用这3部分可以实现依靠3×3矩阵参数化的单应性H 矩阵

作为输入,可微分地输出经过单应性变换扭曲后的源图像,变换图像的同时保证了网络的可微分性用于神经

网络反向传播训练。

1.4 基于掩膜的无监督损失构造方式

在之前的无监督深度学习方案中,通常采用2个经过裁剪的小图像块作为输入,根据输入前向推理回归

单应性变换之后,通过单应性变换将源图像进行变换后再取源图像块位置的新图像块与目标图像块构建L1
光度误差损失,通过衡量图像块中的像素相似程度间接反映单应性估计的准确性,在没有单应性真值的情况

下构建间接光度损失实现无监督学习。该过程网络的整体损失表示为

L=‖P(H(Is))-P(It)‖1 , (1)

式中:Is 代表输入源图像;It代表目标图像;H 代表对图像进行单应性变换的过程;P 代表获取图像块的

过程。
损失的构建方式是无监督单应性估计训练过程中的重要一环,直接影响单应性矩阵训练的收敛性和稳

定性。分析总结发现,大部分之前的无监督学习方案采用图像块输入的原因是图像经过单应性变换后生成

的新图像是形状不固定的,在原始图像分辨率下观察新图像是带有形状填充黑边的,如果直接使用变换后的

源图像与目标图像构建光度误差损失会出现很多错误损失点,无法正确计算网络损失。通过选择小图像块

计算损失的方法可规避该问题,在小图像块中经过单应性变换后原像素位置会由别的像素进行填充,不会有

图像中出现黑边的情况,保证损失计算的正确性。一方面,这种妥协的做法限制了网络输入图像的尺寸,降
低了网络感知域从而限制了网络精度;另一方面,这种输入方式在2幅输入图像之间基线较大重叠较小的情

况下,可能会出现图像中存在重叠区域但2个图像块中不存在重叠区域的现象,此时网络的推理将会完全

失效。
为了解决以上总结的使用图像块作为输入的方法中存在的问题,本文使用了一种基于掩膜的无监督损

失构造方式,直接使用2张原始分辨率尺寸的图像作为输入,确保所有的重叠区域都在网络的输入中进行体

现,在提高网络感知域精度的同时加强网络对于图像基线长度变化的鲁棒性。具体地讲,本方法通过将2幅

完整图像输入单应性网络回归层得到源图像到目标图像的单应性变换参数,通过空间变换层对源图像进行

单应性变换,同时构建一个与源图像分辨率一致的全1掩膜输入矩阵,将掩膜同样输入参数相同的空间变换

层得到单应性变换后的掩膜,因而变换后的掩膜中像素值为1的区域表示变换后源图像的有效像素区域,为

0的表示无效像素区域。通过将掩膜与目标图像按像素相乘即可滤除掉变换中的无效像素区域,得到掩膜

处理后的目标图像,其与变换后的源图像之间不存在边界效应,即可直接进行图像相似度衡量构建有效误差

损失,监督该损失进行学习即可实现对单应性变换参数的学习。该构建损失的过程如图4所示,其中SSIM
代表结构相似性指数。

基于掩膜的无监督损失表示为

L'=‖H(Is)-H(Mask)·It‖1, (2)
式中:H 表示单应性变化过程;Mask表示与源图像相同分辨率的全1掩膜输入矩阵;·代表按图像像素相

乘。式(2)表示了以L1光度误差的方式衡量图像相似性,计算网络整体损失。
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图4 基于掩膜的无监督损失构造过程

Fig.4 Process
 

of
 

constructing
 

unsupervised
 

loss
 

based
 

on
 

Masks

1.5 基于感知损失度量的二元损失

构建无监督损失的过程即为衡量单应性变换后的源图像与目标图像之间相似性的过程,2幅图像相似

性越高代表网络单应性变换回归越准确,因此如何准确、鲁棒地衡量2幅图像的相似度是准确构建网络损失

的关键问题。本方法以感知损失度量为相似度指标损失,并引入了约束图像掩膜完整性的正则指标损失,将

2类损失结合构建了最终的二元网络损失。
在之前的无监督深度单应性回归工作中,研究人员通常采用直接计算2幅图像之间的平均像素光度损

失(L1损失)作为网络损失,例如文献[20]中定义网络损失的公式为

LPW=
1

|xi|∑xi |Is(H(xi))-It(xi)|, (3)

式中:xi 代表图像中的离散像素;Is(H(xi))表示经过单应性变换后的源图像像素点;It(xi)表示目标图像

像素点,网络损失基于2幅图像所有像素光度误差的均值来建立。对于图像中每个像素,L1损失计算其在

2个图像之间的差的绝对值,然后对这些值取平均,其整体计算较为简单,易于实现。但在实际应用过程中,
由于拍摄原因2幅图像之间可能存在亮度、对比度等因素变化,直接计算L1损失会引入额外的像素误差导

致损失偏差较大,从而影响网络整体的收敛效果。

SSIM[27]损失是基于视觉感知的一种图像相似度度量,考虑了图像的亮度、对比度和结构3个方面,旨
在改善传统像素对比的方法无法充分反映人类视觉感知特性的问题。本文网络损失函数主体采用了基于

SSIM损失的设计思路,可以更好地处理亮度、对比度和图像结构的变化,在图像单应性估计的工作中获得

了更高的泛化性。
其计算相似性的过程由亮度、对比度和结构3部分构成,其中亮度部分的计算公式为

l(x,y)=
2μxμy +c1
μ2

x +μ2
y +c1

 。 (4)

  对比度部分的计算公式为

c(x,y)=
2σxσy +c2
σ2x +σ2y +c2

。 (5)

  结构部分的计算公式为

s(x,y)=
σxy +c3
σxσy +c3

。 (6)

  式中:μx 和μy 分别表示2幅图像的均值;σx 和σy 分别表示2幅图像的方差;σxy 表示2幅图像之间的

协方差;c1、c2 和c3 是3个常数,用于避免分母为0。整体构建SSIM损失是三者的乘积,通常得到最终的计
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算公式为

SSIM'(x,y)=
(2μxμy +c1)(2σxy +c2)

(μ2
x +μ2

y +c1)(σ2x +σ2y +c2)
 

。 (7)

  此时计算出的取值范围在-1~1之间,数值越大代表图像相似度越高,为了构建损失用于网络整体损

失递减收敛训练,构建:

SSIM(x,y)=
1-SSIM'(x,y)

2
 

。 (8)

  得到最终在0~1范围内的损失,且数值越小代表图像相似度越高,进而代表网络单应性估计越准确。
因而采用SSIM指标的网络的相似度指标损失可以表示为

Lsim=SSIM(H(Is),H(Mask)·It)
 

, (9)

  由于网络采用了基于掩膜的无监督损失构造方式,当单应性变换后的源图像H(Is)与源图像Is 之间重

叠较小甚至没有重叠时,H(Is)趋近于全0矩阵,H(Mask)同样也会趋向于一个几乎全0的矩阵,此时参与

计算相似度损失的有效像素量趋近于零,但计算得到的Lsim 也趋近于零,相似度损失极小。此时如果只采

用图像相似度损失作为网络损失,网络训练过程会陷入局部最优解,无法完成正常的训练过程,该种错误情

况如图5所示。

图5 只采用基于掩膜的内容损失时的错误情况

Fig.5 Error
 

cases
 

when
 

only
 

mask-based
 

content
 

loss
 

is
 

used

因而本文在损失函数设计中引入了基于变换掩膜均值的正则项作为约束图像掩膜完整性的正则指标损

失,其计算方法为

Lreg=
1

Mean(H(Mask))+0.001
 

, (10)

式中:Mean为计算该矩阵所有元素的均值;Lreg 取值范围为0~1,其中越接近1代表图像掩膜越完整,当

Lreg 趋向于0时,代表网络陷入了局部最优解,对其进行正则损失惩罚,增加网络整体损失。将相似度指标

损失与正则指标损失结合,最终共同构建的二元损失如下:

L=λLsim+(1-λ)Lreg, (11)
式中λ为网络超参数,用于调整2个损失部分的权重大小。

1.6 无监督数据生成方法

神经网络的训练过程需要大量数据集作为输入以实现网络的参数学习,由于带有单应性变换真值标签

的真实数据集的获取成本较高,因而在单应性估计任务中通常采用基于一般图像数据集生成的合成数据集。
本文构建的网络结构采用无监督学习方法,网络需要的训练集仅需要2幅具有单应性变换特性的图片对进

行构建。本文基于 MSCOCO图像数据集[27]自行构建了Homo-COCO合成数据集,相比于之前工作采用图
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像块作为单应性变换来构建数据集,本文直接基于原始图像尺寸进行单应性变换获取训练图像对,得到更稳

定、噪声更小的数据集,以显著提高网络整体的收敛效果;且在引入随机注入颜色、亮度和伽马位移的基础

上,引入图像的随机高斯模糊,以使模型对光照变化具有鲁棒性的同时,具有对于单应性估计中相机运动图

像模糊的鲁棒性。
生成训练数据集的主要过程包含以下步骤。首先,根据读入源图像的分辨率获取图像4个角点的像素

坐标;然后,对4个角点进行随机扰动获取角点像素偏移量,根据扰动得到的4组像素偏移量计算单应性变

换矩阵H,将H 矩阵的逆矩阵作用于整张源图像得到生成的目标图像;最后,将源图像与生成的目标图像组

成一组训练对放入训练集中。其简要过程图如图6所示。

图6 训练数据集的生成流程

Fig.6 Generation
 

process
 

of
 

the
 

training
 

dataset

为使模型具有对光照变化的鲁棒性,根据文献[20]的思路,考虑在数据集制作基本流程的基础上,随机

注入颜色、亮度和伽马位移,以使训练出的模型具有对光照变化的泛化性。此外,现实世界相机运动过程中

由于运动所带来的图像模糊现象时有发生,而单应性估计任务中的合成数据集并未考虑该模糊因素,故本文

额外引入对于模糊的数据增强来解决该问题。相机运动过程产生的噪声可以近似为高斯噪声,因而采用随

机的高斯模糊操作作用生成的目标图像,用随机产生的高斯模糊半径对应随机的运动模糊效果,最终得到带

有随机运动噪声效果的目标图像与源图像对,加入最终的训练集中。生成的训练图像中,对目标图像相比源

图像带有随机单应性变换、颜色变化、亮度变化、伽马位移和高斯模糊效果。

2 实验验证

目前常见的单应性估计方法包括传统方法、有监督学习方法与无监督学习方法,本文综合这3种典型方

法进行实验比较。具体而言,在传统方法中选择了SIFT+RANSAC的方法作为代表,其相比于ORB等大

多数传统方法具有更高的准确性;在有监督学习中选择了文献[16]中的 HomographyNet模型,其是首个采

用学习方式估计图像单应性的模型,是有监督学习的典型代表;在无监督学习中选择了文献[20]和文献[23]
中的模型,文献[20]首次将无监督学习引入单应性估计任务中,文献[23]是目前无监督深度单应性估计任务

中的SOTA解决方案。
针对3种对比方法,本文在实验环节进行了准确性的定量比较,并设计实验测试了各种方法对于重叠

率、光照变化以及运动模糊的鲁棒性。本文在自行构建的Homo-COCO数据集测试集上对各种方法的表现

进行评估,其是典型生活化场景,且包含了不同重叠率、不同光照变化以及不同运动模糊效果的测试数据。
本文中训练集和测试集均采用了上文所述的数据集生成方法,在 MSCOCO数据集[28]的基础上自行构

建Homo-COCO数据集,其中训练集包含100
 

000对图像,测试集包含(5
 

000+2
 

000)对图像。数据集来源

于 MSCOCO数据集,因而其覆盖了包含弱纹理、暗光、重复纹理等多种复杂条件的生活化场景,内容全面。
在测试集生成过程中控制了图像对之间的重叠率,用于在测试阶段测试算法对基线长度变化方面的鲁棒性,
其中图像对之间重叠率变化依靠数据集生成方法中的随机扰动量控制。为了测试算法对于光照变化以及运

动模糊的鲁棒性,在测试集中额外生成了2
 

000对明确引入随机光照变化与高斯模糊的图像,以验证本文方

法在这2部分极端场景下的表现。
此外,本文方法预期应用场景为隧道内部的掌子面场景,因而实际采集、构建了一部分隧道图像数据对

本文算法进行测试。隧道图像在广西桂林某实际隧道项目中进行采集,采集设备为DJI
 

Osmo
 

Action
 

3,图
像原始分辨率为2

 

688×1
 

512。为了便于进行模型测试,将图像同样缩放为320×240的像素尺寸。该场景

具有重复纹理、低光照、位移变化大、噪声模糊大等技术难点,其可完美考验模型对于视差、光照、噪声等的鲁

棒性,该部分测试图像对的生成方法与上文方法保持一致,主要覆盖了典型的隧道内部作业场景,测试集大
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小为700组图片。所有测试集下的评估指标均采用4pt-Homography
 

RMSE方法,其计算如式(12)所示。

LH =‖H􀮨4pt-H*
4pt‖2, (12)

式中:H􀮨4pt为估计的4个边缘点偏移量;H*
4pt为真实的边缘点偏移量。计算估计的图像4个边缘点偏移量与

真实的边缘点偏移量之间的二范数,用以衡量各个方法在测试集上单应性估计的准确性。
本文提出的无监督深度学习方法在Pytorch框架中实现,使用批大小为256的随机梯度下降方法进行训

练,训练过程中采用了Adam优化器,根据经验设置了初始学习率为0.000
 

1,网络超参数λ初始值设置为0.9,
在训练过程中学习率逐渐下降,超参数λ逐渐上升以提高感知误差的损失权重。硬件上使用了1张Nivdia

 

A6000显卡,在16
 

h的训练时间中,模型在训练集上总计进行了150轮的迭代训练。训练采用了丰富的图像数

据,模型得到了充分的预训练,在其他特定数据集上可以进行后续微调优化。
基于特征的传统SIFT+RANSAC方法采用标准的OpenCV

 

Python进行实现,在双路Intel
 

Xeon
 

Plat-
inum

 

8336C
 

CPU上进行运行测试,通过对2张测试对图像提取SIFT特征,并基于提取到的特征做特征匹

配,根据经验采用阈值为5像素的RANSAC进行鲁棒单应性估计,保证特征匹配的准确性。基于深度学习

的对比方法采用预训练模型直接进行推理,同样采用1张Nivdia
 

A6000显卡进行推理,以便与本文提出的

方法对比准确性与鲁棒性。

2.1 不同方法的定性及定量比较

本文主要设计了4组对比试验,以比较各种单应性估计方案。4组对比实验主要包括:Homo-COCO测

试集RMSE对比效果、隧道环境测试集RMSE对比效果、针对基线长度变化的对比效果,以及针对光照变

化与运动模糊的对比效果。

2.1.1 Homo-COCO测试集RMSE对比效果

在依据上文介绍方法构建的Homo-COCO测试集上进行第1组对比测试,其中测试集生成过程中的随

机扰动量最大值设置为45,即图像4个角点最大随机偏移45个像素值。本实验主要验证包含本文方法在

内的5种不同方法的准确率,其中准确率评价指标采用式(12)介绍的均方根误差RMSE方法,其取值越小

代表单应性估计得越准确。最终得到的测试结果如表1所示。

表1 5种单应性估计方法在Homo-COCO测试集上的准确率

Tab.1 Accuracy
 

of
 

five
 

homography
 

estimation
 

methods
 

on
 

the
 

Homo-COCO
 

test
 

set

排名
SIFT+RANSAC HomoNet[16] Unsup-PFNet[23] Unsup-HomoNet[20] Ours
均值 方差 均值 方差 均值 方差 均值 方差 均值 方差

0~≤30% 5.16 1.53 14.7 3.89 2.36 0.68 7.63 1.87 1.49 0.29
>30%~≤60% 9.65 1.27 25.2 2.72 4.46 0.72 14.33 2.40 2.34 0.25
>60%~≤100% 18.01 9.95 41.3 9.92 6.57 6.52 37.35 18.84 6.02 7.35
全部样本均值 11.65 28.5 4.32 21.52 3.56

   注:
 

RMSE评估单位为像素。

根据表1中的测试数据可以发现:首先,本文提出的基于深度学习的方法在准确度方面优于以SIFT方

法为代表的传统方法;其次,本文提出的无监督学习方法同样优于有监督学习方法,有监督学习方法相比于

一般的无监督学习方法通常有着更高的准确率;最后,本文的无监督学习方法优于现有的无监督学习方法,
由于采用了更大的网络模型与网络深度,本文的方法在测试集所有部分的表现均优于目前最优的无监督学

习方法。综上所述,本文方法在5
 

000对测试集上的RMSE准确度表现大幅度领先其余4种对比方案,在典

型生活化场景下的测试表现出了显著的单应性估计效果。

2.1.2 隧道环境测试集RMSE对比效果

在自行构建的隧道测试集上进行第2组对比试验,依旧进行RMSE准确率的量化对比,以及展示部分

样例的定性对比。隧道测试集中涵盖了典型的隧道内部环境场景,其相比于Homo-COCO数据集中的生活

化场景更加凸显了图像中的强光、暗光、重复或缺乏纹理以及运动模糊等极端场景,更加考验单应性估计的

稳定性。基于深度学习的方法均未在此类场景上进行训练,考验了模型整体的环境泛化性。如表2所示,展
示了5种单应性估计方法在700对隧道测试集上的RMSE均值以及估计成功数量和百分比。其中本文实

验设定当单应性估计的RMSE小于10时,认为此次单应性估计成功,否则认为此时偏差过大,单应性估计

结果已经失效不可用。
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表2 5种单应性估计方法在隧道测试集上准确率及成功率

Tab.2 Accuracy
 

and
 

success
 

rate
 

of
 

five
 

homography
 

estimation
 

methods
 

on
 

the
 

tunnel
 

test
 

set
指标项 SIFT+RANSAC HomoNet[16] Unsup-PFNet[23] Unsup-HomoNet[20] Ours

RMSE均值/像素 11.56 26.24 6.89 29.22 3.93
成功数量 324 43 542 28 664
成功率/% 46.3 6.1 77.4 4.0 94.9

本方法由于统计的是全图4个边角偏移量的大小,因而偏移尺度自然会更大,评价过程中存在天然劣

势,但在RMSE过程中仍旧远超其他方法,进而表明了本方法在非训练过的隧道场景的准确性、鲁棒性与泛

化性。几种其他对比方法中,SIFT+RANSAC的方法表现出了稍好的效果。图7展示了本方法在某些基

于SIFT+RANSAC的方法失效场景下的对比效果,以直观观察其他单应性回归方法失效场景的主要特点。
其中s、t图分别表示源图像与目标图像,2幅图像中的红色框表示单应性估计真值所对应的四点偏移量,黄
色框表示单应性估计方法估计出的四点偏移量,两者越贴合表明单应性估计越准确。

图7 隧道环境下SIFT方法与本文方法直观效果对比

Fig.7 Visual
 

effect
 

comparison
 

between
 

the
 

SIFT
 

method
 

and
 

the
 

proposed
 

method
 

in
 

tunnel
 

environments

2.1.3 针对基线长度变化的对比效果

为了验证本文方法对于大基线场景的适应性,在不同基线长度的Homo-COCO测试集上进行了分类对

比分析,采用RMSE评价方法的单应性回归对比效果。其中测试集上的不同基线长度依靠不同范围的角点

随机扰动量进行生成,将4点x、y 坐标随机扰动量的绝对值均值作为基线控制参数,当基线控制参数小于

等于20时,认为当前图像对为小基线;当基线控制参数大于20而小于等于25时,认为当前图像对为中基

线;当基线控制参数大于25时,认为当前图像对为大基线。以此为标准分类过后的 Homo-COCO测试集组

成如表3所示。
表3 按照基线大小分类的Homo-COCO测试集

Tab.3 Homo-COCO
 

test
 

set
 

classified
 

by
 

baseline
 

size
基线控制参数B/像素 测试数据定义 测试数据数量 测试数据占比/%

B≤20 小基线 1
 

367 27.34
20<B≤25 中基线 2

 

152 43.04
B>25 大基线 1

 

481 29.62

作为目前无监督学习单应性估计中的SOTA解决方案,Unsup-PFNet方法是本文无监督学习方法的主

要对比方案,因而在本实验部分主要测试了本方法、Unsup-HomoNet方法和 Unsup-PFNet方法在以基线

大小分类后的Homo-COCO测试集上的单应性估计表现。同样以RMSE指标进行量化评估,各基线长度

的实验结果如表4所示。
表4 针对基线长度变化的实验对比结果

Tab.4 Experimental
 

comparison
 

effects
 

on
 

baseline
 

length
 

variations

基线大小
单应性估计方法(RMSE评估)/像素

Unsup-HomoNet[20] Unsup-PFNet方法[23] Ours
小基线  9.33 2.21 2.57
中基线  21.12 4.76 3.19
大基线  33.84 5.69 5.00
全部测试集 21.52 4.32 3.56
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根据实验结果首先可以发现,3种方法的单应性估计效果均与图像对之间的基线大小存在直接关联,因
而可以认为基线大小是决定单应性网络估计效果的关键参数。其次,作为无监督学习类方案中的代表性方

法,Unsup-HomoNet方法在小基线场景的RMSE评估均值为9.33,基本满足成功单应性估计的目标,证明

该方法在小基线场景具有一定的适应性;但经过实验可以发现,在大基线场景下,Unsup-HomoNet方法的

RMSE评估均值为33.84,明显差于该方法在小基线场景的表现。本方法在大基线场景下的RMSE评估均

值为5.00,明显优于其他2种无监督方法,且相比于本方法在小基线场景与中基线场景的表现也并无明显

落后。
由此可见,本方法在整体RMSE评估指标优于既有方法的同时,在基线大小这个主要影响因素下也具

有一定的鲁棒性,在大基线场景下同样可以保持不明显逊色于小基线场景的单应性估计表现,RMSE评估

指标满足成功单应性估计的需要。相比于既有方法,本方法对大基线场景有显著的适应性。

2.1.4 针对光照变化与运动模糊的对比效果

为了验证本文方法对于现实应用场景中常见的光照变化与运动模糊效果的适应性,在2
 

000对明确引

入随机光照变化与高斯模糊的图像测试集上进行了实验测试。该部分测试集基本的生成方法与之前的方法

保持一致,但经单应性变换生成目标图像后,额外对测试集中所有目标图像进行了从0.9~1.1范围内的随

机伽马偏移、0.8~1.2范围内的随机亮度调整,以及0.9~1.1范围内的随机RGB三通道颜色调整,并额外

引入了0.01~1.0范围内大小高斯核的随机高斯噪声作为运动模糊项。
从原理上来讲,SIFT等传统方法由于特征点具有光照不变性等技术特点,与基于深度学习的端到端估

计方法相比,其对于光照变化与运动模糊的鲁棒性会更高。因而在本实验部分,选择与SIFT+RANSAC的

单应性估计方法进行对比,横向比较本方法在多种场景的适应性。实验数据对比结果如表5所示。

表5 针对光照变化与运动模糊的实验对比结果

Tab.5 Experimental
 

comparison
 

effects
 

on
 

illumination
 

changes
 

and
 

motion
 

blur

排名

方法(RMSE评估)/像素

SIFT+RANSAC Ours
均值 方差 均值 方差

0~≤30% 5.09 1.51 2.10 0.51
>30%~≤60% 9.55 1.29 3.76 0.54
>60%~≤100% 17.43 4.75 6.96 1.49
全部样本均值 11.37 4.53

由定量实验结果可以发现,SIFT+RANSAC方法在该特定环境数据集上仍旧有着与一般数据集相当

的单应性估计效果,说明传统方法对于一般的光照变化与运动模糊的适应性较好,这2个因素对其几乎没有

影响;同时本方法由于无监督学习网络的倾向图像相似特性,在该特定环境数据集上的表现相比于一般数据

集有少许退步,但整体效果相比于SIFT+RANSAC方法仍具有明显竞争力,整体网络单应性估计成功率为

99.8%,绝大部分估计结果可以认为是有效的。因而总体来看,本方法对于光照变化与运动模糊具有一定的

适应性。
图8展示了一些测试样下的单应性估计定性对比结果,其中s、t图以及黄色、红色框的定义与前文保持

图8 SIFT+RANSAC方法与本文方法在光照变化与运动模糊场景下结果对比

Fig.8 Comparison
 

between
 

SIFT+RANSAC
 

method
 

and
 

the
 

proposed
 

method
 

under
 

illumination
 

changes
 

and
 

motion
 

blur
 

scenarios
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一致。从图中可以直观看出,SIFT+RANSAC方法在某些具有光照变化与运动模糊的场景存在估计失效

的问题,而本文方法在这些场景下表现良好。

2.2 消融实验

带有注意力机制的单应性回归网络层、基于掩膜与感知损失度量的二元无监督损失以及带有随机光照

变化与运动模糊的Homo-COCO数据集是本工作的3部分主要贡献。其中关于带有随机光照变化与运动

模糊的Homo-COCO数据集的数据增强训练作用已经在针对光照变化与运动模糊的对比效果中有所体现,
其显著增强了网络对随机光照变化与运动模糊的适应效果,验证了应用该数据集相比于应用之前的合成数

据集在网络训练效果上的优越性。消融实验将主要就带有注意力机制的单应性回归网络层与基于掩膜与感

知损失度量的二元无监督损失进行,验证这2部分贡献对于本文方法的有效作用。

2.2.1 带有注意力机制的单应性回归网络层验证

为了验证本文引入的带有注意力机制的单应性回归网络层对于单应性估计准确度的提升效果,将本文

架构中的单应性回归网络层替换为与文献[20]中类似的VGG型架构,在损失函数构建部分保持不变的情

况下,该部分实验在Homo-COCO测试集的5
 

000对图像数据上以RMSE的值定量对比单应性估计的准确

度,实验结果如表6所示。

表6 针对带有注意力机制的单应性回归网络层的消融实验结果

Tab.6 Ablation
 

experiment
 

results
 

of
 

the
 

homography
 

regression
 

network
 

layer
 

with
 

attention
 

mechanism

排名

单应性回归网络结构(RMSE评估)/像素

引入SE注意力机制与ResNet架构 VGG型网络架构

均值 方差 均值 方差

0~≤30% 1.49 0.29 5.20 1.18
>30%~≤60% 2.34 0.25 8.77 1.11
>60%~≤100% 6.02 7.35 16.51 5.67
全部样本均值 3.56 10.80

结果表明,本文在单应性回归网络层中引入的SE注意力机制以及ResNet型网络架构,可以优化网络

模型,提升网络的适应性与回归效果,从而提升了本文网络整体在单应性回归任务中的精度表现。

2.2.2 基于掩膜与感知损失度量的二元无监督损失验证

为了验证本文提出的基于掩膜与感知损失度量的二元无监督损失对于网络模型的应用效果,在此进行

类似的消融实验设置。保持本文架构中带有注意力机制的单应性回归网络层不变,采用与文献[20]中类似

的损失构造方式,直接将单应性变换后的源图像块与目标图像块之间的L1损失,作为网络损失进行回传以

更新网络参数。该部分实验同样在Homo-COCO测试集的5
 

000对图像数据上,以RMSE的值定量对比单

应性估计的准确度,实验结果如表7所示。

表7 基于掩膜与感知损失度量的二元无监督损失的消融实验效果

Tab.7 Ablation
 

experiment
 

results
 

of
 

the
 

binary
 

unsupervised
 

loss
 

based
 

on
 

mask
 

and
 

SSIM
 

Loss

排名

损失构造方法(RMSE评估)/像素

引入基于掩膜与感知损失度量的二元无监督损失 图像块L1损失

均值 方差 均值 方差

0~≤30% 1.49 0.29 2.70 0.81
>30%~≤60% 2.34 0.25 6.69 1.80
>60%~≤100% 6.02 7.35 35.99 26.62
全部样本均值 3.56 17.21

结果表明,本文在无监督损失构建过程中引入的基于掩膜与感知损失度量的二元无监督损失构造方

式,可以优化模型训练过程,提升网络的收敛效果,且基于掩膜的损失构造方式主要提高了模型的感知

域,提升了对于大基线场景单应性估计的精度,进而从整体上提升了本方法在单应性回归任务中的性能

表现。图9展示了5组场景下采用图像块L1损失与采用基于掩膜与感知损失度量的二元无监督损失

时,单应性估计准确性的对比效果。其中第1行图像表示输入本文方法的源图像与目标图像,红框内的

区域表示输入消融方法的源图像块与目标图像块,可以直观发现,2个图像块间重叠区域较小,网络感知

域受限;第2行与第3行图像分别表示本文方法与消融方法的单应性估计效果对比,可以发现在图像块
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图9 本文方法与无监督损失消融方法直观效果对比

Fig.9 Comparison
 

between
 

the
 

proposed
 

method
 

and
 

the
 

ablated
 

unsupervised
 

loss
 

methods

间重叠区域较小时,本文方法由于扩大了网络感知域,进而提高了网络整体的单应性估计表现,相较于消

融方法有明显的准确度提升。

3 结 语

本文提出了一种带有注意力机制的大基线场景端到端单应性估计方法,用于以无监督学习的方式解决

图像单应性估计问题。构建了带有SE注意力机制的单应性网络回归层,在传统单应性回归模型的基础上

采用了ResNet架构,利用SE注意力机制关注了图像对通道间的联系,提高了模型的适应性。摒弃了传统

的以图像块间L1损失作为网络损失进行回传的方法,提出了基于图像掩膜与感知损失度量的二元无监督

损失,利用图像掩膜的方式将图像整体引入网络损失计算,提高网络感知域,进而提高网络对于大基线场景

的适应性。构建了Homo-COCO合成数据集,其中包括100
 

000对训练数据以及5
 

000对测试数据,数据集

中引入随机注入颜色、亮度和伽马位移、高斯模糊,使得以此训练集训练的网络模型对于光照变化与运动模

糊具有一定的鲁棒性,获得更强的真实场景泛化能力。充分的对比及消融实验表明,本文提出的单应性估计

方法对比现有方法在精度上具有较强的优越性,且3部分均对于精度指标提升有所贡献,方法在大部分场景

下具有适应性。值得注意的是,由于网络参数量较大,在典型场景下相比于其他单应性估计方法,本文方法

在估计速度上不占优势,将本文方法轻量化以更便捷地部署在移动设备上将是下一步工作的重点。
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