
第45卷第6期 河 北 科 技 大 学 学 报 Vol.45,No.6

2024年12月 Journal
 

of
 

Hebei
 

University
 

of
 

Science
 

and
 

Technology Dec.
 

2024
 

  文章编号:1008-1542(2024)06-0618-09
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摘 要:针对开放意图检测任务中对特征分布处理不足有可能导致所得特征分布不够紧凑的问题,提
出一种融合BERT、距离损失、决策边界的开放意图检测方法。首先,通过BERT模型捕获文本间的

上下文特征;然后,通过距离损失令样本特征学习更为紧密;最后,进行决策边界学习,实现开放意图

检测任务。结果表明,所提方法在公开数据集StackOverflow上具有较好的表现,在2种不同的已知

意图比例设置下表现均为最好,准确率达到88.28%和84.43%,F1值达到87.51%和87.40%。研究

结果补充了针对边界检测的特征表示再处理方法,可为解决开放意图检测问题提供参考。
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Abstract:
 

In
 

order
 

to
 

solve
 

the
 

problem
 

that
 

the
 

feature
 

distribution
 

is
 

not
 

compact
 

enough
 

due
 

to
 

insufficient
 

processing
 

of
 

feature
 

distribution
 

in
 

open
 

intent
 

detection
 

task,
 

an
 

open
 

intent
 

detection
 

method
 

integrating
 

BERT,
 

distance
 

loss
 

and
 

decision
 

boundary
 

was
 

proposed.
 

Firstly,
 

the
 

context
 

features
 

between
 

texts
 

were
 

captured
 

by
 

BERT
 

model.
 

Then,
 

the
 

learning
 

of
 

sample
 

features
 

was
 

made
 

more
 

compact
 

by
 

distance
 

loss.
 

Finally,
 

decision
 

boundary
 

learning
 

was
 

carried
 

out
 

to
 

achieve
 

the
 

task
 

of
 

open
 

intent
 

detection.
 

The
 

results
 

show
 

that
 

the
 

proposed
 

method
 

has
 

high
 

performance
 

on
 

the
 

public
 

dataset
 

StackOverflow,
 

with
 

the
 

best
 

performance
 

under
 

two
 

different
 

known
 

intent
 

ratio
 

settings,
 

achieving
 

the
 

accuracy
 

of
 

88.28%
 

and
 

84.43%,
 

and
 

the
 

F1
 

values
 

of
 

87.51%
 

and
 

87.40%,
 

respectively.
 

The
 

research
 

results
 

complement
 

the
 

future
 

representation
 

reprocessing
 

method
 

for
 

boundary
 

detection,and
 

can
 

provide
 

reference
 

for
 

open
 

intent
 

detection.
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  意图识别在自然语言理解中起着至关重要的作用。传统的意图识别任务属于封闭环境下的分类任务,
而封闭环境下的意图类别均是模型在训练阶段接触过的,即后续的所有意图类别均会被识别为已知的意图

类别。随着有监督分类方法的发展,传统的意图识别取得了很大的进展[1-2]。然而随着社交网络等新媒体的

快速发展,不计其数的社交网络对话数据往往不再受限于封闭环境下的分类任务,传统封闭环境下的意图识

别已经不能够满足任务需要[3],因此有必要进行开放意图检测。
开放意图检测是在保证封闭环境下已知意图识别质量的同时,还具备较好的开放意图检测能力。最

早的开放集问题是在计算机视觉任务中被探索[4],开放集识别的设置与开放意图检测任务最为接近,目
的同样是识别已知类的同时拒绝未在训练集中出现的未知类,与之类似的还有开放领域适应任务[5]。然

而开放集识别的设置可以使用未知类的数据进行参数调优。与之相比,开放意图检测任务中,为贴近真

实场景,在训练期间仅使用已知部分数据,对开放意图数据则完全不可见。依据已有工作[6-7],将开放的

意图定义为第(n+1)类。该任务的目标是在将训练环境已知的n类意图准确识别的同时,能够检测出开

放环境的第(n+1)类样本。相关工作中,HENDRYCKS等[8]采用softmax概率作为置信度评分,通过设置

统一的置信度分数阈值来进行开放类别检测,分数越低则越有可能超出开放边界;BENDALE等[9]对分类

结果进行韦伯分布拟合,使用OpenMax层校准置信度分数;SHU等[10]使用多个sigmoid替代单个softmax
作为分类函数,通过统计学计算得到各个类别的置信度阈值,但该方法经验性较强;LIN等[6]提出通过最大

边距余弦损失学习深层次意图特征,使用局部离群因子方式来检测未知意图;ZHANG等[7]将意图特征表示

看作高维空间坐标,通过自适应的球型决策边界为阈值,作为区分未知意图的依据;YAN等[11]和ZHANG
等[12]通过融合了类标签信息的高斯混合模型获取更合适的特征表示,采用局部离群因子方式来检测未知意

图;ZHAN等[13]与CHENG等[14]通过数据增强的方式为(K+1)的分类器构造伪开放样本,在模型执行分

类任务时将开放样本识别为开放类;ZHOU等[15]通过构造辅助模型存储历史样本,与新批次样本进行K 近

邻对比学习计算,提高同类别样本密度,通过离群因子检测方法检测开放样本;WU等[16]提出一种重新分配

的对比学习方法和自适应的局部阈值机制来实现未知意图的检测。
虽然开放意图检测任务中已有部分优秀的工作,但针对已知意图训练表示的重视程度不足,大多仍

为预训练搭配后处理方法进行未知意图检测,已知意图的类内凝聚程度不足以及类间样本接近容易出现

混淆交叉等问题。受文献[6-7]启发,为了解决上述问题,本文提出基于距离损失和决策边界的开放意图

检测算法(open
 

intent
 

detection
 

based
 

on
 

distance
 

loss
 

and
 

decision
 

boundary,
 

OID-DD)。首先,该方法在预

训练结束后,通过采用类内平均距离损失的方式对已知意图特征分布进行再训练,使得类内样本向类心

收缩,缩小封闭区域风险,进一步加强已知意图训练,得到特征表示的凝聚程度;其次,经过再训练后得到

类内凝聚程度更高、类间混淆交叉较弱的特征分布后,通过对每个已知意图分布的边缘距离训练,将更为

贴近已知意图边缘的类内距离决策边界作为阈值,以此来进行开放意图样本的检测,从而提升开放意图

检测的效果。

1 基于距离损失和决策边界的开放意图检测模型

1.1 开放意图检测任务

任务定义:给定S=(s1,s2,…,sn)表示包含n 个单词的源文本序列,其中si 为文本的第i个单词。另

外,Y=(y1,y2,…,ym)表示数据集共包含m 个意图标签。开放意图检测任务过程中,根据预设的已知意图

比例(known
 

intent
 

ratio,
 

KIR)从m 个意图标签中选出KIR×m 个标签作为已知意图标签,并将对应样本

作为训练样本,在训练结束后将所有标签对应数据集输入模型进行意图检测,即需要模型在对KIR×m 个

标签进行意图分类的同时,还需检测出模型训练阶段未曾见过的开放意图标签。
本文提出的OID-DD模型主要由文本意图特征表示预训练、基于距离损失的特征再训练、决策边界的参

数学习3个阶段组成,如图1所示。第1阶段,文本意图特征表示预训练。利用文本编码器将每个文本S 转

换为一个文本表示S',然后文本表示S'将由BERT模型[17]进行文本意图特征表示预训练,从而得到深度特

征表示X。第2阶段,基于距离损失的特征再训练。将模型原本的分类层和预测层进行替换,转而使用每

个意图标签的样本到类心的类间距作为距离损失,进行文本特征表示二次训练,对深度特征表示X 进行分

布调整。第3阶段,决策边界的参数学习。固定文本编码器与BERT模型部分参数,转而对每个意图标签
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图1 基于距离损失和决策边界的开放意图检测模型的框架图

Fig.1 Frame
 

diagram
 

of
 

open
 

intent
 

detection
 

based
 

on
 

distance
 

loss
 

and
 

decision
 

boundary

的距离边界进行训练学习,从而为每个意图标签得到最优的意图判断阈值,即决策边界。最后,固定模型所

有参数,将所有样本输入模型,得到预测意图标签,并通过决策边界进行是否为已知意图的判断,从而完成开

放意图检测任务。

1.2 文本意图特征表示预训练

如图1所示,将BERT模型作为特征抽取器,将词嵌入表示输入BERT模型得到深度特征表示,采用交

叉熵损失函数对模型进行预训练,BERT模型结构如图2所示。

图2 BERT模型结构图

Fig.2 BERT
 

model
 

structure
 

diagram

给定S=(s1,s2,…,sn)表示长度为n 的文本S,将S 进行词嵌入处理后得到的文本表示S'=(s'0,s'1,

s'2,…,s'n+1)用作BERT模型的输入,其中s'0 和s'n+1 分别代表文本开始字符[CLS]和结束字符[SEP],s'i

由词嵌入、段落嵌入、位置嵌入构成。如图2所示,BERT模型的核心由12层Transformer
 

Encoder组成。

X=(x0,x1,…,xn+1)为BERT编码层的输出,xi∈Rd 是s'i 的词特征向量,d 是特征维度。经过池

化、密集层操作后得到zi∈Rd,用作给定文本S 的句特征向量。依据已有工作[7]的建议,池化阶段采用平均

池化方法。

Z 作为文本S 的特征表示,经过线性分类器后得到分类结果Y'=(y1,y2,...,ym),其中yi(i=1,

2,…,m)表示样本在对应类别上的置信度分数,m 表示已知的意图种类数量。本阶段的损失函数LossCE 如
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式(1)所示。

LossCE=-
1
N∑

N

i=1
ŷiln

 

yi
 , (1)

式中:N 为一批次的样本数量;yi 为一批次中第i条样本对应的真实标签值;̂yi 为第i条样本的分类结果。

1.3 基于距离损失的特征再训练

该模块为对特征抽取器的再训练,目的是在已有的训练数据上得到类内平均距离,通过距离损失使得到

的特征表示分布更加紧凑、类间更为疏离,为后续决策边界阈值的训练做好铺垫。如图3
 

a)所示,左侧为预

训练结束后得到的特征表示分布示意图,其中蓝色点和橘色点分别代表相邻的2类已知意图样本,虚线代表

求得的类内已知样本到类心的平均距离。本模块由类内平均距离作为区分,以距离损失作为惩罚函数,对特

征抽取器进行再训练。图3
 

b)为经过基于距离损失的特征再训练后得到的特征表示分布示意图,经过本阶

段训练后样本点向类心收缩,相邻意图间原本距离较近、较易出现混淆的现象减弱,由此可得到更为紧凑、有
效的已知意图特征分布。

图3 基于距离损失的特征再训练前后样本特征分布示意图

Fig.3 Sample
 

feature
 

distribution
 

diagram
 

before
 

and
 

after
 

feature
 

retraining
 

based
 

on
 

distance
 

loss

训练集中所有样本特征表示及标签集合表示为S*={(zi,yi),…,(zN,yN)},子集S*
k 表示为第k 个

已知意图所属的所有样本集合。对S*
k 所属样本的特征表示进行平均计算得到类心ck∈Rd,如式(2)所示;

各类间距取样本特征到该意图类心距离的平均值,如式(3)所示。

ck =
1

|S*
k |∑(zi,yi)∈S

*
k
Zi

 , (2)

dk =
1

|S*
k |∑(zi,yi)∈S

*
k
‖zi-ck‖2 , (3)

式中:|S*
k|表示S*

k 中样本数量;‖zi-ck‖2表示类内样本特征表示到对应类心的欧氏距离。
该阶段设计思路为令类内特征表示与类心间的距离尽可能向小型球形分布贴近,具体实现为若类内样

本与类心的欧氏距离超出平均间距,则计入损失,否则不计入,以此作为惩罚函数来对各个已知意图的类内

样本进行再训练,使其向类心收缩,降低类间开放风险。本阶段采用欧氏距离损失函数LossDIS 如式(4)和式

(5)所示。

LossDIS=
1
N∑

N

i=1
δi×(‖zi-ĉyi

‖2-d̂yi
)

 

。 (4)

δi=
0, ‖zi-ĉyi

‖2≤d̂yi
,

1, ‖zi-ĉyi
‖2>d̂yi

, (5)

式中:zi 为样本的特征表示;ĉyi
为样本标签对应的类心坐标;‖zi-ĉyi

‖2为样本特征表示到对应标签类心

的欧氏距离;d̂yi
为样本对应标签类别的类内平均间距。

1.4 决策边界的参数学习

基于第2阶段的类间距过渡,对于第k个已知意图对应的样本集合S*
k ,定义约束边界Δk 为第k 个已
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知意图对应的决策边界,满足式(6)的约束。本阶段目的是针对每个已知的意图类别,得出合适的决策度量

Δ。受文献[7]启发,本阶段采用度量损失函数LossBoundary,如式(7)所示。

∀Zi ∈S*
k , ‖zi-ck‖2≤Δk

  , (6)

LossBoundary=
1
N∑

N

i=1

[δi×(‖zi-ĉyi
‖2-Δ̂yi

)+(1-δi)×(Δ̂yi
-‖Zi-ĉyi

‖2)]
 

, (7)

式中Δ̂yi
表示样本对应意图的决策距离。

1.5 模型训练与使用

模型训练共分为3阶段:第1阶段为文本意图特征表示预训练,损失函数采用LossCE(见式(1)),该阶段

目标为使加载的预训练模型在当前数据集上得到良好的分布;第2阶段为基于距离损失的特征再训练,损失

函数采用LossDIS(见式(4)),该阶段目标为使特征抽取器得到的特征表示更加向类心聚集,使特征分布更加

紧凑,便于第3阶段决策边界的参数学习;第3阶段为决策边界的参数学习,该阶段将类内距离参数化,损失

函数采用LossBoundary(见式(7)),学习目标为合适的决策边界,以此来分割封闭区域与开放区域。OID-DD的

训练流程如下。
输入:任务训练集Dk,Bert模型参数Pbert,样本类心参数Ck,距离参数Δ。
输出:Bert模型参数Pbert,样本类心参数Ck,距离参数Δ。

1:for
 

i
 

from
 

1
 

to
 

epoch1 do
2:

 

for Xi∈Dk
 do

3:
 

通过交叉熵损失函数更新Bert模型参数Pbert
 ;

4:
 

end
 

for
5:

 

end
 

for
6:

 

for
 

i
 

from
 

1
 

to
 

epoch2 do
7:

 

初始化样本类心参数Ck、距离参数Δ;
8:for

 

Xi∈Dk
 do

9:
 

通过距离损失函数更新Bert模型参数Pbert
 ;

10:
 

end
 

for
11:

 

end
 

for
12:

 

固定Bert模型参数Pbert;

13:
 

for
 

i
 

from
 

1
 

to
 

epoch3 do
14:

 

for Xi∈Dk
 do

15:
 

通过边界损失函数更新距离参数Δ;

16:
 

end
 

for
17:

 

end
 

for
18:

 

return
 

Pbert、Ck、Δ。
训练结束后,该方法使用每个已知意图类别的类心与学习到的决策边界对输入样本进行识别。对输入

样本进行特征抽取后得到特征表示,将该特征表示与训练时得到的意图类心进行欧氏距离计算,取距离最近

的为所属意图。此外,将得到的欧氏距离与学习得到的决策度量进行比较,若大于决策度量则当前样本将被

识别为开放意图,如式(8)和式(9)所示。

ymin=argmink∈Y‖zi-ck‖2 , (8)

ypred=
open, ‖zi-cymin‖2>Δymin

,

ymin, ‖zi-cymin‖2≤Δymin
, (9)

式中:ymin 表示距离最近质心所属意图类别;ypred 为模型最终预测结果。

2 实验设计

2.1 环境及参数设置

模型在一个GPU(NVIDIA
 

GeForce
 

RTX
 

3090,
 

24
 

GB)上训练。根据验证集上的评估选择结果最好的
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模型参数,并报告测试集上的结果。
参数方面,BERT模型使用BERT-Base的中文预训练模型进行实验。该模型有12层,隐藏层维度为

768,注意力头数为12,包含110×106个参数,模型使用 Adam作为优化器,epoch设置为100。训练过程

中,前2阶段学习率设置为2×10-5,第3阶段学习率设置为0.02。

2.2 实验测度

受已有研究[6-7]启发,本文将除已知意图外所有开放意图当作一个开放类,采用准确率(Accuracy)和F1
值作为整体评价指标,并在已知意图和开放意图上分别计算F1值作为细粒度的性能指标,表示为F1-
known和F1-open。

2.3 基线模型

为了验证OID-DD模型在开放意图检测任务中的有效性,与以下经典的开放分类方法基线模型进行对

比实验。

OpenMax[9] 首先使用softmax损失在已知意图上训练分类器,然后对分类器的输出logits值进行

Weibull分布拟合,最终使用OpenMax层校准置信度分数。

MSP[8] 一个简单的基线模型,采用最大softmax值作为已知类的预测依据,并将0.5作为阈值来检测

开放类。

DOC[10] 通过高斯拟合计算每个已知类的不同概率阈值,以此识别开放类。

DeepUnk[6] 首先利用边际损失学习深度特征,然后利用离群因子检测方法进行未知类检测。

ADB[7] 基于已知的意图特征表示学习自适应决策边界,以此检测开放类。

KNNCL[16] 利用K 近邻的对比学习损失与交叉熵损失做权重加和得到总损失学习深度特征,使用离

群因子检测方法进行未知类检测。
为统一验证模型效果,本文将所有基线方法的基础模型统一替换为BERT模型,其余部分保持不变。

其中,计算机视觉的开放集检测方法OpenMax需要开放类样本对超参数进行校验,因此对于OpenMax方

法本文采用默认超参数。

2.4 主体实验

OID-DD模型中词嵌入与深度特征表示抽取为公共部分,3阶段中的前2阶段采用不同的损失函数进行

训练,第3阶段固定公共部分模型参数,进行决策边界的阈值学习,模型训练完成后进行评测。
模型评估选用数据集StackOverflow。该数据集包含“oracle”、“matlab”、“spring”等20种类别,每种

类别1
 

000个样本,共20
 

000个样本,其中训练集、验证集和测试集分别包含12
 

000、2
 

000和6
 

000
个样本。

在OID-DD模型训练前对数据集StackOverflow重新进行划分,根据预设的已知意图比例KIR从m 个

意图标签中随机选出KIR×m 个作为已知意图标签,并将对应样本作为训练样本,在训练结束后将所有标

签对应的数据集输入模型进行意图检测,并利用准确率和F1值验证模型测试结果。

2.5 对比验证实验

OID-DD模型采用3阶段方法,为证明其有效性,基于第1阶段文本特征表示预训练,在第2、第3阶段

利用对比验证进行消融实验研究。
为验证距离损失特征再训练的影响,OID-DD模型先将第2阶段前后的特征表示进行降维处理,再利用

二维图像进行显示,并给出有、无第2阶段参与的不同训练结果对比,加以验证。
为验证决策边界方法的影响,OID-DD模型将第3阶段决策边界(decision

 

boundary,
 

DB)方法和局部离

群因子检测(local
 

outlier
 

factor,
 

LOF)方法进行比较,并整理结果,加以验证。

3 实验结果与分析

3.1 主体实验结果与分析

本文OID-DD模型与上述基线模型在StackOverflow数据集上进行实验对比。为全面对比模型效果,
采用不同的已知意图比例(known

 

intent
 

ratio,
 

KIR)设置进行实验,实验结果如表1所示。
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表1 OID-DD与其他模型的实验结果对比

Tab.1 Comparison
 

of
 

experimental
 

results
 

between
 

OID-DD
 

and
 

other
 

models

KIR/% 方法名称  Accuracy/% F1/% F1-known/% F1-open/%

50

OpenMax[9]
 

62.03 68.58 70.47 49.70
MSP[8]

 

54.37 63.52 66.83 30.41
DOC[10]

 

53.69 63.05 66.40 29.60
DeepUnk[6]

 

58.15 66.58 69.07 41.78
ADB[7]

 

85.08 84.28 84.09 86.25
KNNCL[16]

 

87.62 87.18 87.06 88.36
OID-DD 88.28 87.51 87.34 89.18

75

OpenMax[9]
 

75.72 80.85 82.90 50.05
MSP[8]

 

71.67 77.49 80.68 29.64
DOC[10]

 

69.99 75.92 79.50 22.39
DeepUnk[6]

 

72.01 78.09 80.95 35.19
ADB[7]

 

81.62 85.12 85.98 72.26
KNNCL[16]

 

83.85 87.06 87.92 74.20
OID-DD 84.43 87.40 88.16 76.13

由表1可以看出,本文提出的OID-DD在Accuracy、F1、F1-known以及F1-open
 

4个指标上的得分均明

显优于其他模型。相对于已有模型ADB,KIR设置为50%时各项得分分别提升了3.20、3.23、3.25、2.93;

KIR设置为75%时各项得分分别提升了2.81、2.28、2.18、3.87。而相对于KNNCL模型,KIR设置为50%
时各项得分分别提升了0.66、0.33、0.28、0.82;KIR设置为75%时各项得分分别提升了0.58、0.34、0.24、

1.93。本文方法相对于OpenMax、DeepUnk等方法,在各项评分上均有明显提升。以上结果表明本文所提

方法能够有效地完成开放意图检测任务。

OID-DD模型在StackOverflow数据集上关于F1值和F1-known的分值提升较少,在Accuracy和F1-
open上的得分提升较多。Accuracy表示模型的准确率,F1-open表示模型在未知意图检测上的综合表现,
可以比较均衡地展现模型的精确率和召回率,Accuracy和F1-open分值越高,则代表模型的准确率、精确率

和召回率越好,即表示模型在未知意图检测上综合表现更佳。而F1值和F1-known值相比较于已有模型虽

然提升较少,但得分仍然高于已有模型,表示OID-DD模型在已知意图检测上的表现优于已有模型,证明本

文所提方法在开放意图检测任务上的效果有整体提升。
  

3.2 对比验证实验结果与分析

1)基于距离损失的特征再训练的影响

本文提出基于距离损失的意图特征再训练,目的是通过本文设计的距离损失令同一类别样本点向类心

收缩,缩小类内样本间距,从而能够更好地进行意图识别,并且为开放意图样本的检测做好铺垫。
为了进一步验证基于距离损失的特征再训练模块的作用与影响,本文将第1阶段预训练结束后得到的

文本意图特征表示分布与第2阶段基于距离损失的特征再训练后得到的高维特征表示分布进行降维显示,
并给出有、无第2阶段参与的不同训练结果对比,加以验证。

图4 预训练阶段文本特征表示分布图

Fig.4 Text
 

feature
 

representation
 

distribution
 

map
 

in
 

pre-training
 

stage

第1阶段文本意图特征表示预训练后得到的特征表示

如图4所示,图内特征不仅包含已知意图的表示,而且还有

训练过程中没有接触过的未知意图表示,图内每一团簇即为

一类已知意图,中心散点为未知意图表示。图内已知意图特

征表示簇内收缩不够紧密,且部分已知意图与开放意图(中
心绿色散点)分布距离较近,已经发生混淆。

图5为经过第2阶段基于距离损失的特征再训练后得到

的特征表示分布,图内已知意图特征表示收缩较为紧密,且与

开放意图(中心绿色散点)分布距离适中,混淆现象较弱。
对比实验采用不同的 KIR和标注比例(labeled

 

ratio,
 

LR)设置进行实验,其中 OID-DD表示有第2阶段参与,

No-DL表示无第2阶段参与,随机种子值设置为0,实验结

果如表2所示。
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图5 基于距离损失的特征再训练

阶段文本特征表示分布图

Fig.5 Text
 

feature
 

representation
 

distribution
 

map
 

of
 

distance
 

loss
 

retraining
 

stage

表2 消融距离损失实验结果对比

Tab.2 Comparison
 

of
 

experimental
 

results
 

of
 

ablation
 

distance
 

loss

KIR/% LR/% 方法名称 Accuracy/% F1/% F1-known/% F1-open/%

50
50

100

No-DL 86.55 85.76 85.58 87.57
OID-DD 87.90 87.27 87.11 88.82
No-DL 87.37 86.60 86.44 88.26
OID-DD 89.03 88.27 88.11 89.87

75
50

100

No-DL 82.93 86.25 87.07 73.99
OID-DD 84.03 87.06 87.81 75.69
No-DL 83.35 86.64 87.46 74.36
OID-DD 85.80 88.68 89.44 77.32

由图4、图5对比可知,经过基于距离损失的特征再训练后得到

的已知意图特征表示类内更加紧密,经过再训练后得到的已知意图

特征表示与未知意图特征表示区分度更高。
由表2对比可知,相较于无第2阶段基于距离损失的特征再训

练的实验,OID-DD模型在4组不同的已知意图比例和标注比例下

表现俱佳,拥有最优的Accuracy和F1值,说明OID-DD模型中基于距离损失的特征再训练模块提高了模型

对已知意图和未知意图的分辨能力,有利于开放意图检测。

2)
 

决策边界方法的影响

为了验证决策边界方法的有效性,将第1阶段文本意图特征表示预训练与第2阶段基于距离损失的特

征再训练后得到的高维特征表示作为基础特征,对比决策边界方法和局部离群因子检测方法,实验结果如表

3所示。
表3 消融决策边界实验结果对比

Tab.3 Comparison
 

of
 

experimental
 

results
 

of
 

ablation
 

decision
 

boundary

KIR/% LR/% 方法名称   Accuracy/% F1/% F1-known/% F1-open/%

50
50

100

LOF 58.07 68.09 70.76 41.46
DB 87.90 87.27 87.11 88.82
LOF 48.93 60.48 65.14 13.91
DB 89.03 88.27 88.11 89.87

75
50

100

LOF 67.28 73.79 78.34 5.48
DB 84.03 87.06 87.81 75.69
LOF 68.05 74.71 79.13 8.27
DB 85.80 88.68 89.44 77.32

由表3可知,与基于密度的局部离群因子检测方法相比,决策边界在4组不同的已知意图比例和标注比

例下表现俱佳,拥有最优的Accuracy和F1值。
结合图5可知,中心区域未知的开放意图散点在经过第2阶段基于距离损失的特征再训练后得到的特

征分布同样变得较为紧凑,密度较高,因此基于密度的局部离群因子检测方法在开放意图检测上效果不佳。
综上可得,OID-DD模型结构合理、效果突出,在开放意图检测任务上具有有效性。

4 结 语

通过预训练语言模型BERT提出样本特征表示;采用距离损失函数对特征表示进行强制收缩,使类内

收缩更为紧密;固定特征表示对类内距离值进行训练学习,得到合适的决策边界距离阈值,减少类间样本出

现混淆交叉现象,从而完成开放意图检测任务。本研究解决了开放意图检测任务中存在的意图表示类内凝

聚程度不足以及类间样本接近容易出现混淆交叉等问题。
本文所提方法主要在意图表示处理中进行了研究,未来拟在更好的预训练语言模型方向进行探索,探究

在少量样本情况下的开放意图检测方法。
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