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摘 要:为进一步提高风电功率预测精度,提出一种基于麻雀搜索算法(SSA)优化VMD参数的组

合预测方法。首先,使用麻雀搜索算法对VMD参数进行优化,并利用优化后的VMD对数据进行

分解;其次,结合灰色关联分析法和熵权法对环境变量进行相关性分析,选择相关性最高的影响因

素与分解得到的各模态分量组合作为LSTM预测模型的输入,获得更为精确的预测结果;最后,建

立基于非参数核密度估计(NKDE)的风电功率概率预测模型,实现对风电功率预测结果不确定性

的有效量化。结果表明,所提组合模型的 MAE,RMSE和 MAPE比VMD-LSTM 模型的分别下

降了39.51%,33.22%和40.39%。SSA-VMD-LSTM-NKDE组合模型不仅能够有效提高确定性

预测的精度,而且还能够实现对风电功率预测结果不确定性的有效量化,为风电功率预测提供了科

学决策依据。
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Abstract:In
 

order
 

to
 

further
 

improve
 

the
 

accuracy
 

of
 

wind
 

power
 

forecasting,
 

a
 

combined
 

forecasting
 

method
 

based
 

on
 

sparrow
 

search
 

algorithm
 

(SSA)
 

optimizing
 

variational
 

mode
 

decomposition
 

(VMD)
 

parameters
 

was
 

proposed.
 

Firstly,
 

the
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SSA
 

was
 

used
 

to
 

optimize
 

the
 

VMD
 

parameters,
 

then
 

the
 

optimized
 

VMD
 

was
 

used
 

to
 

decompose
 

the
 

data.
 

Secondly,
 

the
 

entropy
 

weight
 

method
 

and
 

grey
 

relational
 

analysis
 

were
 

combined
 

to
 

analyze
 

the
 

correlation
 

of
 

environmental
 

variables,
 

and
 

the
 

combination
 

of
 

the
 

most
 

relevant
 

influencing
 

factors
 

and
 

the
 

decomposed
 

modal
 

components
 

were
 

selected
 

as
 

the
 

input
 

of
 

the
 

LSTM
 

prediction
 

model
 

to
 

obtain
 

more
 

accurate
 

prediction
 

results.
 

Finally,
 

a
 

wind
 

power
 

probability
 

prediction
 

model
 

based
 

on
 

NKDE
 

was
 

established
 

to
 

effectively
 

quantify
 

the
 

uncertainty
 

of
 

wind
 

power
 

prediction
 

results.
 

The
 

results
 

show
 

that
 

the
 

MAE,
 

RMSE
 

and
 

MAPE
 

of
 

the
 

proposed
 

combination
 

model
 

decrease
 

by
 

39.51%,
 

33.22%
 

and
 

40.39%,
 

respectively,
 

compared
 

with
 

the
 

VMD-LSTM
 

model.
 

The
 

SSA-VMD-LSTM-NKDE
 

combination
 

model
 

can
 

not
 

only
 

effectively
 

improve
 

the
 

accuracy
 

of
 

deterministic
 

prediction,
 

but
 

also
 

effectively
 

quantify
 

the
 

uncertainty
 

of
 

wind
 

power
 

prediction
 

results,
 

which
 

provides
 

scientific
 

decision-making
 

basis
 

for
 

wind
 

power
 

prediction.
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  在“双碳”目标驱动下,构建以新能源为主体的新型电力系统成为必然趋势。近年来,风能在全球电

力生产结构中的占比持续增加,然而风能的不稳定性给电网的安全稳定运行带来了巨大挑战[1]。高精度

的功率预测不仅能有效减少电力系统备用容量配置,提高风电机组的控制功率,缓解电网调峰压力,还能

提供未来某一时刻风电功率的波动区间,为电力系统提供更全面的预测信息,以便更加灵活可靠地进行

调度安排[2]
 

。
近年来,循环神经网络(RNN)因具有记忆功能、深度表达能力,能够挖掘数据中的时序信息,在电力系

统典型的时间序列预测中得到充分利用[3]
 

,作为高效循环神经网络代表的长短期记忆网络(LSTM),通过特

殊化的结构设计可有效避免传统RNN在训练过程中出现的梯度消失以及梯度爆炸问题,从而更适用于电

力系统相关数据预测[4-6]
 

。文献[7]提出一种基于长短期记忆神经网络的风功率预测模型,结果证明长短期

记忆神经网络模型的预测精度比支持向量机模型高,具有较高的应用价值。由于预测模型的精确程度与输

入数据的质量息息相关[8],因此对数据进行合理的处理与分解能够提升预测模型的学习效果。国内外许多

研究者从信号分解重构的角度进行研究,以降低其不平稳性,从而提高预测精度。常用的分解方法有经验模

态分解(EMD)[9]、集合经验模态分解(EEMD)[10]和变分模态分解(VMD)[11]等。EMD不仅解决了小波基

选取与确定分解尺度困难的问题[12],还保留了小波多分辨的优势,可用于风速时间序列的分析。文献[13]
提出一种基于EMD的短期风功率预测方法,利用EMD对历史数据进行分解降噪,从而达到提高预测精度

的效果。但经验模态分解在形成固有模态函数时,会出现信息特征提取混淆的问题。EEMD通过噪声辅助

信号处理有效解决了这一问题。文献[14]利用EEMD将原始风速序列划分为几个固有模态函数,形成一个

潜在的特征集,然后通过迭代过程自动生成更合适的子特征集,最后通过相应的机器学习模型进行预测。尽

管EEMD改善了EMD分解时模态混叠现象,但在分解时添加白噪声的幅值难以确定,过低将无法抑制混

叠现象,过高又会出现较多的伪分量[15]。VMD可以将复杂序列分解为幅值频率可调的若干信号[16],克服

了集合EMD频率特征不易分辨等问题,实现信号的准确分解,运算效率更高。文献[17]利用VMD非递归

性的优势,对原始数据进行分解,通过与其他模型对比,表明VMD分解能够有效提取风功率序列的细节信

息。需要指出的是,VMD在分解前需人为设定一些参数值,为了避免取值不当带来的影响,可通过优化算

法确定最优参数组合,从而提高预测精度。一些文献中已经提出了采用不同的优化算法,如粒子群优化算法

(PSO)[18]、鲸鱼优化算法(WOA)[19]和麻雀优化算法(SSA)[20]来优化VMD参数,但研究成果大多应用在故

障诊断的特征参数提取方面,在功率预测研究中应用较少。相比PSO容易早熟收敛,WOA易陷入局部极

值,导致精度不高等问题,SSA搜索精度高、收敛速度快、稳定性好,而且克服了容易陷入局部最优的问题。
综上,本文拟综合考虑风速、风向和温度等多种环境因素的影响,针对在传统VMD算法中因参数设置

不当导致信号欠分解或过分解的问题,引入SSA算法对VMD的关键参数进行优化,通过灰色关联度分析

法和熵权法筛选出相关性最高的环境影响因素,提出一种基于SSA-VMD-LSTM 的组合预测模型,并采用

非参数核密度估计(NKDE)分析SSA-VMD-LSTM模型的预测误差分布,然后计算给定置信度下的预测区

间,最后通过实际数据验证所提模型的有效性和优越性。
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1 基于SSA优化VMD参数

1.1 VMD算法原理

VMD算法本质上是一个变分问题,能很好地处理非线性数据问题。该模型通过交替方向乘子法和迭

代更新计算最优解,将复杂信号分解为多个振幅和频率可调的信号(IMF)。IMF可用作FM-AM 信号,其
表达式为

uk(t)=Ak(t)cos[φk(t)]
 

, (1)
式中Ak(t)是瞬时振幅函数,相位函数φk(t)是非递减的,因此有ωk(t)=φ'k(t)≥0,定义ωk(t)为uk(t)的
瞬时频率。

利用Hilbert变换计算模态函数的解析信号,得到单边频谱。将分解后的信号与其中心频率混合,并将

每个模态频谱转换为基频频率[21]。根据调制信号梯度方向的平方L2 范数对各模态的带宽进行估计,其表

达式为

min
{uk}·{ωk}

∑
K

k=1
∂t (δ(t)+jπt

)*uk(t)􀭠
􀭡

􀪁􀪁 􀭤
􀭥

􀪁􀪁 e
-jωkt

2

2  , (2)

s.t.  ∑
K

k=1
uk =f,           (3)

式中:{uk}为分解得到的K 个模态分量;{ωk}为各分量的中心频率;*为卷积符号;δ(t)为狄克拉函数。
引入二次惩罚因子α和拉格朗日乘法算子λ,将约束变分问题转变为非约束变分问题[22]

 

:

L({uk},{ωk},λ)=α∑
K

k=1
‖∂t (δ(t)+jπt

)uk(t)􀭠
􀭡

􀪁􀪁 􀭤
􀭥

􀪁􀪁 e
-jωkt‖22+‖f(t)-

∑
K

k=1
uk(t)‖22+<λ(t),f(t)-∑

K

k=1
uk(t)>。 (4)

  利用交替方向乘子迭代算法更新un+1
k ,ωn+1

k 和λn+1
k 求解上式“鞍点”,即为约束变分模型的最优解。

1.2 麻雀搜索算法优化VMD参数

由VMD算法特点可知,模态个数K 和二次惩罚因子α需在分解前进行预设,如果参数设置不当,可能

会出现信号欠分解或过分解问题,从而影响预测精度。如果采取局部寻优的方式,即只考虑单个影响因素,
将另一个参数设置为常数,就会忽略两者之间的交互作用。因此,本文采用SSA算法对VMD的参数进行

寻优,消除人为设定参数的主观影响。SSA 是一种受麻雀觅食和反捕食行为启发的新型群体优化算

法[23-24]。在觅食过程中,一部分麻雀是发现者身份,另一部分是追随者身份,二者可以根据能量储备量的多

少相互转换,但所占比例不变,发现者具有较好适应度值且具备较高的储备量,其任务是寻找食物,为整个种

群提供觅食方向,追随者则是通过发现者来获取食物。迭代过程中,发现者的位置更新规则如下:

Xn+1
i,j =

Xn
i,j ×exp( -i

α×itermax
), R2 <S,

Xni,j+q×L, R2 ≥S,

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁 (5)

式中:Xn
i,j 是第i个麻雀在第j维的位置;n 为迭代次数;q 是服从正态分布的随机数;L 是一个元素全为1

的矩阵;α�(0,1],是一个随机数;itermax 是最大迭代次数;R2 表示预警值,取值范围为[0,1];S 表示安全

值,取值范围为[0.5,1]。追随者的位置更新规则如下:

Xn+1
i,j =

q×exp(
Xn
worst-Xn

i

i2
), i>

c
2
,

Xn+1
p +|Xn

i,j -Xn+1
p |×A+, i≤

c
2
,

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁

(6)

式中:Xp 是目前发现者占据的最优位置;Xworst是当前全局最差位置;A 是一个满足A+=AT(AAT)-1 的矩

阵;c为麻雀个数。当意识到危险时,麻雀种群会做出反捕食行为,意识到危险的麻雀在整个种群中随机产

生,其数学模型如下:

Xn+1
i,j =

Xn
best+β×|Xn

i,j -Xn
best|, fi >fg,

Xn
i,j +Q |Xn

i,j -Xn
worst|

(fi-fω)+ε
􀭠
􀭡

􀪁
􀪁 􀭤

􀭥

􀪁
􀪁 , fi=fg,

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁 (7)
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图1 麻雀搜索算法优化VMD参数流程

Fig.1 Process
 

of
 

VMD
 

parameters
 

optimized
 

by
 

SSA

式中:Xbest是当前全局最优位置;β 是一个随机数,作为

步长控制参数;ε是避免分母为零的最小常数;Q∈[-1,

1],是一个随机数,表示麻雀移动的方向,也是步长控制

参数;fi 是此时麻雀个体的适应度值;fg 是此时全局最

佳的适应度值;fworst是最差的适应度值。
采用SSA对VMD参数进行优化时,应先确定适应

度函数,本文以样本熵作为SSA优化的适应度函数,熵
值越小,分量频率越明显,模态混叠现象越弱,其定义为

SampEn(data,q,r)=ln
 

Bq(r)-ln
 

Bq+1(r)
 

,(8)
式中:data为随机信号时间序列;q 为嵌入维度;r为相似

性容限;B 为2个向量在相似容限r 下匹配q 或(q+1)
个实数的概率。

SSA优化VMD参数流程如图1所示。

2 熵权-灰色关联度分析

由于使用单一的关联度分析指标不能准确刻画风电

功率的规律性及相关性[25],本文采用灰色关联度分析法

和熵权法[26]组合分析不同环境变量与风电功率间的相关

性,从而得出影响风电功率的主要因素和次要因素,选取

主要影响因素作为预测模型的输入。
将风 电 功 率 数 据 作 为 参 考 序 列 记 为 X0(k)=

[X0(1),X0(2),…,X0(n)],环境特征数据作为比较列

记为Xi(k)=[Xi(1),Xi(2),…,Xi(n)]。熵权-灰色关

联度分析步骤如下。
步骤1 变量的无量纲化。选用均值化处理,将数量

级大的序列均值归一化到1的量级附近,见式(9)。

X'i=
nXi

∑
n

k=1
Xi(k)

。 (9)

  步骤2 求差序列、最大差和最小差。

Δi(k)=|X'0(k)-X'i(k)|
 

, (10)

Δmax=maximaxk|X'0(k)-X'i(k)|
 

, (11)

Δmin=minimink|X'0(k)-X'i(k)|
  

。 (12)

  步骤3 计算关联系数。ρ为分辨系数,一般取0.5。

ξi(k)=
Δmin+ρΔmax

Δi(k)+ρΔmax

 。 (13)

  步骤4 计算熵权-灰色关联度。

Ri=∑
n

k=1
Wiξi(k)

 

, (14)

式中各评价指标熵权Wi=
1-Ei

m-∑
m

i=1
Ei

,其中计算指标熵值Ei =-
1
ln

 

n ∑
n

k=1
Piln

 

Pi  ,计算指标比重Pi =

X'i(k)

∑
n

k=1
X'i(k)

。

623



第3期 高晓芝,等:基于SSA-VMD-LSTM-NKDE的短期风电功率概率预测

3 基于SSA-VMD-LSTM-NKDE的概率预测

3.1 非参数核密度估计理论

非参数核密度估计(NKDE)是概率论中用来估计未知参数概率密度函数(PDF)的一种非参数化估计方

法。根据风电场相关历史数据信息,通过核密度估计就可以得到变量分布,不需要对样本分布进行任何假

设,常被用于风电或光伏预测等领域的概率预测分析。
针对一组样本数为n 的风电功率预测误差数据p={p1,p2,…,pn},其密度函数为f(p)=̇F(p),由

NKDE方法对p 的分布估计为

fn(p)=
F(p+h)-F(p-h)

2h
, (15)

式中h 为窗宽,用来决定误差数据分布的区间划分。
当样本量足够大且窗宽趋于0时,基于非参数核密度估计的风电功率预测误差的概率密度函数为

f̂(p,h)=
1
nh∑

n

i=1
K(p-pi

h
)

 

, (16)

式中:pi 为第i个样本;函数K(p,h)为核函数。

  在NKDE方法中,窗宽和核函数是2个关键参

数。其中,窗宽h 用来决定误差数据分布的区间划

分,设置过小,易受单个样本点的影响,导致局部波

动特征明显从而影响估计模型的分布情况;选择过

大,会使所得的PDF过于平滑,导致预测误差的概

率密度分布与实际情况不符。核函数的选取也会直

接影响NKDE方法的密度曲线光滑程度及拟合程

度,从而影响结果的精确度。常用于NKDE的核函

数如表1所示。

表1 常用的核函数

Tab.1 Common
 

kernel
 

functions
核函数 计算式

高斯函数
1
2π
exp(-

u2

2
)

三角函数 (1-|u|)
 

|u|≤1

Epanechnikov
3
4
(1-u2)|u|≤1

3.2 概率预测步骤

由于风电功率具有波动性,为降低原始风电功率数据对预测精度产生的影响,本文采用VMD对原始数

据进行分解;为避免在分解时出现信号欠分解或过分解现象,
 

采用SSA优化VMD参数,从而降低预测误

差。结合灰色关联度分析法和熵权法对环境变量进行相关性分析,然后将相关性最高的影响因子和VMD
分解得到的各模态分量组合作为LSTM预测输入,利用NKDE方法对SSA-VMD-LSTM 模型的误差进行

分析,得到相应的概率密度曲线,最后综合确定性预测结果和误差分布结果,确定出某一置信区间下的预测

区间。风电功率概率预测具体步骤如下:
步骤1 对原始风电数据进行归一化处理;
步骤2 利用SSA算法优化VMD参数,获得最优参数组合;
步骤3 利用SSA-VMD将风功率序列分解为K 个模态分量;

 

步骤4 利用熵权-灰色关联度分析法对环境特征变量做相关性分析;
步骤5 将相关性最高的影响因子与VMD分解得到的模态分量分别进行组合;
步骤6 分别对步骤5中的组合序列建立LSTM预测模型,并将各序列的预测值进行整合,得到最终确

定性预测值;
步骤7 统计确定性预测误差,采用NKDE方法确定概率密度函数;
步骤8 设置一定比例的置信度(1-α),得到该置信度下误差波动区间[Fα/2,F(1-α)/2];
步骤9 结合相应的确定性预测结果,构造概率预测区间。

SSA-VMD-LSTM-NKDE模型的预测流程如图2所示。

4 算例分析

4.1 评价指标

平均绝对误差(MAE),是实际值和预测值之间绝对误差的平均值,其表达式为
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图2 SSA-VMD-LSTM-NKDE
模型预测流程图

Fig.2 Flow
 

chart
 

of
 

SSA-VMD-LSTM-
NKDE

 

model
 

prediction

MAE=
1
n∑

n

i=1
|yi -̂yi|

 

, (17)

式中:n 为样本数量;yi 为预测值;̂yi 为实际值。
均方根误差(RMSE)是误差平方的期望值,用来表示预

测值和实际值二者偏差的标准差,表示样本的离散程度,其表

达式为

RMSE=
1
n∑

n

i=1

(yi -̂yi)2
 

, (18)

式中:n 为样本数量;yi 为预测值;̂yi 为实际值。从式(18)可
以看出,RMSE存在最小值零点,从极小值向两侧随着误差的

增大RMSE趋于无穷大。
平均绝对百分误差(MAPE),是衡量预测准确性的统计

性指标,其表达式为

MAPE=
100%
n ∑

n

i=1

pi-p̂i

pi

 

, (19)

式中:n 为样本数量;yi 为预测值;̂yi 为实际值。从式(19)可
知,MAPE越接近0值,代表预测误差越小。

风电功率概率预测方法的评价指标主要包含可靠性和敏

锐度2个方面。目前较为常见的用来评价可靠性的指标为预

测区间覆盖率(PICP),其值越大表示实际风电功率点落入预

测区间的个数越多,但过大的区间覆盖率不具有研究价值;用
预测区间平均宽度(PINAW)来反映敏锐度,即区间预测结果

的平均带宽,在同等置信水平下其值越小越好。

PICP计算公式:

PICP=(
1
N∑

N

i=1
ci)×100%

 

, (20)

式中:N 为样本总数;ci 是区间上限Ui 和区间下限Li 对实

际值的可靠性指标,若真实值落入[Li,Ui]内,则ci=1,反之

ci=0。

PINAW计算公式:

PINAW=
1
N∑

N

i=1

(Ui-Li)
  

。 (21)

  通过预测区间平均宽度的指标,能够有效避免因预测区间过于强调可靠性而导致预测区间的范围过大,
致使不能有效地获取决策信息。当PICP一定时,PINAW 越小,说明预测区间越窄,预测效果越好,但过于

保守的锐度指标不利于决策者对不确定性进行评估,从而导致系统运行的经济性降低。
温克勒得分(Score):

Sri=
-2∂vi-4(Li-Pi),

-2∂vi,

-2∂vi-4(Pi-Ui),

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁

 

Pi <Li,

Li ≤Pi ≤Ui,

Pi >Ui,
(22)

Score=∑
N

i
Sri, (23)

式中:vi=Ui-Li。

Score是一项综合评价预测区间覆盖率和宽度的指标,可以用来反映整体的预测效果,它是非正的,结
果越接近0值,表明预测效果越好。

4.2 基于SSA-VMD的风电功率分解结果

实验选取河北省某风电场2018-07-01至2018-07-31的风电机组实测数据,时间间隔15
 

min,共3
 

000
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个样本点。由于风电功率波动、数据采集误差以及随机噪声的存在严重影响了预测模型的精确度,因此需要

对原始数据进行分解。本文采用VMD对原始数据进行分解,从而降低数据的复杂度,但在传统的VMD算

法中,K 和α的取值不当会导致原始信号欠分解或过分解,因此本文提出用SSA优化VMD参数模型。图3
为VMD分解结果,K=4,α=2

 

000;图4为SSA优化VMD后分解结果,K=8,α=2
 

371。

图3 VMD分解风功率结果

Fig.3 Decomposition
 

results
 

of
 

wind
 

power
 

by
 

VMD

图4 SSA-VMD分解风功率结果

Fig.4 Decomposition
 

results
 

of
 

wind
 

power
 

by
 

SSA-VMD

从图中对比可以看出,经过优化后分解数据的非线性降低,局域变化波动趋于平缓,通过将随机性较强

的原始风电数据分为低频和高频子序列,有助于提高模型预测精度,其中低频子序列能够反映原数据的整体

波动趋势,高频子序列能够体现对应时刻的细节信号和噪声信号。将图4中的模态分量进行 Hilbert变换

即可得到其边际谱,如图5所示。
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图5 SSA-VMD分解IMF边际谱

Fig.5 SSA-VMD
 

decomposition
 

IMF
 

spectrum

由图5可知,经SSA-VMD分解得到的8个模态分

量的频率区分较为明显,且分解后的每个IMF既保持了

原始风电功率序列的特征又抑制了模态混叠。由此可

见,经SSA优化后的VMD更有利于提高风电功率预测

精度。图6为不同优化算法对VMD参数进行优化时适

应度值对比结果,从中可以看出,粒子群算法在第17次

迭代时出现最小适应度值0.674
 

1,萤火虫算法在第14
次迭代时出现最小适应度值0.673

 

4,鲸鱼优化算法在

第12次迭代时出现最小适应度值0.672
 

9,SSA算法随

迭代次数增加迅速收敛,在第8次迭代时达到最小适

应度函数值0.672
 

5,验证了SSA算法的优越性。

图6 不同优化算法适应度曲线变化趋势

Fig.6 Variation
 

Trend
 

of
 

fitness
 

curve
 

of
 

different
 

optimization
 

algorithms

4.3 基于相关性分析的预测结果

本文使用河北省某实际风电场的数据,结合风力

发电特征,选取风速、空气密度、风向、温度和气压作

为风电功率的影响因子,按熵权-灰色关联度分析法的

计算步骤,求得各个气象因素与风电功率的相关程度

分别为风速0.981、空气密度0.853、风向0.871、气压

0.612、温度0.537。可见,风速对风电功率预测的影

响程度最大,其次是风向、空气密度、气压、温度。因

此选取风速作为预测模型的输入。图7为考虑风速

影响和剔除风速影响时的预测结果对比图,从中可以

看出剔除风速后,预测误差明显增大。

4.4 不同模型预测结果对比分析

实验选取3
 

000个样本点,其中的前90%用于训

图7 预测结果对比图

Fig.7 Comparison
 

of
 

prediction
 

results

练,后10%用于测试。在LSTM 中,输入层时间步数

表示进行功率预测的历史数据序列长度,其数值的确

定需要考虑模型训练的有效性以及历史信息的完备

性[27]
 

;输入层维数则是各个
 

IMF
 

分量的输入变量;隐
藏层数目即是

 

LSTM
 

层的个数,增加隐藏层数可提

高模型的非线性拟合能力,但同时也使模型更复杂,
预测时间随之增加,甚至引发过拟合问题,因此本文

将隐藏层数选择的范围控制在2层内;LSTM 输出为

功率值,故输出变量维数为1。学习率初始值设置为

0.005,梯度阈值设置为1。为验证该模型的有效性,
本文分别搭建BP,SVM,ELM,LSTM,EMD-LSTM
和VMD-LSTM模型进行对比,为保证客观性,各预

测模型的参数均通过多次尝试实验选取最佳值。误

差指标如表2所示,对比结果如图8—图10所示。

                        表2 不同模型误差评估表

Tab.2 Error
 

evaluation
 

of
 

different
 

models

预测模型 MAE RMSE MAPE/%
BP 8.310

 

4 9.874
 

3 11.237
 

0
ELM 7.835

 

1 8.267
 

7 9.043
 

7
SVM 6.082

 

3 7.310
 

4 7.490
 

6
LSTM 4.531

 

9 5.994
 

2 6.755
 

3
EMD-LSTM 3.021

 

4 4.170
 

9 4.910
 

6
VMD-LSTM 2.189

 

6 3.287
 

6 3.274
 

5
SSA-VMD-LSTM 1.324

 

4 2.195
 

3 1.963
 

4
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图8 单一模型预测结果对比图

Fig.8 Comparison
 

of
 

prediction
 

results
 

of
 

single
 

model
图9 未优化模型预测结果对比图

Fig.9 Comparison
 

of
 

prediction
 

results
 

of
 

unoptimized
 

model

图10 优化后模型预测结果对比图

Fig.10 Comparison
 

of
 

prediction
 

results
 

of
 

optimized
 

models

  从图8预测曲线和表2误差指标对比来看,LSTM
的预测 效 果 更 好,相 比 于 BP,ELM 和 SVM 模 型,

MAE,
 

RMSE和 MAPE均有所下降,这是由于LSTM
模型具有长时记忆特性,可以利用数据的时间序列性,
有效避免了风电数据的波动性。图9为LSTM,EMD-
LSTM和VMD-LSTM的模型预测结果对比图,从图9
预测曲线和表2误差指标对比来看,经过数据分解后

预测效果明显比未对数据进行分解的预测效果好,说
明LSTM的精确程度与输入数据的质量息息相关。与

EMD-LSTM相比,VMD-LSTM 模型的 MAE,RMSE
和 MAPE分别下降了27.53%,21.18%和33.32%,表
明VMD分解降噪效果比EMD好,更适合处理时序信

息的预测工作。图10为 VMD-LSTM 和SSA-VMD-
LSTM模型预测结果对比图,从图10预测曲线和表2
误差指标对比来看,经过参数优化后再进行VMD分解

的预测精度比直接用VMD进行分解的预测精度要高,SSA-VMD-LSTM模型的 MAE,RMSE和 MAPE比

VMD-LSTM的分别下降了39.51%,33.22%和40.39%。实验表明,采用SSA对VMD算法中的参数进行

寻优,能够有效降低因参数设置不当导致信号欠分解或过分解问题对预测效果的影响。

4.5 概率预测结果

利用 NKDE方法对SSA-VMD-LSTM 模型的确定性预测误差进行分析,采用渐进积分均方误差

(AMISE)来计算窗宽h,当使用高斯核函数时,窗宽的计算可简化为h=1.06σn-1/5。为验证NKDE方法的

优越性,将其与假定Gamma分布的参数估计方法进行对比分析,基于SSA-VMD-LSTM 模型预测误差的

NKDE方法和基于Gamma分布估计方法的PDF如图11所示。
由图11可知,采用NKDE方法得到的PDF具有更好的拟合效果,更符合实际风电功率预测的误差分

布。采用Gamma分布得到的PDF在波峰附近的拟合度明显不够,虽然Gamma概率密度曲线相比NKDE
方法的概率密度曲线平滑,但与实际误差分布差别较大,因此采用NKDE方法对确定性预测误差分布的描

述更加准确。通过对图11中采用NKDE方法拟合得到的PDF求积分,可得到对应的累积概率密度函数

(CDF),从而获得给定置信度下的误差分布边界,具体如图12所示。从中可以得出,在不同置信度下风电功

率预测误差的上下界,本文取分位点为α/2=5%和α/2=10%,即可得到置信度为90%和80%下的风电功

率波动区间,不同置信度下的风电功率概率预测结果如图13所示。
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图11 风电功率预测误差PDF
Fig.11 PDF

 

of
 

wind
 

power
 

prediction
 

error

积
累
概
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密
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图12 风电功率预测误差CDF
Fig.12 CDF

 

of
 

wind
 

power
 

prediction
 

error

图13 不同置信度下的风电功率概率预测结果

Fig.13 Wind
 

power
 

probability
 

prediction
 

results
 

under
 

different
 

confidence
 

levels

  在图13中,对比不同置信度下的风电功率概率预测结果可以看出,随着置信度的降低,实际风电功率点

落在概率预测区间内的概率越小。为了能够更加直观地对参数化估计方法和非参数化估计方法的概率预测

性能进行评价,选取PICP,PINAW和Score
 

3种常用于风电功率概率预测的评价指标来衡量概率预测的效

果,概率预测结果评价指标如表3所示。
表3 概率预测结果对比

Tab.3 Comparison
 

of
 

probability
 

prediction
 

results
指 标 方法 90%置信度 80%置信度

PICP
NKDE 98.631 93.337

Gamma 96.134 91.266

PINAW
NKDE 4.214 3.442

Gamma 5.833 5.058

Score
NKDE -0.735 -0.874

Gamma -0.987 -1.103

  由表3可知,在置信度一定的条件下,NKDE的覆盖率均高于Gamma分布方法的覆盖率,且在置信度

为90%和80%时都满足覆盖率大于预设置信度下的覆盖率。但随着置信度的降低,预测区间覆盖率也降低,
由此可见,若预测区间太宽,会出现过于保守现象。通过PINAW 指标能够有效衡量预测区间的敏锐性,避免了
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因预测区间过于强调可靠性而导致预测区间过宽,失去参考价值。本文所用的NKDE方法比Gamma分布方

法的预测区间平均宽度窄,说明在一定置信度下,采用NKDE方法的概率预测结果更贴近真实值,预测效果

更好,且在置信度为90%和80%时的PINAW值均符合短期预测中预测区间平均宽度,应在30%~50%的

要求。但在相同置信度下,PICP随PINAW的增大而增大。当PINAW一定时,PICP越大越好;当PICP一

定时,PINAW越小,表明预测区间更逼近实际功率值,预测效果越好。仅有PICP和PINAW不能全面评价

概率预测性能,因此引入Score评价指标。采用NKDE方法的Score指标的绝对值均小于采用Gamma分

布方法的Score指标的绝对值。结果表明,采用NKDE方法的概率预测效果更好。

5 结 论

针对VMD分解方法参数人为设置难以达到最优的问题,提出了一种基于SSA-VMD-LSTM-NKDE的

组合风电预测模型。结合灰色关联度分析法和熵权法对环境变量进行相关性分析,选择相关性最高的影响

因素与SSA-VMD分解得到的各模态分量组合作为LSTM 模型的输入,并建立了基于NKDE的风电功率

概率预测模型,实现对风电功率预测结果不确定性的有效量化。通过算例对比分析,得出以下结论。

1)采用SSA优化VMD参数可有效搜索得到最优参数组合。算例分析表明,与PSO和WOA等参数优

化算法相比,SSA算法更易于跳出局部最优,收敛速度更快。

2)采用熵权-灰色关联度分析风功率环境变量的相关性方法能够客观有效地对风电功率的影响因素进

行评估,得出风速是影响因子最高的因素的结论。算例表明,是否考虑风速输入影响因素将直接影响风电功

率预测精度。

3)采用SSA-VMD-LSTM组合预测模型能够有效提升短期风电功率预测精度,与未优化的预测模型相

比,所提方法的 MAE,RMSE和 MAPE均有所降低,验证了该组合预测模型的有效性。

4)在风电功率点预测的基础上建立了基于NKDE的风电功率概率预测模型。与假定Gamma分布的

参数化方法对比结果表明,基于NKDE的风电功率概率预测结果更可靠和更敏锐,而且在给定置信度下均

满足短期风电功率预测的要求,具有一定的实际工程意义。
本文不足之处在于仅针对单风电场功率预测展开研究,下一步将针对大规模风电集群开展区域多风电

场功率预测研究。
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