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摘 要:基于卷积神经网络的行人检测器普遍采用图像识别网络,通常会引起多池化层导致小目标
行人特征信息丢失、单一池化方法导致行人局部重要特征信息削弱甚至丢失等,针对以上问题,基
于最大值池化和平均值池化方法,提出了一种自适应池化方法,结合通用目标检测器Faster
R-CNN,形成了有效的行人检测器,达到增强行人局部重要特征信息、保留小目标行人有效特征信
息的目的。对多个公开的行人数据集进行大量实验,结果表明,与传统的卷积神经网络行人检测器
相比,所提方法将行人检测漏检率降低了2%~3%,验证了方法的有效性。新方法改进了卷积神
经网络结构,在无人驾驶领域具有一定的参考价值。
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Abstract:Pedestriandetectorsbasedonconvolutionalneuralnetworksgenerallyadoptimagerecognitionnetwork,whichusu-
allycausesthefollowingproblems:1)multi-poollayersleadtothelossoffeatureinformationofsmalltargetpedestrian;2)the
singlepoolmethodleadstotheweakeningorevenlossofthelocalimportantfeatureinformationofpedestrians.Therefore,

basedonthemaximumpoolingandaveragepoolingmethods,anadaptivepoolingmethodisproposed,andcombinedwiththe
FasterR-CNN,aneffectivepedestriandetectorisformed,soastoenhancethelocalimportantfeatureinformationofpedestriansand
retaintheeffectivefeatureinformationofsmalltargetpedestrians.Throughalargenumberofexperimentsonseveralpublicpedestrian
datasets,theresultsshowthatcomparedwiththetraditionalconvolutionalneuralnetworkpedestriandetector,theproposedmethod
reducesthemissratebyabout2%~3%,whichverifiestheeffectivenessofthemethod.
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  在计算机视觉研究领域中,目标检测作为一类基本问题得到了深入的研究[1-5]。近年来,在辅助驾驶、智
能视频监控等应用背景下,行人检测作为目标检测中的一类重要应用,受到了国内外学术界和工业界的广泛
关注[6-9]。
过去10多年,出现了许多基于传统人工设计特征的行人检测方法。2005年,文献[10]提出了一种描述

图像局部特征的方法,通过对局部区域中每个像素点的梯度方向和幅值进行统计,获得了方向梯度直方图
(histogramsoforientedgradients,HOG),与后续分类器结合,构成了有效的行人检测器。文献[11]提出了
利用HOG特征与BoostedCascad算法[12]级联结构相结合,实现了行人的快速检测。2009年,文献[13]提
出了基于积分通道特征(integratechannelfeatures,ICF)的快速行人检测器,不同于 HOG的单一特征,ICF
包含了图像的多种通道特征,特征信息更加丰富,同时采用AdaBoost分类器构成的检测器,从检测精度和
运行速度上都要优于HOG检测器。文献[14]通过扩展 HOG检测器提出了可形变部件模型(deformable
partsmodel,DPM),它是一种基于组件的检测方法,对于遮挡类行人具有较好的检测效果。文献[15]对

DPM方法进行了改进,增加了级联检测算法和分支定界算法,有效提高了检测速度。文献[16]提出了改进
的颜色自相似性方法,能够降低颜色自相似性维度,提升特征提取速度和行人检测速度。
随着卷积神经网络(convolutionalneuralnetworks,CNNs)技术在计算机视觉领域的快速发展,基于

CNNs的行人检测取得了巨大进展。卷积神经网络采用多层结构,目标物体的特征可以通过学习自动获取。
文献[17]提出TA-CNN网络,通过加入语义信息,比如行人辅助信息(如背包),场景信息(如树)等,将多种
信息融合用于处理行人检测中的难例问题。文献[18]提出将通道特征与基于卷积神经网络的行人检测器相
融合,不光将通道特征加入,同时将卷积神经网络中逐层的特征图结合到最终的特征提取,丰富的特征显著
提升了行人的检测精度。文献[19]提出利用提升森林策略替换通用目标检测器FasterR-CNN[2]的分类器,
新的策略可以融合多种分辨率的特征图,提升难例挖掘能力。文献[20]提出对通用目标检测器Faster
R-CNN[2]进行改进,使其适合于行人检测,其中一项重要改进是通过减少池化层数量达到调小降采样因子,
目的是保留更多行人的特征信息,尤其对小目标行人的检测有较大提升。文献[21]中为目标检测建立专门
的骨干特征提取网络,通过减少池化层数量达到减少感受野的大小,较小感受野能提升小目标的识别精度和
大目标的定位精度。上述的行人检测器大多采用在图像分类任务(比如ImagNet数据集)中获得较好效果
的分类网络(比如AlexNet[3],VGG16[4])作为行人检测器的特征提取网络。但是使用分类网络作为行人检
测的特征提取网络会从以下方面导致特征信息丢失:1)分类网络中普遍采用较多池化层,虽然可以降低网络
的计算量和增大感受野,对图像分类任务有利,但是多层池化形成的较大特征步长作用在宽度较小(比如40
像素)的目标行人上,将导致小尺寸行人特征信息丢失,进而降低识别结果的置信度(如Caltech数据集中,
大部分行人的高×宽=80像素×40像素);2)分类网络中使用的池化层通常采用单一池化方法,如最大值池
化(maxpooling)或者平均值池化(averagepooling),行人作为一类特殊目标,具有尺度较小、外形特征较复
杂的特点,但是在对行人特征提取过程中,因使用单一池化方法,不仅获取的特征信息粗糙,而且池化方法与
局部特征不匹配会导致重要特征信息丢失。
针对以上问题,提出了基于自适应池化的行人检测方法,该方法能够根据行人身体各部位的特征,通过

学习获得适合的池化层,改善网络特征提取能力。

1 理论基础

池化方法是指池化区域中用总体统计特征来代替网络在该区域的输出。卷积神经网络中使用池化方法
可使网络具有特征不变性、特征降维和防止过拟合等功能。

1.1 多次池化
二维图像经过单次池化后输出的特征图空间分辨率如式(1)所示:
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式中:Ai-1
j 表示第i次池化的输入特征图沿j维度方向的大小;k

i
j 表示第i次池化沿j维度方向的核大小;

si
j 表示第i次池化沿j维度方向的步长;o

i
j 表示第i次池化的输出特征图沿j维度方向的大小。

在典型的图像分类网络中,通常令ki
j=s

i
j,因此式(1)可以变换为式(2):
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, j=1,2;i=1,2,…,n。 (2)

  根据式(2)可以推导得出,经过n次池化,输出特征图沿j维度方向的大小oi
j 与原始输入图沿j维度方

向的大小A0
j 的关系,如式(3)所示:
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图1 多次池化特征提取示意图
Fig.1 Featureextractionbasedon

multi-pooling

  从式(3)可以得到,经过n次池化,输出特征图的空间
分辨率将逐级降低,池化次数越多,池化步长累积越大,丢
失的信息也就越多,输出特征图的空间分辨率较原始图像
降低。对于行人这类小目标,原始图像中行人的分辨率较
小,比如Caltech数据集中,大部分行人的高×宽=80像
素×40像素,池化步长越大,则丢失的行人特征信息越多。
该多次池化特征提取示意图如图1所示。

1.2 自适应池化方法
基于卷积神经网络的行人检测器通常采用的池化方法

为式(4)所示的最大值池化和式(5)所示的平均值池化。
最大值池化是指在每个池化区域中,选择最大值的元

素来表示池化区域的输出,池化操作可以表示为

yl+1
ij_max= max

(p,q)∈Rij
xl

pq, (4)

式中:yl+1
ij 表示池化操作作用在区域Rij后的输出;l表示卷积神经网络的第l层特征图;x

l
pq表示在池化区域

Rij中,位置为(p,q)的元素。
平均值池化是指采用池化区域中所有元素的数学平均值来表示池化区域的输出,可以表示为

yl+1
ij_ave=

1
N ∑(p,q)∈Rij

xl
pq, (5)

式中,N 表示池化区域Rij中元素的个数。
虽然最大值池化和平均值池化两种方法分别在很多研究中表现良好,但是这两种池化方法对不同问题

的处理效果差异较大,均不能同时兼顾。如图2a)所示的灰度图像中,大部分像素点具有高灰度值,少部分
像素点具有低灰度值,两类像素点的值差异明显,在图像中的特征对比明显。经过最大值池化后,具有低灰
度值的像素点消失,只有高灰度值的像素点被保留,原始图像中高低灰度值对比明显的特征消失。如果采用
平均值池化方法,仍保留了高低灰度值对比的特征。如图2b)所示的灰度图像中,大部分像素点具有低灰
度值,少部分像素点具有高灰度值,两类像素点的值差异明显,在图像中的特征对比明显。经过平均值池化

平均值池化

最大值池化

平均值池化

最大值池化

a） 高灰度值图像的池化方法比较 b） 低灰度值图像的池化方法比较

图2 池化方法对特征信息影响示意图
Fig.2 Impactofpoolingmethodstothefeatures
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后,高低灰度值对比的特征信息存在,但是被弱化。如果采用最大值池化方法,高低灰度值对比明显的特征
信息仍然被保留[22]。
因此,无论采用以上哪种池化方法,考虑到行人身体结构的复杂性,在特征提取过程中,将引起特征信息

的削弱甚至丢失。为此,文献[22]提出了随机混合池化方法,将最大值池化和平均值池化进行简单线性连
接,但是其线性连接系数为随机数,不能可靠地学习对象的不同特征以获得适合的池化层。为解决该问题,
本文提出自适应池化方法,根据行人身体各部位的特征,通过学习获得自适应池化层。该方法表示如下:

yl
ij =fact(fcom(yl

ij_max,y
l
ij_ave)), (6)

式中:yl
ij_max和y

l
ij_ave分别表示第l层中最大值池化和平均值池化在位置(i,j)的输出值;fcom表示自适应连

接函数,连接图像中相同区域的最大值池化和平均值池化,本文采用卷积函数来实现fcon;fact为非线性激活

函数。

自
适
应
混
合
池
化ReLU

卷积层 1×１

平均值

池化层
最大值

池化层

卷积层

最大值/平均值
池化层

卷积层

a) 普通池化层结构 b) 自适应池化层结构

图3 通用池化层与自适应池化层结构对比
Fig.3 Structurescomparisonofgeneralpooling

layerandadaptivepoolinglayer

为了实现对图像中每个局部区域最大值池化

和平均值池化的自适应连接,使用宽、高分别为1,
通道为2的卷积核。非线性激活函数fact用于增

强fcon的表达能力,文中采用线性整流(rectified
linearunit,ReLU)函数作为非线性激活函数。图

3描述了自适应池化方法与普通池化方法结构的
区别。

2 实验结果与讨论

Caltech[8],CityPersons[20]和 ETH[23]是目前

研究中通常采用的数据集,每个数据集的图片大
小、分辨率等参数都存在明显差异性,因此,为验
证本文所提方法的通用性和有效性,对这3个典型
行人数据集进行测试,并分别与采用最大值池化
方法和平均值池化方法的卷积神经网络行人检测

器进行对比。

实验采用基于CNNs的通用目标检测器FasterR-CNN作为行人检测器。在网络训练过程中,使用水
平翻转方法进行数据量的增广,采用基于动量(Momentum)的随机梯度下降(stochasticgradientdescent,

SGD)算法进行训练,动量值设置为0.9,初始学习率设置为0.001。训练中用于判定候选框中为正/负样例的
交并比(intersection-over-union,IoU)设置为0.5。

2.1 评价指标
采用文献[8]所示的评价指标来评估行人检测方法的性能。该评价指标描述了平均每张图片不同错误

正样本数量(falsepositivesper-image,FPPI)下对应的漏检率(missrate,MR)。FPPI具体指测试集中平均
每张图片错误正样本数量。MR是漏检率,指测试集图片中没有被框中的行人在整个测试集中的比率。

FPPI与 MR具有较强的相关性,FPPI值越大,MR值越小,为了比较不同行人检测方法的性能,统一采用

FPPI=10-1时不同方法对应的 MR值为衡量标准,其中 MR值越小,表示检测方法越好。MR和FPPI如式
(7)和式(8)所示:

MR=
∑
Ngt

i=1
GT(i)

Ngt
×100%, (7)

式中:GT(i)是判断标注框是否被匹配,未匹配则置为1,匹配则置为0;Ngt是测试数据集中标注框(ground
truth)的总数。

FPPI=
∑
Nbb

i=1
FP(i)

N
, (8)
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式中:FP(i)是检测器的检测结果是否框住行人,未框住则置为1,框住则置为0;N 是测试数据集中图片的
总数。

2.2 Caltech数据集上的实验结果与分析

Caltech数据集是由从大约10h的视频中提取出的图片构成的。整个数据集分为训练集和测试集2部
分,训练集共6个子集(set00-set05),测试集共5个子集(set06-set10)。数据集中的所有图片大小均为640
像素×480像素。表1列出了Caltech数据集的详细信息。

表1 Caltech数据集的详细信息
Tab.1 DetailsofCaltechdataset

图片总数/张 训练集/张 测试集/张 标注框数量/个

250000 245976 4024 350000

表2中列举了基于FasterR-CNN检测网络在
不同数量池化层对应的行人检测结果。从表2中可
以得到,随着池化层数量的增加,对应的池化步长相
应增大,特征信息的丢失增多,表征行人检测效果的
漏检率(MR)逐步增大,检测性能降低。池化层数
量过少,比如池化数目为2,池化步长为4,并不是提
升检测性能的有效方法,反而会使网络可能出现过
拟合情况。因为,当池化层数量为3、池化步长为8
时,既能使网络避免过拟合,行人特征具有不变性,
又能有效控制特征信息丢失过多等问题。

表2 基于不同池化步长的行人检测效果对比
Tab.2 Comparisonofdifferentpoolingstrides

池化数目 池化步长 漏检率/%

2 4 41.04

3 8 19.11

4 16 21.08

5 32 50.98

  为了验证本文所提基于自适应池化的行人检测
方法,将其与基于最大值池化的行人检测方法和基于
平均值池化的行人检测方法进行比较。实验中,将3
种池化方法分别应用于包含3个池化层的FasterR-
CNN检测网络,使用相同的Caltech数据集。从表3
中可以看出,最大值池化方法和平均值池化方法的漏
检率分别为16.93%和17.07%,而本文所提方法漏检
率为14.91%。可以看出,本文所提方法漏检率明显
降低,对行人检测的性能提升效果较好。

表3 在Caltech数据集上对比不同的池化方法
Tab.3 Comparisonofdifferentpoolingmethods

ontheCaltechdataset

池化方法 漏检率/%

最大值池化方法 16.93

平均值池化方法 17.07

自适应池化方法 14.91

1.00

0.64

0.40

0.20

0.10

0.05

10-4 10-3 10-2 10-1 100 101 102

每张图错误正样本数

漏
检
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图4 Caltech数据集上多种行人检测方法比较
Fig.4 Comparisonofpedestriandetectionmethods

ontheCaltechset

本文基于自适应池化方法改进FasterR-CNN
目标检测器,使其适用于行人检测。改进后的行人
检测器与多个行人检测器在Caltech数据集上进行
比较。如图4所示,进行比较的检测器大体分为3
类。1)基于传统人工特征的检测器,VJ,HOG,

ACF+SDt,InformedHaar,ACF-Caltech+,LDCF
检测器;2)基于 DPM 的检测器,MT-DPM,Joint-
Deep,MT-DPM+Context;3)基于CNN的检测器,

SpatialPooling,TA-CNN。本文提出的基于自适应
池化(AdaptPooling)方法改进的行人检测取得了较
好的检测效果,MR为14.91%。

2.3 其他数据集上的实验结果与分析
为了验证所提方法在其他行人数据集上的通用

性,采用与Caltech数据集有明显差别的CityPer-
sons数据集和ETH数据集进行实验分析。
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  CityPersons数据集包含来自德国和邻国不同
城市的大量多样化视频,表4给出了CityPersons
数据集的详细信息。可以看出,CityPersons数据集
不论是总体图片数量还是各个子集图片数量均少于

Caltech数据集,但是CityPersons数据集的图片分
辨率较高,标注框质量较好。

表4 CityPersons数据集的详细信息
Tab.4 DetailsofCityPersonsdataset

图片总数/张 训练集/张 验证集/张 测试集/张

5000 2975 500 1575

  采用相同方法在CityPersons数据集上进行训
练与测试。实验结果如表5所示,最大值池化方法
和平均值池化方法的漏检率分别为19.26%和

20.61%,而本文所提方法漏检率为15.67%。可以
看出,本文所提方法漏检率明显降低,对行人检测的
性能提升效果较好。

ETH数据集是由一对装载于移动平台上的双
目摄像头拍摄得到的视频。训练数据集由490张图
片组成,测试数据集有1803张图片。训练集的数
据量很少,无法训练具有较多参数的FasterR-CNN
检测器。本文在Caltech+CityPersons数据集上训
练检测器,而使用ETH 数据集进行测试。实验结
果如表6所示,最大值池化方法和平均值池化方法
的漏检率分别为22.01%和25.81%,而本文所提方
法漏检率为19.77%,漏检率明显降低,对行人检测
的性能提升效果较好。

表5 在CityPersons数据集上对比不同的池化方法
Tab.5 Comparisonofdifferentpoolingmethods

ontheCityPersonsdataset

池化方法 漏检率/%

最大值池化方法 19.26

平均值池化方法 20.61

自适应池化方法 15.67

表6 在ETH数据集上对比不同的池化方法
Tab.6 Comparisonofdifferentpoolingmethods

ontheETHdataset

池化方法 漏检率/%

最大值池化方法 22.01

平均值池化方法 25.81

自适应池化方法 19.77

  对比表3、表5和表6的结果可以看出,将在Caltech+CityPersons数据集上训练好的行人检测器用于
测试ETH数据集,虽然各种方法的漏检率略微提高,但仍然能得到很好的效果,有较好的通用性。

2.4 运行时间
采用英伟达1080Ti显卡对3种方法进行了测试,

结果如表7所示。基于最大值池化和平均值池化的
行人检测器的运行时间都约为50ms,所提出的自
适应池化的行人检测器的运行时间稍多一些,为58
ms,但与前两种方法仍处于同一数量级。虽然注意
到这是以略微增加的计算时间成本为代价(见表

3),但是本文提出的基于自适应池化的行人检测方
法在Caltech数据集上达到了较好的检测效果,漏
检率提高到14.91%。

表7 Caltech数据集上运行时间的比较
Tab.7 ComparisonofrunningtimeontheCalteechset

池化方法 运行时间/ms

最大值池化方法 50

平均值池化方法 50

自适应池化方法 58

通过在主流的公开数据集Caltech,CityPersons以及ETH上进行大量实验,计算了漏检率、运行时间,
并分别与采用最大值池化方法和平均值池化方法的卷积神经网络行人检测器相比,本文所提出的方法均能
降低漏检率2%~3%,表明了本文所提方法是通用的和有效的。

3 结 语

提出了基于自适应池化的行人检测方法,自适应池化方法考虑了行人特征的复杂性,在行人特征提取过
程中,能根据行人身体的不同部位特征,将最大值池化和平均值池化进行自适应混合处理。基于自适应池化
的行人检测器,能获得更加丰富的行人特征,对低分辨率的小目标行人的特征提取能力要明显优于采用单一
池化方法的行人检测器。通过对多个公开的标准行人数据集进行大量实验,结果验证了所提出的基于自适
应池化的行人检测方法能明显提高行人检测的精度,降低漏检率,也可灵活应用于其他目标检测器。未来的
研究重点是进一步提升检测精度,并对整个检测系统进行算法优化,降低检测运行时间,更好地实现检测系
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统的实时性。
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